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RESUMO

A abordagem da analise orientada a objeto é seguramente o estado da arte da
classificacdo de imagens de sistemas sensores de alta resolucdo espacial para
aplicacdes em areas urbanas. No entanto, o custo das licencas de uso dos
aplicativos comerciais disponiveis para este proposito é demasiadamente alto.
O sistema de classificacdo de imagens por andlise orientada a objeto
InterIMAGE € um aplicativo de acesso livre e cddigo aberto que possui uma
concepcdo de analise da imagem altamente flexivel e de muitas
potencialidades. Este trabalho teve como objetivo a criacdo de um modelo de
classificacdo da cobertura da terra e do uso do solo urbano utilizando o sistema
de classificacdo InterIMAGE, operadores de processamento de imagens
TerraAIDA e imagens do sensor QuickBird. A area de estudo desta pesquisa é
a regido do municipio de Sao Paulo (SP) onde estad situada a favela de
Paraisopolis. A classificacdo da cobertura da terra foi realizada utilizando um
algoritmo genético para a calibracdo de parametros de segmentacdo e
algoritmos de selecdo de atributos e arvore de decisdo para a descricdo das
classes. A classificacdo do uso do solo foi realizada com base em atributos
relacionados a composicao e estrutura dos objetos de cobertura da terra dentro
das quadras. O modelo foi simulado e avaliado em trés areas-teste em um
contexto regional mais amplo no sistema de classificacdo Definiens Developer
e em seguida formatado para a concepcdo de andlise do InterIMAGE e
aplicado em quatro areas-teste. As potencialidades e flexibilidades do sistema
InterIMAGE foram exploradas através de mais de uma formatagdo do modelo
de classificacdo da cobertura da terra. Operadores e atributos foram sugeridos,
implementados e aplicados no contexto dos projetos InterIMAGE e TerraAlDA.
As classificacGes de cobertura da terra e de uso do solo atingiram, em média,
indices Kappa de acuracia de 0.66 e 0.75 respectivamente. O objetivo de
auxilio no incremento do sistema e de elaboracdo de uma aplicacdo em éarea
urbana com o InterIMAGE foram atingidos.






URBAN LAND COVER AND LAND USE CLASSIFICATION USING THE
INTERIMAGE SYSTEM AND QUICKBIRD IMAGERY

ABSTRACT

The object-based image analysis approach is presently the state of art for the
classification of high spatial resolution imagery, specially in urban areas.
Nevertheless, the cost of licenses of commercial software packages for these
tasks is very high. InterlMAGE is an open source knowledge-based
classification system whose image analysis concept is highly flexible, offering
great potential. It allows the use of data from different sources and resolutions
and of image processing operators customized by the user. The objective of this
work is to create an urban land use/land cover classification model, using the
InterIMAGE classification system, TerraAIDA image processing operators and
images from the high resolution sensor QuickBird. The area under study for this
work is a section of the municipality of Sdo Paulo (Sdo Paulo State, Brazil),
where “Paraisopolis”, the second largest squatter settlement of the city is
located. The peculiarity of this squatter settlement lies on the high social-
economic standard of its surroundings and the fact that it has been re-
urbanized. The land cover classification was made using a genetic algorithm to
calibrate the segmentation parameters and feature selection algorithms, as well
as the C4.5 decision tree algorithm, for the description of classes. The land use
classification was done based on features related to the composition and
structure of land cover objects located within the blocks. The model was
simulated and evaluated in three test sites in a larger regional context, using the
Definiens Developer classification system, and afterwards reset to fit the
analysis concept of InterIMAGE and applied on four test areas. The potential
and flexibilities of the InterIMAGE system were explored by more than one
setting of the land cover classification model. Operators and attributes were
suggested, which were implemented and applied in the frame of both projects
InterIMAGE and TerraAIDA. The land cover and land use classifications
reached mean Kappa accuracy indices of 0.66 and 0.75 respectively. The
objectives of this study which concern the refinement of the system and the
elaboration of an application within an urban area with the InterIMAGE system
were fully achieved.
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1 INTRODUCAO

A partir da década de 1970, o Brasil, e mais geralmente os paises em vias de
desenvolvimento, tém sofrido um intenso processo de urbanizagéo
(SCARLATO, 2001). Atualmente, mais da metade da populacdo mundial vive
em areas urbanas e no ano de 2030 esta porcentagem poderd atingir 60%
(MOORE et al., 2003). Os paises em vias de desenvolvimento sdo 0s mais
sujeitos aos problemas da urbanizacédo desordenada, pois serao responsaveis
por grande parte desta populacdo urbana mundial (KOTTER, 2004). No Brasil,
segundo o Instituto Brasileiro de Geografia e Estatistica, pelo menos 80% da
populacado vive atualmente em areas urbanas (IBGE, 2002). A cidade, portanto,

€ e serd o lugar onde grande parte dos seres humanos vive suas vidas.

Harvey (1989) e Berman (1982) entendem que, ho mundo moderno, moldamos
a cidade a nossa imagem e, ao mesmo tempo, somos moldados pela
resisténcia que a cidade oferece quando tentamos impor-lhe nossa forma
pessoal. Portanto, a cidade é um reflexo da alma coletiva humana e esta
associada a muitos de nossos referenciais de como experimentamos a
realidade. Sendo a vida na cidade definida por relacdes econdmicas, sociais e
culturais altamente dindmicas e mutaveis ao longo do tempo, o0 espaco urbano
acaba por se tornar objeto de um processo constante de producéo,
obsolescéncia, destruicdo e reproducédo de seu espaco (BERMAN, 1982). Isto
faz com que o planejamento urbano e, mais especificamente, o planejamento
do espaco urbano, tenha o papel de suma importancia de regulamentar e
monitorar a construcao e reconstrucdo do espaco urbano, prevenindo a cidade
de alguns dos efeitos potencialmente desastrosos desta urbanizacdo em rapido
crescimento e em ritmo vertiginoso de mudanca, interferindo assim diretamente

em nossas vidas.

Neste contexto, o sensoriamento remoto (SR) é uma ferramenta muito
pertinente e eficaz, pois pode prover informacdes em resolugdo espacial e
temporal compativeis com o processo dinamico de mutacdo e expansdo do

espaco urbano (JENSEN, 2007; NIEBERGALL et al., 2007). Diversos agentes
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e entidades publicas e privadas utilizam (ou poderiam utilizar) dados de SR,
tais como: Orgdos publicos de administragdo municipal encarregados do
zoneamento e regulamentacdo do uso do solo; 6rgdos de seguranca e de
defesa civil responsaveis pela prevencao e mitigacdo de danos ambientais ou
antropicos; secretarias municipais e estaduais de transportes encarregadas da
manutencgao e expansao das redes de locomocéao dentro da cidade; empresas
publicas e privadas de infra-estrutura urbana (saneamento bésico, telefonia,
cabeamento etc.) que necessitam prever onde ocorrerdo novas demandas;
agentes e empreendedores imobilidrios que agem conforme a légica e as
tendéncias mercadoldgicas, entre outros usuarios e aplicacbes (JENSEN e
HODGSON, 2004).

Contudo, a crescente disponibilidade de dados de sensoriamento remoto com
resolucdo espacial capaz de viabilizar essa diversidade de aplicacbes
(EHLERS, 2007) contrasta com a escassez e dificuldade de acesso a
ferramentas eficazes de analise destes dados. Sistemas comerciais de analise
de imagens por abordagem orientada a objetos como o eCognition e, mais
recentemente, o Definiens Developer (DEFINIENS, 2007), s&o hoje o estado da
arte deste campo de pesquisa e tém sido usados amplamente em aplicacdes
urbanas. Entretanto, as principais desvantagens do uso destes sistemas sao: o
alto custo de suas licencas de uso, as limitacdes de sua concepc¢do de andlise
da imagem (BUCKNER et al., 2001) e o fato destes sistemas serem de codigo
fechado, o que impede o usuéario de incrementar o sistema e de conhecer
exatamente o funcionamento dos algoritmos que o compdem. A comunidade
cientifica, portanto, sente-se com a incumbéncia de desenvolver e democratizar
sistemas mais flexiveis e potentes para a analise de imagens que possam ser

utilizados de forma operacional na pratica do planejamento urbano.

O sistema computacional de interpretacdo de imagens InterIMAGE
(InterIMAGE, 2009) é um sistema de acesso livre e cédigo aberto que possui
uma concepcdo de andlise da imagem altamente flexivel e de muitas

potencialidades, permitindo a insercao na andlise de dados de diferentes fontes
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e resolucbes e de operadores de processamento de imagem customizados
pelo usuério. Esta flexibilidade na interpretacdo automatica de imagens e a
gratuidade do acesso ao sistema fazem do InterIMAGE uma ferramenta muito

pertinente para uma diversidade de aplicacdes.

Assim, o objetivo geral desta pesquisa é a elaboracdo de um modelo de
mapeamento da cobertura da terra e de interpretacdo do uso do solo urbano
por quadra, usando dados do sensor orbital de alta resolucdo espacial
QuickBird (DigitalGlobe, 2008) e o sistema de interpretacdo de imagens
InterIMAGE.

Para atender ao objetivo geral, os seguintes objetivos especificos foram
definidos:

a) Explorar conceitualmente e empiricamente dois sistemas inovadores
de interpretacdo automatica de imagens por andlise orientada a
objeto, a saber, o sistema Definiens Developer e o0 sistema
InterIMAGE.

b) Avaliar a aplicabilidade de algoritmos de aprendizado por maquina na
calibracdo automatica de parametros de segmentacdo e descricao
automatica das classes de cobertura da terra quanto a atributos e

limiares.

c) Representar em termos computacionais (regras, atributos e funcdes
de pertinéncia) de forma clara, simples e eficaz o conhecimento e o
raciocinio humano aplicado na interpretacdo automatica do uso do

solo urbano por quadra.

1.1 Organizagédo do documento

Este documento estd organizado em 6 Capitulos. No Capitulo 2, sao
abordados conceitos tedricos e trabalhos relacionados aos principais campos

do conhecimento explorados nesta pesquisa. No Capitulo 3, € apresentada a
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area de estudo e justificada a sua escolha para a pesquisa realizada. Os
dados, aplicativos computacionais e a organizacdo e descricdo dos passos
metodoldgicos aplicados ao longo do trabalho estdo demonstrados no Capitulo
4. O Capitulo 5 apresenta, analisa e discute todos os resultados obtidos e as
principais tomadas de decisdo e, por ultimo, as consideracfes finais e

perspectivas para trabalhos futuros séo apresentadas no Capitulo 6.
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2 FUNDAMENTACAO TEORICA
2.1 Classificacao da cobertura daterra e do uso do solo

Muitos dos trabalhos que usam dados de sensoriamento remoto para a
producdo de mapas empregam legendas ambiguas em relacdo aos conceitos

de cobertura da terra do e uso do solo.

Entende-se por cobertura da terra a caracterizacdo dos objetos da superficie
terrestre em termos de suas propriedades biofisicas, fisicas e quimicas que
exibem uma relacdo prépria de interacdo energia-matéria, ou seja, um padrdo
mais ou menos definido de reflectancia (BARNSLEY et al., 2001; PRADO,
2009). Através de atributos espectrais, de textura, de forma e contexto, as
técnicas de SR permitem a extracdo direta de informacfes e 0 mapeamento da
cobertura da terra. A informacao de cobertura da terra pode ser muito valiosa
para diversos estudos e analises do ambiente urbano, tais como: mapeamento
de éareas verdes para avaliacio da qualidade ambiental e conforto
(GRIMMOND, 2007); estudos de ilha de calor e do fluxo de energia para a
caracterizagdo da camada-limite urbana (VOOGT ; OKE, 1997); espacializac&o
da impermeabilidade como insumo a modelagem de escoamento superficial
(SCHULTZ, 1988), dentre outras aplicacdes.

J& o uso do solo esta associado as praticas sociais, econdmicas e culturais que
ocorrem naquela area (DI GREGORIO, 2005). Pode-se dizer que o uso do solo
resulta de um tipo de atividade social com um tipo de edificacdo (DEAK, 1985).
Portanto, o solo admite uma variedade tdo grande de usos quanto as
atividades da propria sociedade. Isto faz com que categorias ou classes de uso
do solo devam ser criadas principalmente com a finalidade de classificagéo das
atividades e tipos de assentamento para efeito de sua regulacdo e controle
através de leis de zoneamento, ou leis de uso do solo (DEAK, 1985; DEAK,
2001). Junto com a construcao de infra-estruturas, as leis e a regulamentacéo
do uso do solo constituem os principais meios de intervencdo do Estado na

organizacao espacial da cidade.
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No municipio de Sdo Paulo (SP), os mapas oficiais de uso do solo em é&rea
urbana sdo feitos por quadra a partir de dados do registro de cadastro
imobiliario, melhorias em infra-estrutura e implantacdo de unidades
habitacionais pelo poder publico e de dados de tendéncia mercadoldgica (do
mercado formal) de uma empresa de carater oficial (PMSP, 2009a). A
classificacdo do uso do solo por quadra € pertinente, pois este elemento de
analise constitui o instituto juridico pelo qual se realiza a primeira e mais
importante etapa de construcdo do tecido urbano, que é a urbanizacdo. As
quadras definem a localizacdo precisa das edificacbes que serdo construidas

nas mesmas, em conformidade com o plano diretor.

As técnicas de SR permitem a caracterizacdo e classificacdo dos objetos do
ponto de vista fisico e espacial, mas apenas indiretamente, e com certo grau de
subjetividade e imprecisado, possibilita a obtencdo de informacfes sobre estas
praticas sociais e dinamicas que ocorrem no territério e que caracterizam o0 uso
do solo. Esta limitacdo se da justamente pelo fato de o uso do solo envolver
informacdes abstratas e também subjetivas e que ndo tém nenhuma expressao
espacial ou espectral clara. Entretanto, segundo Santos (2003), a natureza do
funcionamento da cidade, e mais geralmente do territorio, ocorre através de
“fluxos e fixos”, onde os fluxos sdo as dinamicas de natureza social, cultural e,
talvez especialmente econdmica, e os fixos sdo as edificacbes e construcoes,
consequéncias destes fluxos. Evidentemente, a relacdo entre fluxos e fixos é
de intrinseca influéncia reciproca. Deduz-se dai que, através da informacéao de
cobertura da terra (os fixos), podemos obter informacdes relacionadas a certos
fluxos associados ao uso do solo (HOFMANN et al., 2008).

Segundo Jensen (2007), o mapeamento de uso e cobertura da terra em areas
urbanas para o Nivel lll e IV do United States Geological Survey (USGS), que
corresponde semanticamente com as classes da PMSP, requer no minimo uma
resolucdo temporal de 3 a 5 anos, resolucdo espacial de 1 a 5 metros e
resolucdo espectral da faixa do azul & do infravermelho préximo, o que torna o

sensor do satélite QuickBird-2 capaz de ser utilizado neste tipo de aplicacao.
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Algumas propostas de legendas e metodologias de mapeamento automatico
estritamente da cobertura da terra em cidades brasileiras a partir de sensores
desta classe de resolucdo espacial e espectral podem ser encontradas em
Pinho (2005), Pinho et al. (2007) e Araujo (2006; 2007). Quanto ao uso do solo,
de forma similar a metodologia que se propde nesta pesquisa, Hofmann et al.,
(2008) e Kux et al. (2009) conseguiram discernir quadras com ocupacao
informal através de uma metodologia de classificagdo em dois niveis, no qual o
nivel das quadras foi classificado quanto ao uso do solo com base em atributos

relacionados a classificacao de cobertura da terra no nivel inferior.

Atualmente, as metodologias elaboradas para 0 mapeamento automatico, seja
da cobertura da terra ou do uso do solo utilizando imagens de sensoriamento
remoto de alta resolucdo, baseiam-se, devido a uma série de potencialidades,

no paradigma da andlise orientada a objeto (AOO).

2.2 Andlise Orientada a Objeto

A AOO é um paradigma de modelagem e classificacdo criado nos anos de
1980 com o objetivo de aproximar o mundo computacional do mundo real. A
AOO organiza a analise utilizando-se de métodos que fazem parte do modo de
pensar humano (RUMBAUGH et al.,, 1991). Estes métodos de organizacdo
baseiam-se em conceitos inerentes a nossa aprendizagem desde a infancia,
quais sejam: o Objeto, o Atributo, a Classe, os Membros, o Todo e as suas
partes componentes (COAD ; YOURDON, 1992; FICHMAN e KEMERER,
1992).

Em termos computacionais, um objeto representa um ente do mundo real e
possui um nome, atributos e operagdes associados. Um objeto é a instanciacdo
de uma classe. Tudo o que se pode fazer com um objeto deve estar
especificado em uma classe, a qual descreve as caracteristicas e 0
comportamento dos objetos pertencentes a ela através de operacdes e
mensagens (COAD ; YOURDON, 1992). Operacfes sdo métodos aplicados
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sobre um objeto e que contém controles e construcdes de procedimentos
invocados por uma mensagem, ou seja, um pedido para que o objeto execute
uma de suas operagdes. As mensagens definem os relacionamentos e
interacdes que as classes tém entre si (COAD ; YOURDON, 1992).

A estrutura da distribuicdo de mensagens em uma AOO se materializa atraves
do diagrama de classes. O diagrama de classes é essencialmente a estrutura
da abstracdo de um problema do mundo real em termos de solucdo em uma
AOO. Um diagrama de classes relaciona as classes entre si através de quatro
diferentes tipos de relacionamentos: Associacdo, Generalizagcdo, Agregacao,
Dependéncia (COAD ; YOURDON, 1992; JACOBSON et al, 1992). A
associacdo permite especificar que objetos de uma classe se comunicam com
objetos de outra classe. A generalizagdo € o relacionamento da heranca de
operacdes (codigo e estrutura de dados) de uma classe geral (superclasse)
para uma classe especifica (subclasse). A agregacdo € uma forma de
representar que um objeto € em parte composto por outro, em uma relacéo
todo-parte. A dependéncia indica que uma mudanca no elemento independente
afetar4 o elemento dependente (FICHMAN ; KEMERER, 1992; JACOBSON et
al., 1992).

2.3 Representacao do conhecimento para a interpretacédo de imagens de
SR

A interpretacdo automatica de imagens de sensoriamento remoto parte de uma
contradicdo inexoravel: ao mesmo tempo em que O objetivo é processar
automaticamente o0 conhecimento sobre uma imagem, este mesmo
conhecimento deve ser fornecido, formalizado e, em muitos casos, atualizado

por um especialista humano (PAHL, 2008).

A AOO é atualmente a forma mais completa e integrada de se representar em
termos computacionais o conhecimento de um especialista humano para a
interpretacdo automatica de imagens de SR. Nos sistemas de analise de

imagens por abordagem orientada a objeto, a solu¢do do problema, ou seja, a
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interpretacdo da imagem, pode ser representada através de dois tipos de

conhecimento: conhecimento implicito e conhecimento explicito (PAHL, 2008).

O conhecimento implicito é a construcéo procedural especifica para a deteccéo
de certa classe na imagem. No caso, tal constru¢cdo procedural consiste em
alguma rotina de processamento da imagem, envolvendo, normalmente,
procedimentos de segmentacdo, selecdo e classificacdo, ou algebras e
limiarizacdo de imagens, ou ainda a aplicacdo de algum algoritmo customizado
para a deteccdo de objetos especificos, como estradas ou prédios, por
exemplo. Sabe-se 0 que o algoritmo faz, mas pode-se ou nédo saber como ele
faz, pois se trata de um conhecimento codificado dentro de um programa. Este
tipo de conhecimento se refere mais a uma tarefa especifica realizada por um
algoritmo do que a representacao da solugcéo do problema geral (PAHL, 2008).
Pode-se associar, portanto o conhecimento implicito ao conceito de operacdo
em AOO.

O conhecimento explicito representa as solu¢des alternativas para uma dada
tarefa. Entre estas solucdes, indicadas explicitamente através de um diagrama
de classes, o sistema deve escolher a mais adequada por meio de alguma
funcdo. O conhecimento explicito, por sua vez, pode ser discriminado entre
conhecimento declarativo e conhecimento de procedimento, dependendo dos
tipos de mensagens transmitidas entre as classes (PAHL, 2008; COSTA,
2009). O conhecimento declarativo descreve as relacdes entre os objetos do
mundo real, como em uma rede semantica. Utiliza-se para tanto de mensagens
de associacdo e de agregacdo, além da generalizagdo. J4 o conhecimento de
procedimento fornece uma relacdo direta de como resolver um problema
através de regras aplicadas em alguma ordem sequencial, como em uma rede

hierarquica de atributos ou uma regra de deciséo, por exemplo (PAHL, 2003).

Em sistemas de AOO de imagens de SR, o diagrama de classes, portanto,
assume estas duas formas, as quais definem o conhecimento explicito: a rede
hierdrquica e a rede semantica. As redes hierarquicas se referem ao

compartilhamento de operacdes entre classes genéricas e especificas com
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base em uma hierarquia. Por isto se utilizam da generalizagdo como tipo de
relacionamento entre as classes. Isto permite uma reducdo substancial de
repeticdes na descrigao das classes, assim como o refinamento do trabalho ao
longo da analise (COAD ; YOURDON, 1992). A rede hierarquica
fundamentalmente define como o problema geral sera particionado em
subproblemas com vistas a facilitar a resolucdo através de regras do tipo ‘Se,
Entdo’ (RUMBAUGH et al., 1991). Ja na rede semantica, as relacdes entre
classes gerais e especificas podem ser tanto hierarquicas como topologicas
(MOORE, 2000; BITTENCOURT, 2006).

A peculiaridade da aplicacdo de AOO para a interpretacdo de imagens de SR
esta no fato de a cena e, consequientemente, a imagem, ser uma entidade
espacial, o que implica que as redes hierarquica e semantica seréo
estruturadas a partir da escala de analise da imagem. Sendo o conhecimento
explicito o modelo tedrico e conceitual de abstracdo e resolu¢do do problema
através de uma estrutura hierarquica de classes, os sistemas de AOO aplicado
a imagens de SR podem se utilizar de duas abordagens basicas de seqiéncia

da andlise em relacdo a escala:

1) solugéo de problemas parciais, que combinados fornecem a solugao
geral do problema. O trabalho assim avanca do especifico para o

geral;

2) tenta-se reconhecer as estruturas maiores de um problema e refina-
las, na expectativa de que o0s problemas parciais em um certo
momento serdo tdo pequenos que permitirdo uma solucdo mais facil

ou mesmo desaparecerao.

Em termos praticos, isto significa que o processamento da imagem comecara
baseando-se na estrutura de conhecimento explicito de baixo para cima
(abordagem especifica) ou de cima pra baixo (abordagem generalista) em

relacéo a escala.
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Sistemas de interpretacdo de imagens baseados em AOO como o Definiens
Developer e o InterIMAGE se utilizam destas formas de representacdo do
conhecimento e estratégia de analise de diferentes maneiras, mas sob a
mesma légica subjacente. Ou seja, 0 conhecimento implicito esta presente nos
algoritmos de processamento de imagens (segmentacdo e classificacdo
basicamente) e o conhecimento explicito se encontra na forma de redes
semanticas e hierarquicas no caso do Definiens Developer e de redes

semanticas e regras de decisao no InterIMAGE.

2.4 Sistemas de classificacdo de imagens por AOO

Sistemas de interpretacdo de imagens baseados em AOO sao aqueles que
dispbem de funcionalidades de representacdo do conhecimento humano
baseadas nos principios e conceitos da AOO (WITLOX, 2005). A interpretacdo
de uma imagem nestes sistemas envolve trés pilares basicos: (1) a
estruturacdo das relagcbes semanticas e de heranca de atributos entre as
classes, dada pela rede semantica e pela rede hierarquica respectivamente, (2)
a geracao de elementos de andlise, os chamados objetos, geralmente gerados
por um processo de segmentacdo e (3) a descricdo das classes quanto a
atributos, limiares, funcdes de pertinéncia fuzzy e regras de agregacdo dos

valores de pertinéncia (BENZ et al., 2004).

A geracéo de objetos se refere ao procedimento de segmentagédo que consiste
na obtencdo das unidades elementares de analise. Sendo 0s segmentos
poligonos, atributos ndo s6 espectrais que consideram estatisticas descritivas
dos nameros digitais dos pixels de um objeto, mas também atributos de textura,
de forma e de relacbes topoldgicas podem ser explorados na descricdo das
classes. Opcionalmente e/ou em complementacédo a segmentacéo, 0s objetos
também podem ser gerados pela importacdo de dados de um Sistema de

Informacao Geografica (SIG).
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Quanto a descricdo das classes, estes sistemas permitem a utilizacdo de
regras booleanas (CAMARA et al., 2004) e de l6gica fuzzy para a definicéo da
pertinéncia dos objetos em relacéo as classes. Ou seja, cada atributo utilizado
na descricdo de uma classe pode conter uma limiarizacado booleana simples (0
ou 1) ou uma funcéo fuzzy que atribui valores de pertinéncia entre 0 e 1 para
os valores de um atributo (ZADEH, 1996). Muitos trabalhos examinaram a
utilidade de funcgdes fuzzy de pertinéncia na classificacdo e atestaram que a
associacdo de uma entidade geografica a varias classes em graus variaveis de
pertinéncia diminui a perda de informacdo no processo de classificacdo
(BURROUGH, 1989; WUEST ; ZHANG, 2009; SHACKELFORD, 2003).

Os valores de pertinéncia retornados pelas funcdes fuzzy de cada atributo que
descreve uma classe podem ser agregados por diversos operadores de
agregacdo, sendo eles: minimo, méximo, média, produto e outros
customizados (BENZ et al, 2004). Especialmente o “agregador” pertinéncia
‘maximo’ permite que mais de uma descricdo para uma dada classe possa ser
criada. Isto permite a descricdo de individualidades dentro de um grupo
homogéneo, ou seja, uma classe pode ser conceituada por uma pluralidade de
descricbes em termos de diferentes atributos e funcbes fuzzy de pertinéncia.
Esta potencialidade, junto com o fato dos operadores de agregacdo de
pertinéncias poderem ser organizados em uma rede estrutural em cascata,
permite descricdes multiplas, flexiveis e complexas das classes, emulando em
termos computacionais 0 mais fielmente possivel as abstracées conceituais

gue um analista humano teria sobre as classes da aplicacdo de interesse.

Estas vantagens combinadas fazem com que a AOO ultrapasse as limitagbes
de generalizacbes e reducbes deterministicas, chegando-se assim o0 mais
proximo possivel de uma interpretacao tipicamente humana de uma imagem de
satélite para cada aplicacdo de interesse. Por isso, a abordagem baseada em
conhecimento tem sido defendida como a mais adequada para a andlise de
dados de sensores com alta resolucdo espacial, especialmente em cenas de

areas urbanas onde a complexidade e heterogeneidade dos alvos e de suas
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relacbes de contexto tornam as abordagens convencionais inviaveis, tanto
pelos resultados imprecisos como pelo tempo de processamento (SCHIEWE ;
TUFTE, 2007; LANG, 2008).

2.4.1 O sistema InterIMAGE

O InterIMAGE é um sistema de dominio publico e codigo aberto para a
interpretacdo de imagens baseado em conhecimento. Desenvolvido pelo
Departamento de Engenharia Elétrica da Pontificia Universidade Catdélica do
Rio de Janeiro (PUC-RIio) e pelo Instituto Nacional de Pesquisas Espaciais
(INPE), o InterIMAGE baseia-se no sistema alem&o GeoAIDA (BUCKNER et
al., 2001), programa do qual herdou a estrutura de conhecimento, o design e os
mecanismos de controle (COSTA et al., 2007; COSTA, 2009).

A estratégia de interpretacdo de uma imagem no InterIMAGE baseia-se huma
rede semantica, que representa a relacdo semantica dos objetos que se espera
encontrar na imagem bem como a descricdo hierarquica da resolucdo do
problema de sua interpretacdo. Cada n6 da rede semantica representa um

conceito do mundo real e cada arco representa a relagdo entre os nos.

A interpretacdo da imagem no InterIMAGE é feita em duas etapas: etapa Top-
Down (TD) e a etapa Bottom-Up (BU). Na etapa TD, o sistema percorre a rede
semantica de cima para baixo executando os chamados operadores holisticos.
Os operadores holisticos sdo programas executaveis especializados na
deteccdo de certo conceito da rede semantica. Para a detecgcao destes
conceitos, os operadores holisticos utilizam tarefas de processamento de
imagem, tais como segmentacdo, extracdo de atributos e classificacdo, ou
simplesmente podem importar dados vetoriais provenientes de um SIG. Os
operadores holisticos (ou operadores TD) atualmente estdo sendo
desenvolvidos pela equipe de programacao do sistema InterIMAGE e pelo
projeto TerraAIDA (INPE, 2009a). O projeto TerraAIDA tem por objetivo a

construcdo e o suporte a construcdo por parte de usuarios externos, de
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operadores holisticos a serem utilizados no sistema InterIMAGE com base na

biblioteca de algoritmos de processamento de imagens TerraLib (INPE, 2009b).

Quando um operador holistico € executado, ele gera uma lista de hipéteses
também organizada em uma rede, cujos nos correspondem a regides
geograficas da imagem (Figura 2.1). Estas hipbteses se configuram em
mascaras que serdo processadas por operadores inseridos nos nos-filho do né
em questdo. NOs sem operadores holisticos apenas passam as mascaras
recebidas do nd pai. Este processo ocorre até se atingir os nés-folha da rede

semantica. Ai, 0 processo se inverte e comeca a etapa BU.

/ Imagens de entrada M

Y

Segmentacao Atribuicdo Classificacao —‘

Ri||RrR2| ... |Rn

Figura 2.1 - Esquema de funcionamento de um operador holistico Top-Down.
Fonte: Adaptada de Pahl (2008).

Fundamentalmente, a etapa BU € encarregada de trés tarefas: (1) validar ou
descartar as hipéteses (mascaras) geradas na etapa TD, (2) resolver possiveis
conflitos espaciais entre as hipbéteses e (3), se necessario, remodelar
geometricamente as hipoteses. Na etapa BU, o sistema percorre a rede
semantica de baixo para cima, inicialmente resolvendo os conflitos espaciais,
decorrentes do fato de que, na etapa TD, dois ou mais n6s podem ter sido

associados a uma mesma regido geogréfica da cena. Esta solucdo pode
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ocorrer de acordo com a definicdo pelo usuario, por uma das seguintes trés
formas: (1) atribuicdo supervisionada de pesos para cada conceito (ganha o
conflito o conceito com maior peso), (2) selecdo de hipbteses por regras e
atribuicdo supervisionada de pesos para as hipoteses de cada conceito e (3)
atribuicdo de pesos para as hipoteses de acordo com funcbes fuzzy de
pertinéncia. O descarte de hipdteses ocorre quando sua regido geografica
correspondente tem interseccdo total com outra hipétese do qual perde o
conflito espacial ou quando os noés-filho de um conceito associado a uma
hipétese ndo geram nenhuma hipétese, impossibilitando a hipétese do noé-pai
de ser validada estruturalmente. Note-se que uma hip6tese também pode ser
descartada quando hipéteses associadas aos seus nés-filho sdo descartadas
na resolucdo de conflitos espaciais. Finalmente, a solucdo de conflitos
espaciais e o descarte de hipoteses podem gerar remodelagens na forma
geométrica das hipdteses do nivel acima da rede semantica, acarretando a
este nivel pai um novo cenario de hipoteses e conflitos espaciais (numero
menor de ambos). Na etapa BU, cada nd é tratado pelo seu noé-pai, assim
todos nos da rede semantica podem estar associados a operadores holisticos
TD e a regras de decisdo BU, exceto os nés-folha, que ndo contém operadores
BU.

As regras de decisdo BU podem ser definidas pelo usuario através da edicao
de uma arvore estrutural de decisdo na interface gréfica do programa ou
podem ser programadas na linguagem Notacdo Reversa Polonesa no console
de cédigo do InterIMAGE.

Na etapa TD, o sistema é tdo somente encarregado de gerenciar a execucao
de operadores holisticos que sdo programas externos. O sistema apenas
gerencia a execucdo destes executaveis e transmite as mascaras (regides
geograficas) retornadas por eles através da rede semantica. Sendo programas
executaveis externos programados em qualquer linguagem, os operadores
holisticos TD podem processar qualquer tipo de imagem e em qualquer

resolucdo, desde que estejam devidamente registradas. Isto atribui ao
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InterIMAGE também a capacidade de analise de multiplos sensores em um

mesmo projeto.

A Figura 2.2 mostra o esquema geral de analise do InterIMAGE. Como
insumos ao sistema, o usuario deve definir as imagens e vetores que seréo
tratados na analise, construir o modelo de conhecimento explicito representado
pela rede semantica e inserir operadores TD e regras de decisdo BU nos nos
da rede semantica (quadros a esquerda e acima). Ao longo do processo de
andlise, o InterIMAGE gera uma rede de hipéteses decorrente da transmissao
das méascaras na etapa TD e, através das regras de decisdo que valida e
descarta hipoteses, uma rede de instéancias na etapa BU. O resultado final é
uma rede final de instancias validadas e um mapa tematico em tantos niveis

gquanto aqueles da rede semantica.

Operadores externos
(" Top-Down Operator J Bottom-Up Operator

ﬁ@

A B A . . .
Rede semantica Rede semantica Hipé6teses Instanaas Descri¢éo simbolica da cena

ﬁ@

Entrada Resultado

Botlom-Up

+—
j ‘:
:

Base de dados

Mapa tematico

Industria

L
L
Pe

Comando do sistema

Prédio

L oy

Figura 2.2 — Esquema representativo do processo de interpretacdo de uma cena no
InterIMAGE.
Fonte: Adaptada de Pahl (2008).
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2.5 Mineracgéo de dados

Mineragcdo de dados, ou aprendizado por maquina, € a aplicacdo de algoritmos
computacionais sobre uma base de dados com o intuito de abstrair
conhecimentos novos e Uuteis. Estes algoritmos sédo fundamentados em
técnicas que procuram, segundo determinados paradigmas, explorar os dados
de forma a produzir modelos de conhecimento. Modelos de conhecimento
expressam padrbes de comportamento nos dados que podem ser extrapolados
para a classificacdo ou tomada de decisdo em dados diferentes dos usados na
tarefa de aprendizado, formalizando assim um conhecimento real sobre certo
fendmeno (WITTEN ; FRANK, 2005).

Muitos trabalhos demonstram o poder de desempenho de técnicas de
aprendizado por maquina, em particular arvores de decisdo e redes neurais, ao
se trabalhar com dados de alta dimensionalidade (GAHEGAN, 2003). O
interesse crescente em técnicas de aprendizado por maquina pode ser
atribuido a muitos fatores, entre eles: por serem de natureza ndo-paramétrica,
conseguem lidar bem com ruidos e auséncia de dados com diferentes tipos de
variaveis (nominal e numeérica) (HASTIE et al., 2001; LAWRENCE ; WRIGHT,
2001); exigem poucos recursos computacionais mesmo com bancos de dados
grandes e complexos (FOODY, 2003); os usuarios podem detectar variaveis de
maior importancia relativa na contribuicdo para a acuracia da classificagdo
(FOODY ; ARORA, 1997) e sdao flexiveis, podendo ser adaptados para o
aumento de desempenho em problemas de diferentes natureza (GOPAL et al.,
1999). Embora promissoras, estas constatacfes ainda ndo foram provadas de
forma convincente no contexto da classificacdo de cobertura da terra por
imagens de SR (ROGAN et al.,, 2008), mesmo havendo evidéncias de que
algoritmos de aprendizado por maquina sejam mais acurados e eficientes em
bancos de dados grandes do que métodos paramétricos convencionais, Como
o classificador de maxima-verossimilhanca, por exemplo (KASISCHKE et al.,
2004; OLTHOF et al., 2004).
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A escolha de algoritmos de mineracdo de dados a serem aplicados deve levar
em conta os tipos de varidveis envolvidas e a inteligibilidade do modelo de
conhecimento gerado. Quanto a forma de aprendizado do algoritmo, este pode
ser de dois tipos: (1) supervisionado, em que o modelo de conhecimento é
abstraido a partir de um conjunto de treinamento e avaliado a partir do conjunto
de teste e (2) ndo-supervisionado, em que ndo existe a informagdo de saida
desejada, e os algoritmos partem dos dados procurando estabelecer
relacionamento entre eles (WITTEN ; FRANK, 2005; GOLDSCHMIDT ;
PASSOS, 2005).

Tarefas de mineracdo de dados normalmente envolvem as seguintes etapas:
definicdo dos dados de referéncia, transformacdo dos dados (normalmente
discretizacdo e tratamento de valores ausentes), filtragem da informacéo,
deteccdo de padrbes nos dados e, finalmente, obtencdo de conhecimento
exportavel (GOLDSCHMIDT ; PASSOS, 2005).

Na geragcdo de um modelo de conhecimento, diferentes algoritmos de
mineracdo de dados podem ser combinados nas etapas de pré-processamento
e processamento dos dados. A combinacdo dos algoritmos ira influenciar na
gualidade do resultado final (GOLDSCHMIDT ; PASSOS, 2005). Uma
combinacdo comum € a aplicacdo de um algoritmo de classificagcéo, tais como
arvore de decisao ou redes neurais, precedido por algum algoritmo de selecéo
de atributos (YU ; LIU, 2003; HALL, 1999; HALL, 2000). Em problemas
complexos de diversas naturezas que envolvem busca e otimizagdo de

solugdes, algoritmos genéticos tém sido utilizados amplamente e com sucesso.

2.5.1 Selecéo de Atributos

Técnicas de selecdo de atributos (SA) sdo usadas para a escolha de um
subgrupo 6timo de atributos reduzido a partir do grupo original com base em
heuristicas e critérios de avaliacdo (KOHAVI ; JOHN, 1997). Frequientemente, a
SA é feita antes da aplicacdo de algum algoritmo de aprendizado por maquina

com o intuito de remover atributos irrelevantes e redundantes, aumentando
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assim, através da reducdo da dimensionalidade, a eficiéncia, desempenho e
acuracia de tarefas de aprendizado (BLUM ; LANGLEY, 1997; DASH ; LIU,
1997; KOHAVI ; JOHN, 1997).

Recentemente, tais técnicas tornaram-se pertinentes pelo grande aumento dos
bancos de dados, tanto em linha quanto em colunas, sendo a existéncia de
informacé&o redundante e irrelevante fator que pode degradar significativamente

o desempenho de algoritmos de aprendizado (HALL, 1999).

Algoritmos de SA podem ser divididos em selecdo por filtro (filter) ou os
chamados Wrappers (DAS, 2001; KOHAVI ; JOHN, 1997). Os algoritmos de
selecdo por filtro baseiam-se nas caracteristicas gerais dos dados de
treinamento (amostras) e ndo envolvem nenhum algoritmo de aprendizado. J&
0os Wrappers se utilizam de algum algoritmo de aprendizado para a selecéo e
usam seu desempenho para avaliar e determinar quais atributos seréo
selecionados. Portanto, os wrappers, além de computacionalmente mais
custosos, tendem a dar preferéncia a selecdo de atributos mais compativeis
com o algoritmo de aprendizado utilizado (LANGLEY, 1994).

Quando o numero de atributos € muito grande, a selecao por filtro é a escolha
mais adequada devido a sua eficiéncia computacional e menor tempo de
processamento (YU ; LIU, 2003). Os algoritmos de SA por filtro podem ser
divididos em dois grupos: aqueles que procuram um subgrupo 6timo de
atributos e aqueles que avaliam individualmente os atributos e os graduam
quanto a relevancia deles em relagdo aos conceitos alvos (classes) (BLUM ;
LANGLEY, 1997; KOHAVI ; JOHN, 1997). Esta relevancia dos atributos para a

separacao das classes pode ser obtida por diferentes medidas e heuristicas.

Hall (1999) e Kohavi e John (1997) argumentam que na SA, ndo sO a
relevancia deve ser considerada, mas também a redundancia entre os atributos
por também afetar a velocidade e a acuracia de algoritmos de aprendizado,

devendo, portanto, ser eliminada.
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Algoritmos de SA que procuram um subgrupo de atributos sdo guiados por
alguma medida de avaliacdo de cada subgrupo. Um subgrupo 6timo (ou
proximo de 6timo) é definido quando a operacao do algoritmo acaba. Algumas
medidas de avaliacdo de subgrupos como a medida de consisténcia (DASH et
al., 2000) e a medida de correlacdo proposta por Hall (1999) séo eficientes em
remover tanto atributos irrelevantes quanto redundantes. A medida de
consisténcia procura um subgrupo com o minimo possivel de atributos que
tenham consisténcia equivalente ao grupo total de atributos para a resolucao
do problema. No entanto, o tempo de aplicacdo desta medida é exponencial

em termos da dimensionalidade dos dados (YU ; LIU, 2003).

A medida de correlacdo, como o0 nome sugere, mede a correlacdo entre
atributos e entre os atributos e as classes de interesse. Existem duas
abordagens para medir a correlacdo entre duas varidveis. Uma é baseada na
correlacdo linear classica (coeficiente de correlagdo) (NETTER ;
WASSERMAN, 1974), e a outra, na Teoria da Informacéo. A primeira exige que
todas as varidveis sejam numéricas e pressupde que a correlacdo entre as
variaveis seja linear, o que nem sempre é verdade. Para problemas que
exigem medir a correlagdo entre variaveis numéricas e nominais (cComo no caso
entre atributos e classes de cobertura da terra) e que se deseje detectar
possiveis correlacbes nao-lineares, medidas baseadas na Teoria da

Informacédo, como a entropia, devem ser usadas (YU ; LIU, 2003).

2.5.2 Arvores de decisido

Arvores de decisdo (AD) se enquadram na categoria de algoritmos
supervisionados de mineracao de dados, ou seja, a aprendizagem do modelo é
baseada em amostras de treinamentos, cuja informacdo da classe a qual

pertence cada amostra € fornecida pelo usuério.

Alguns dos principais métodos de mineracdo de dados sdo baseados na
construcdo de ADs a partir das bases de dados (WITTEN ; FRANK, 2005). Em

geral, a construgdo de uma AD é realizada segundo alguma abordagem
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recursiva de particionamento da base de dados (GOLDSCHMIDT ; PASSOS,
2005). Em uma AD, cada n¢ interno da arvore representa uma decisdo sobre
um atributo, que determina como os dados séo particionados pelos seus nés-
filho.

Inicialmente, a raiz da arvore contém toda a base de dados com exemplos
misturados das varias classes. Um ponto de separacdo € escolhido como
sendo a condi¢cdo que melhor separa ou discrimina as classes. Tal ponto de
separacdo é definido sobre um atributo e separa a base de dados em dois ou
mais conjuntos que sao associados cada um a um no filho. Cada né-filho, por
sua vez, abrange um particionamento que sera novamente particionado até
que nos nos-folha da arvore o0s registros pertencam inteiramente ou
predominantemente a uma mesma classe (FRIEDL ; BRODLEY 1997,
GOLDSCHMIDT ; PASSOS, 2005).

Ao final, obtém-se uma estrutura hierarquica de regras em forma de
limiarizacdo de atributos, que pode ser aplicada sobre a base de dados
completa para a realizacdo da tarefa de classificacdo. Apdés a geracdo da
arvore, pode-se “poda-la”, ou seja, uma ou mais regras podem ser descartadas
sem que se mude o grupo de amostras nos nods-folha. O resultado assim se
torna simplificado em termos de regras de classificagdo (HUANG ; JENSEN,
1997; HASTIE et al., 2001).

Algoritmos de AD sao preditivos, pois suas tarefas desempenham inferéncias
nos dados com o intuito de fornecer previsées ou tendéncias gerais em outras
bases de dados (HALL, 1999; QUINLAN, 1993). Além disto, a descricdo do
conhecimento gerado por estes algoritmos € inteligivel, explicito e de facil
interpretacdo (LAWRENCE ; WRIGHT 2001).

ADs emergiram recentemente como uma alternativa interessante como método
de classificacdo, podendo gerar resultados mais acurados do que redes
neurais e classificacdo por maxima-verossimilhanca, quando aplicadas a
imagens multiespectrais de SR (MAHESH ; MATHER, 2003). ADs oferecem
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vantagens em relacdo a outros métodos de classificacdo no sentido de
poderem processar dados medidos em diferentes escalas e de ndo envolverem
nenhuma suposicdo sobre a distribuicdo de frequiéncia dos dados. Além disto,
arvores de decisao sao rapidas de serem geradas, necessitando menos tempo
de processamento em relacdo a redes neurais (MAHESH ; MATHER, 2003).
Hansen et al. (1996), Wessels et al., (2004) e Rogan et al., (2008) séo alguns
dos poucos trabalhos que utilizaram ADs para mapeamento da cobertura da
terra. No geral, os resultados de acuracia obtidos sdo de qualidade boa. Por
outro lado, a desvantagem do uso de ADs € que quando séo grandes demais,
podem ser dificeis de serem atualizadas e podem conter regras excludentes e

conflitantes entre si.

Dos algoritmos de classificacdo por AD, o C4.5 (QUINLAN, 1993) é talvez o
mais aceito e utilizado pela comunidade cientifica, sendo também um dos mais
tradicionais. O C4.5 procura abstrair ADs a partir de uma abordagem recursiva
de particionamento da base de dados se utilizando, para tanto, de conceitos e
medidas da Teoria da Informagcdo (GOLDSCHMIDT ; PASSOS, 2005).
Plataformas como Weka (WEKA, 2009) e o GeoDMA (GEODMA, 2009)
possuem implementado o C4.5 e estdo gratuitamente acessiveis através da

Internet.
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3 AREA DE ESTUDO

A area de estudo originalmente definida para esta pesquisa esta delimitada
pelas seguintes coordenadas geogréficas: S 23° 38’ 33", W 46° 24’ 47", S 23°
35 58" e W 46° 41' 35" W. Esta area de aproximadamente 25 km?
compreende partes dos distritos de Vila Soénia, Vila Andrade, Morumbi, Santo
Amaro e Itaim Bibi. A Figura 3.1 mostra a imagem da area de estudo adquirida
pelo sensor QuickBird em 30.03.2002, e a Figura 3.2 apresenta 0 mapa de uso

do solo elaborado pela PMSP (2009a) referente ao ano de 2007.

Observa-se na imagem do sensor QuickBird (Figura 3.1) a existéncia de
diferentes padrdes de urbanizacdo que resultam em diferentes tipos de uso do
solo (Figura 3.2). Ao todo, dezesseis classes de uso do solo ocorrem na area
de estudo. As classes de uso do solo de maior predominancia sao ‘Residencial
Horizontal de Médio/Alto Padrao’ e ‘Residencial Vertical de Médio/Alto Padrao’.
Encontram-se também muitas quadras de uso ‘Industrias e Armazeéns’,
‘Terrenos Vagos’, ‘Residencial Horizontal de Baixo Padrdo’, ‘Residencial +
Comércio/Servigos’ entre outras classes. Quanto a cobertura da terra, a area
de estudo contém, em diferentes disposi¢cdes espaciais, as principais classes
de telhados, pavimentos e areas impermeaveis encontradas nas cidades

brasileiras.

Na parte centro-oeste da area em estudo, localiza-se a favela de Paraisépolis.
Com aproximadamente 12.000 domicilios e alta densidade populacional
(60.000 pessoas vivem em uma area de aproximadamente 1.000.000 m?), esta
€ a segunda maior favela da Regido Metropolitana de Sdo Paulo (SILVA et al.,
2006). Paraisopolis € uma excec¢do a tendéncia de localizagdo das favelas nas
periferias do municipio de Sao Paulo, localizando-se, ao contrario, em uma das
areas mais ricas e valorizadas da cidade. A favela mantém fronteiras com
condominios horizontais e prediais de alto padrdo econémico. A Figura 3.3
mostra fotografias tomadas da favela e dos tipos de residéncias em seu

entorno imediato. Os locais de tomada das fotos sdo mostrados em pontos
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vermelhos na Figura 3.1 e os angulos de visada aproximados exibidos na

Figura 3.3.

O contraste com o entorno rico afeta significativamente os contetdos sociais da
favela. De fato, grande parte da populacdo de Paraisépolis exerce alguma
ocupacdo, em geral na informalidade e concentrada no comércio e na
prestacdo de servicos (sobretudo domésticos) nas redondezas da favela
(BALTRUSIS, 2000). Outra peculiaridade de Paraisopolis é que ela vem sendo
alvo de intervengdes continuas por parte da Prefeitura, que objetiva transforma-
la em bairro, e a existéncia de redes sociais de diversas naturezas. A
existéncia destas redes sociais constatadas por pesquisa etnogréfica,
influencia fortemente nas dindmicas sociais e espaciais de Paraisépolis. Estes
vinculos — de parentesco, vizinhanca, entre conterraneos, com instituicdes
religiosas e do Terceiro Setor — constituem uma for¢ca que ajuda os moradores
da favela a se emanciparem da situacdo de vulnerabilidade, criando uma
verdadeira estrutura de oportunidades. Por outro lado, nhovos moradores sao
atraidos a Paraisépolis pelo auxilio que estas redes sociais e projetos de
reurbanizagéo podem prover (ALMEIDA ; D’ANDREA, 2004). Em sua maioria,
0s novos domicilios da favela tém sido construidos na forma de "puxados”, ou
seja, extensdes verticais da moradia, para acomodar o afluxo de parentes e
agregados (ALMEIDA ; D’ANDREA, 2004). No entanto, h4 um projeto da PMSP
para a construcdo de 11 prédios, com até 9 andares cada, em uma area
conhecida como Fazendinha, gerando mil novas unidades habitacionais
(PMSP, 2009b).

O SR pode monitorar as mudancas na cobertura e uso do solo e assim auxiliar
no planejamento urbano da favela e seu entorno e na avaliacdo dos projetos de
reurbanizacdo de Paraisopolis. Neste sentido, a metodologia de classificacdo
do uso do solo por quadra € pertinente, por estar de acordo com o
mapeamento oficial feito pela Prefeitura e por ser perfeitamente aplicavel no

caso de Paraisopolis, pois segundo Saraiva e Marques (2004), a area onde
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esta situada a favela foi previamente loteada em padrédo cartesiano e mantida

sob especulagéo imobiliaria até que a favela se constituiu.
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Figura 3.1 — Imagem do sensor QuickBird da area original de estudo.
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Figura 3.2 — Mapa oficial do uso do solo da &rea de estudo referente ao ano de 2007.

Fonte: Adaptada de PMSP (2009).
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As peculiaridades da favela Paraisépolis e a existéncia de diferentes tipos de
uso do solo nesta regido foram as motivacfes para a escolha desta area de
estudo. A diversidade de tipos de uso do solo constitui um desafio e um
incentivo no que se refere a constru¢cdo de um modelo de classificacdo do uso
do solo utilizando o sistema InterIMAGE. O mesmo vale para a classificacdo de
cobertura da terra. A presenca na area de objetos das classes de cobertura da
terra mais comuns em cidades brasileiras faz com que os atributos e
operadores desenvolvidos e implementados no sistema InterIMAGE, para
tornar possivel esta aplicagdo, possam ser usados em um amplo leque de
diferentes condi¢cdes urbanas do pais, utilizando os novos sistemas sensores

multiespectrais com alta resolucao espacial.
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Figura 3.3 — Fotografias e angulos de visada tomadas da area de estudo.
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Apesar da intencao original deste estudo ter sido a aplicacdo do modelo de
classificacdo de cobertura da terra e do uso do solo na area inteira usando
tanto o sistema Definiens Developer como o InterIMAGE, por motivos da
impossibilidade de processamento, a area de estudo precisou ser dividida em
areas-teste. O modelo de classificagdo elaborado no sistema Definiens
Developer foi aplicado em trés quadrantes da area original de estudo (Q1, Q2 e
Q3). Quanto ao modelo de classificacdo elaborado no sistema InterIMAGE,
este foi aplicado em quatro areas-testes nomeadas Al, A2, A3 e A4. O
tamanho definido em pixels das areas-teste foi o maior possivel (de 4000x4000
no caso do Definiens Developer e de aproximadamente 1500x1500 no caso do
sistema InterIMAGE). As areas foram definidas pelos critérios de maxima
diversidade de classes de uso do solo e de interesse para 0 Seu no
mapeamento. Por isso, das quatro areas-teste definidas para a aplicacdo do
modelo de classificagao elaborado no sistema InterIMAGE, duas contém partes
da favela Paraisépolis (A3 e A4). A Figura 3.4 mostra, na area de estudo
original, a localizacdo das &reas-teste de aplicacdo dos modelos de

classificagao elaborados nos sistemas Definiens Developer e InterIMAGE.
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Figura 3.4 — Localizacdo das areas-teste de aplicagdo dos modelos de classificacao.
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4 MATERIAIS E METODOS

Este capitulo descreve os materiais utilizados e os passos metodoldgicos

executados na realizagcao deste trabalho.

4.1 Materiais
As seguintes imagens de SR e dados vetoriais foram utilizados na metodologia:

a) Imagens multiespectrais e pancromatica do sensor QuickBird
calibradas pelo sistema e obtidas em 31 de marco de 2002, horario
local de 13:20:08. O angulo de visada do sensor indicado nos
metadados das imagens é de 0°. As imagens foram gentiimente
cedidas pela empresa IMAGEM e sao do tipo OrtoQuickPac — 2AS.

As especificacdes das resolucdes das imagens estdo na Tabela 4.1;

Tabela 4.1 — Resolucbes das imagens do sensor QuickBird utilizadas.

. ) ] ] Multiespectral: 2,44m
Resolucédo Espacial Nominal (ao nadir)

Pancromatica: 0,61m
11 bits (2048 niveis de cinza)®

Resolucdo Radiométrica

Pancromatico: 0.45 —0.90 um
Banda 1: 0.45 — 0.52 um (Azul)

Banda 2: 0.52 — 0.60 um (Verde)
Resolucgéo Espectral

Banda 3: 0.63 — 0.69 um (Vermelho)

Banda 4: 0.76 — 0.90 um (Infravermelho préximo)

! Convertido para 8 bits, pois o sistema InterlMAGE nao processa imagens de maior resolucdo
radiométrica.
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b)

Banco de dados geograficos ‘INFOLOCAL’ do municipio de Séao
Paulo, contendo os vetores das quadras urbanas em formato
shapefile (PMSP, 2009b).

Os programas computacionais utilizados e suas respectivas finalidades estéo

descritos abaixo:

a)

b)

d)

f)

ArcMap 9.2 — Ajustes geométricos e topoldgicos dos dados vetoriais,
calculo e fatiamento do indice de incerteza das classificacdes feitas
no sistema Definiens Professional 5.0, desenho de amostras para a
etapa de avaliacdo das classificacbes feitas no InterIMAGE e

elaboracao dos mapas finais.

Definiens Developer 7.0 (Trial Version) — Testes e simulagdes dos

modelos de classificacdo da cobertura da terra e de uso do solo.

Definiens Professional 5.0 — Exportacdo das amostras com o0s
atributos, aplicacédo dos modelos de classificacdo e elaboragdo das
matrizes de erros das classificagdes feitas neste sistema.

ENVI 4.5 — Ortorretificacdo e fusdo das imagens, coleta das
estatisticas das imagens para andlise das fusdes, navegacao sobre a
imagem para a definicdo das classes e elaboragdo das matrizes de
confusao das classificagdes feitas no InterIMAGE.

InterIMAGE 0.092 — Geracao dos modelos finais de classificacdo de

cobertura da terra e de uso do solo.

Segmentation Parameter Tunner — Desenho de segmentos de
referéncia para a avaliagdo das segmentacbes e calibracdo dos
parametros de segmentacao por algoritmo genético.

g) Weka 4.5 — Selecao de atributos e geracéo das arvores de decisao.
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4.2 Metodologia

Todos os procedimentos metodolégicos executados neste trabalho, assim
como sua ordem sequencial e organizacional estdo expressos no fluxograma
da Figura 4.1. Os passos principais da metodologia serdo descritos

detalhadamente nos topicos mais adiantes deste capitulo.
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Geragéo de redes
hierarquicas

Modelo de interpretagéo do Uso do Solo

Geracao de atributos

Escolhado
modelode
classificagao
de cobertura
daterra
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de cobertura é

visualmente
satisfatoria?
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Construgéo de Matrizes de Erros

Mapas de Incerteza

Descricdo das classes de uso do solo
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satisfatoria?

l

Conversdo do modelo para a
concepgéo do InterMAGE

!

Exploragéo das potencialidades
do InterMAGE

|

Avaliagéo das classificagbes de
cobertura da terra e uso do solo

Figura 4.1 — Fluxograma dos passos metodoldgicos do trabalho.
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4.2.1 Ortorretificagcao das imagens e edi¢cao dos dados vetoriais

Como o objetivo principal desta pesquisa é a construcdo de um modelo de
classificacdo da cobertura da terra e do uso do solo por quadra em apenas
uma data, a ortorretificagcdo pelo método rigoroso (ARAUJO, 2006) nao foi
absolutamente imprescindivel. Por isso, o método de ortorretificagdo pelo
modelo racional polinomial com parametros fornecidos pelos metadados da
imagem foi aplicado. Este método, desenvolvido pela empresa DigitalGlobe,
criadora do sensor QuickBird, e descrito por Grodecki (2003), permite a
ortorretificacdo com ou sem pontos de controle e de maneira direta a partir do
arquivo de extensdo RCP (ARAUJO, 2006). Este arquivo contém o coeficiente
matematico que estabelece a relacdo entre as coordenadas espaciais da

superficie com as coordenadas espaciais da imagem.

Somente apds a ortorretificacdo das imagens utilizando o metadado de
extensdo RCP e a fusdo das imagens descrita na sec¢do seguinte, € que foram
feitas a correcdo e o ajuste topoldgico dos vetores das quadras da area de

estudo. Isto permitiu o registro espacial entre as imagens e os dados vetoriais.

4.2.2 Fuséo das imagens

A etapa de fusdo das imagens teve por objetivo combinar a informacao
espectral das bandas multiespectrais com a informacdo geométrica (espacial)
mais detalhada da banda pancromatica do sensor QuickBird. Métodos de fusdo
e interpoladores disponiveis no sistema ENVI 4.5 e na biblioteca de algoritmos
TerraLib (TERRALIB, 2009) foram avaliados para a verificagdo do
procedimento de fusdo que menos deturpasse a informacdo multiespectral

original. Os métodos e interpoladores avaliados estdo na Tabela 4.2.

As medidas de avaliacdo utilizadas foram a diferenca das médias das imagens
de cada banda antes e depois do procedimento de fusdo (idealmente zero) e a
correlacdo entre as imagens de cada banda antes e depois do procedimento de
fusado (idealmente um) (WALD et al., 1997).
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Os critérios para a selecdo dos procedimentos de fusdo avaliados foram a
acessibilidade do algoritmo e a capacidade de fusionar as quatro bandas
espectrais de uma s6 vez. Por isso, métodos como os de Brovey (VRABEL,
1996) e IHS (GONZALES ; WOODS, 2000) nao foram avaliados.

Tabela 4.2 — Métodos e interpoladores avaliados para a escolha do procedimento de

fuséo das imagens.

Método Interpolador

Vizinho-mais-Préximo

Principais Componentes (WELCH e

Convolucéo Cubica
EHLERS, 1987)

Bilinear

_ Vizinho-mais-Préximo
Gran-Schmidt (LABEN e BROWER,

1996)

Convolucéo Cubica

Bilinear
Wavelet (GUARGUET et al., 1996) -
Wavelet (VENTURA et al, 2002) -

Dos oito procedimentos avaliados, o que menos alterou a informacéo
multiespectral original foi a combinacdo do método de fusdo por Principais
Componentes com o uso do interpolador Vizinho-mais-Préximo e, por isso, foi

aplicado na fuséo das imagens utilizadas neste trabalho.

4.2.3 Classificacéo da cobertura daterra

A metodologia para a classificagdo da cobertura da terra foi concebida com
vistas a inserir, 0 maximo possivel, processos automaticos de tomada de
decisbes e de definicbes de parametros. Com a excec¢do da coleta e desenho
das amostras, cada etapa do processo de classificacdo da cobertura da terra

pode ser transportada de maneira direta a outras areas de estudo, pois estdo
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baseadas em algoritmos de aprendizado por maquina e de mineracdo de

dados.

4.2.3.1 Interpretacdo visual e definicdo das classes

A definicdo das classes de cobertura da terra foi feita a partir de duas etapas
bésicas. Inicialmente, foi realizada uma inspec¢éo visual da imagem, seguida de
uma visita a campo para a interpretacéo e reconhecimento dos alvos presentes
na cena. Em seguida, a capacidade de distincéo e classificacdo dos alvos pelo
sensor multiespectral QuickBird foi levada em conta. Esta etapa esta

documentada no trabalho de Pinho et al. (2009a).

Esta ultima consideracéo foi fundamental, pois, por mais que o conhecimento
empirico e o olho criterioso do intérprete consigam associar feicbes e
tonalidades de cor na imagem a objetos e conceitos do mundo real, na pratica,
devido as limitagcbes do sensor utilizado e do proprio SR na atualidade, nem
sempre € possivel a classificacdo automatica de pequenas variacdes nos
alvos. Por isso, algumas das classes definidas englobam certamente mais de
um tipo de material e que se encontram em diferentes condicbes de

preservacgao.

Ao todo, doze classes de cobertura da terra foram definidas. A Figura 4.2
mostra um exemplo visual de cada classe, a codificacdo dada a algumas delas
na sequéncia do texto, assim como a chave de interpretacdo, elaborada com
0s critérios propostos por Jensen (2007) e Florenzano (2002), que auxiliou no
reconhecimento e definicdo das classes.
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Vegetacdo Arborea

e Cor verde escuro

e Forma irregular em aglomeracdes e circular
em amostras individuais

e Tamanho variavel

e Textura sempre rugosa

Vegetacdo Rasteira
e Cor verde claro
e Forma irregular
e Tamanho variavel
e Textura lisa e em alguns casos média
e Areas desocupadas, jardins publicos e
privados, campos de futebol e etc.

Solo Exposto

e Cor vermelha ou marrom
e Forma irregular

e Tamanho variavel

e Textura média

e Areas desocupadas e com vegetacio

Sombras
e Cor negra
e Forma variavel (dependente da forma do
objeto causador da sombra)
e Tamanho entre 60 e 1800 m?
e Textura muito lisa

e Contexto de areas vegetadas ou

edificacOes de dois ou mais pisos

Figura 4.2 — Exemplos e chaves de interpretagéo das classes de cobertura da terra
definidas (continua).
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Piscinas
Cor azul clara

Forma quadrada ou retangular

Tamanho entre 40 e 250 m?

Textura lisa em objetos grandes e rugosa em
objetos pequenos

Contexto de clubes ou residéncias

Telhados de Ceramica

Cor vermelha ou rosa

Forma quadrada ou retangular

Tamanho de 100 a 800 m?

Textura e rugosidade de lisa a média
Aparecem isolados e em contexto de
vegetacdo e piscinas em areas de alto
padrdao socioecondmico mais alto ou
amalgamados a outros tipos de telhados em

areas de padrédo mais baixo.

Telhado de Amianto Claro e Concreto (TAC)

Cor cinza claro

Forma predominantemente retangular
Tamanho entre 30 e 8000 m?

Textura média

Contexto de grandes telhados de industrias e
servicos, aparecendo também no arruamento

interno das quadras.

Figura 4.2 — Continuacao (continua).
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Telhado de Amianto Escuro e Asfalto Novo (TAE)
e Cor cinza escuro ou tonalidade de grafite

¢ Forma predominantemente retangular

e Tamanho entre 30 e 8000 m?

e Textura media

e Contexto de grandes telhados de

industrias, aparecendo também no

arruamento interno das quadras.
Telhados Brilhantes em Geral
e Cor branca
e Forma predominantemente retangular
e Tamanho entre 30 e 8000 m?
e Textura lisa

e Contexto de grandes telhados de

industrias e servicos.

Coberturas Metélicas e Materiais Azulados

e Cor cinza escuro ou tonalidade de grafite
¢ Forma predominantemente retangular

e Tamanho entre 30 e 8000 m?

e Textura de lisa a média

e Contexto de grandes telhados de

indUstrias e servicos

Rio Pinheiros
e Cor negra

e Forma alongada

e Tamanho muito grande

e Textura muito lisa

e Contexto de vegetacao rasteira em suas

bordas e trilhas de solo exposto paralelas

as margens

Figura 4.2 — Concluséo.
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4.2.3.2 Segmentacao das imagens

A segmentagcdo consistiu na geracdo de objetos na imagem, ou seja,
poligonos, que foram tidos como os elementos primitivos de toda a analise. Foi
a partir dos atributos e da manipulacdo destes elementos de analise que o

modelo de classificacéo atribuiu conceitos (classes) as areas da imagem.

Para que os objetos de imagem fossem o0 mais representativo possivel dos
objetos do mundo real, a etapa de segmentacdo consistiu em um processo

iterativo de avaliacdo dos segmentos e calibracao de parametros.

O algoritmo proposto por Baatz e Shape (2000) foi usado em todas as
segmentacOes realizadas neste trabalho. Este segmentador foi escolhido por
sua velocidade de execucao e capacidade de extracdo de objetos homogéneos

em uma mesma escala.

4.2.3.2.1 Calibracdo dos parametros de segmentacéo

A calibracdo dos parametros de segmentagdo foi feita utilizando-se um
algoritmo genético (AG) para a busca de vetores de parametros que gerassem
a menor discrepancia entre o resultado produzido pelo algoritmo de
segmentacédo e os segmentos de referéncia obtidos de forma supervisionada
(Figura 4.3). A medida de discrepancia expressa quais vetores de parametros
(individuos) sdo mais “evoluidos” e os seleciona para a reproducdo de novos
individuos nas gera¢cfes seguintes até que se chegue ao vetor de parametros
6timos (ou mais préximo de 6timo, pois ndo ha garantia que os parametros

Otimos possam ser obtidos por AG).
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Imagens de Teste SegmenAtos. de
Referéncia
4 ' v N
Genes . | Procedimentode Segmentos Medidade Qualidade dos
(Parametros) "] Segmentagio Gerados Discrepancia Parametros
\ J

Avaliagdao dos Parametros

Figura 4.3 - Representacao gréafica da avaliagcdo dos parametros de segmentacao.
Fonte: Adaptada de Costa et al. (2008).

A selecdo dos individuos que permaneceram de geracdo em geracéo foi feito
pelo método da roleta, em que um individuo tem a probabilidade de
permanecer na proxima geracdo proporcional a sua “aptiddo”, dada pela
medida de discrepancia (DAVIS, 1990; COSTA et al., 2008). A forma de
reproducdo dos individuos selecionados também é feita pelo mecanismo de
roleta, onde cada operador genético (mutacdo e crossover) tem uma
probabilidade predefinida de comandar a reproducéo (DAVIS, 1990; COSTA et
al., 2008).

Para evitar que as reproducdes fiqguem presas em um universo limitado de
cromossomos, a probabilidade de aplicagdo dos operadores genéticos é
interpolada ao longo das geragbes, diminuindo a taxa de crossover e
aumentando a de mutacdo. Na Tabela 4.3 constam os parametros do AG

definidos para a geracéao de novos individuos.
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Tabela 4.3 — Parametros especificos do algoritmo genético.

% de Eliminacado de Individuos? 0.8
Inicial 0.65

Taxa de Crossover
Final 0.45
Inicial 0.03

Taxa de Mutacéo
Final 0.06

Quanto aos parametros gerais do AG (numero de experimentos, tamanho da
populacdo, numero de geracdes, dominio de cromossomos), estes foram
condicionados pela capacidade de processamento do computador e pelo
tempo, as vezes demasiado, de execucdo de cada experimento. Em outras
palavras, o numero de segmentos de referéncia, o tamanho da imagem para
teste e os parametros do AG foram determinados pelos sucessos e insucessos

dos experimentos.

Estes experimentos foram realizados no aplicativo SPT (Segmentation

Parameter Tuner) disponivel para download na Internet (PUC-Rio, 2008).

% Porcentagem dos individuos de menor aptiddo que n&o se reproduzem para a formacao da
geracao seguinte.
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4.2.3.2.2 Medida de discrepancia

Para a avaliagdo da qualidade das segmentacdes, foi utilizada a medida de
discrepancia Reference Bounded Segments Booster (RBSB) entre segmentos
de referéncia desenhados manualmente sobre a imagem e 0s segmentos
obtidos pelo algoritmo segmentador. Esta medida foi proposta por Costa et al.
(2008). O objetivo foi 0 de obter um valor da medida RBSB o menor possivel,
significando discrepancia minima entre os segmentos de referéncia e o

resultado das segmentacdes. A medida RBSB é calculada por:

RBSB(S, P) :%Zn: #(S; —O(P)i)+#(O(P); - Si)

4(S) (4.1)

i=1

em que S; € o grupo de pixels pertencentes ao i-ésimo segmento dos
segmentos de referéncia S, Oi(P) é o grupo de pixels pertencentes ao
segmento com maior interseccdo com S; entre 0s segmentos gerados
utilizando-se uma parametrizacéo P, #( ) € a funcdo de cardinalidade, e n é o

namero de segmentos de referéncia S (Costa et al., 2008).

A Figura 4.4 representa graficamente os termos da medida de discrepancia
RBSB. A area sombreada corresponde ao numerador na Equacdo 4.1 e o

poligono com o contorno sdlido representa o denominador na Equacéo 4.1.

SJ U(PJ
o
\

-

-
—
——————

Figura 4.4 — Representacdo grafica da medida de discrepancia RBSB.
Fonte: Adaptada de Costa et al. (2008).
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4.2.3.3 Coleta das amostras

Apés as segmentacfes da imagem com 0s parametros especificos para cada
classe, efetuou-se a coleta de amostras para a construcdo do modelo de
classificacdo da cobertura da terra. Para onze das doze classes (excecao feita
a ‘Rio Pinheiro’), foram coletadas trinta amostras cobrindo toda a variabilidade
interna das classes quanto a cor, tonalidade, forma, textura e brilho. Esta etapa
foi muito importante, pois foi com base nas amostras que a descricdao das

classes foi feita automaticamente por SA, funcdes fuzzy de pertinéncia e ADs.

4.2.3.4 Construcao das redes hierarquicas

A rede hierarquica foi concebida para a representacéo da estratégia sequencial
e organizacional da classificacdo. Ela formaliza o modo pelo qual o problema
geral, ou seja, a interpretacao da cena, foi dividido em subproblemas com o
intuito de facilitar a resolucdo. A estratégia seguida para a construcdo das
redes hierarquicas foi a mesma seguida por Pinho (2005) e Araujo (2006), em
gue nos niveis superiores sao alocadas as classes mais facilmente separaveis,

deixando para os niveis inferiores as classes com maior confusdo entre si.

Nos niveis superiores das redes construidas, os objetos foram divididos entre
agueles pertencentes as classes de maior separabilidade e o0s néo
pertencentes a tais classes. Assim, foi possivel discernir classes de facil
separacdo em oposicao a grupos de classes heterogéneas e/ou de grande

confusao.

As redes geradas tém em comum a separacdo das classes ‘Negros’ e
‘Vegetagdo’ nos niveis superiores da rede hierarquica. Nos niveis inferiores, as
redes diferem quanto a qual seria, em seguida, a classe mais separavel.
Experiéncias em trabalhos anteriores mostraram que as classes ‘Telhados de
Ceramica’, ‘Telhados Brancos ou de Aluminio’ e ‘Piscinas’ podem ser
separadas de outras classes pelos atributos ‘brilho’ e ‘razdo da banda 3
(vermelho) pela banda 1 (azul)’ (KUX et al., 2009; PINHO et al., 2009a). Estes
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experimentos inspiraram a geracdo de trés diferentes redes hierarquicas

testadas nas etapas posteriores (Figura 4.5).

No ambito da classificacdo por processo, a rede hierarquica esta implicita na
ordem de deteccédo das classes e na definicdo dos dominios de classes que 0s
processos, as vezes iterativos, de segmentacao, manipulacdo dos segmentos e
classificacédo, sédo aplicados ao longo do processo geral de interpretacéo. Pode-
se entender a rede hierarquica na classificacdo por processo como a ordem
sequencial da classificacdo e a configuracdo dos dominios semanticos (de
classes) para a extracao de subclasses.

Apesar do objetivo ndo ter sido a transposi¢do fiel da rede hierarquica do
sistema Definiens para o sistema InterIMAGE enquanto conhecimento explicito,
a rede hierarquica atende ao propoésito de prover um grupo de regras ou
expressdes que definem a descricdo das classes de interesse, localizadas nos
nos-folha da rede hierarquica. Este grupo de regras foi posteriormente
reestruturado e adaptado para a rede semantica do InteriIMAGE.

Rede 1

Cena

N3o-Vegetagdo [ Rio Pinheiros ] [ Sombra ]

A

[ Rasteira] [Arbérea ] [ Vermelhos ] N&o-Vermelhos
[Solo Exposto] [TelhadodeCerémica ] [ Escuros ]

I
v A V A v \A

Telhados de Telhados de Telhados de Telhados It:IIOI:?Ir.turas l Piscinas l
Amianto Escuro Amianto de Amianto Claro Brilhantes eta ICf:\S_ e
Materiais

ou Asfalto Novo Claridade Média ou Concreto em Geral
Azulados
ou Asfalto

Figura 4.5 — Redes hierarquicas de classes elaboradas para a classificacdo de
cobertura da terra (continua).
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Rede 2

Cena

Ndo Negros

!

\i

Negros

Vegetagdo N3do-Vegetagdo Rio Pinheiros Sombra
Rasteira Arbérea Telhados N&o-Telhados
Brilhantes Brancosou de
em Geral Aluminio
|
\ \
Vermelhos Nao-Vermelhos
| |
V) \ v v
Solo Exposto Telhado de Ceramica Escuros Azuis

\

\A

Telhados de
Amianto Escuro

ou Asfalto Novo

Telhados de
Amianto de

Claridade Média
ou Asfalto

Telhados de
Amianto Claro

ou Concreto

Coberturas
Metalicas e

Piscinas

Materiais
Azulados

Rede 3 Cena
Nao Negros
Vegetagdo [ Rio Pinheiros [ Sombra
Rasteira [ Arbérea ] Verm\l;lhos ] Nao-Vermelhos
[ Solo Exposto Telhado de Ceramica ] [ Piscinas Outros ]
I
Escuros

i

\A

Claros e Azuis

Telhadosde
Amianto Escuro

Telhadosde
Amianto de

Telhados de
Amianto Claro

ou Asfalto Novo Claridade Média ou Concreto
ou Asfalto

Figura 4.5 — Concluséo.
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As redes hierarquicas fizeram com que se tornasse necessario o agrupamento
das amostras, conforme a estrutura da rede, para a realizacdo das tarefas de
classificagdo por algoritmos de mineragdo de dados. Por isso, tabelas para
cada separacdo de classes da rede hierarquica foram criadas, em que as
amostras foram rotuladas de acordo com as classes (ou grupo de classes) as
quais pertenciam. Assim, nos niveis superiores da rede, as amostras de todas
as classes foram rotuladas como ‘Negros’ ou ‘N&o-Negros’ e, em seguida,
como ‘Vegetacado' ou ‘Nao-Vegetacado’, e assim por diante ao longo da rede
hierarquica. Obviamente, nos niveis inferiores, a base de dados contera
apenas as amostras das classes ou grupo de classes correspondentes e sera

bem menor.

4.2.3.5 Mineragéo de dados para a classificag&do da cobertura da terra

O sistema Definiens Developer possui centenas de atributos disponiveis para a
descricdo das classes, além da possibilidade de geracédo pelo usuario de um
namero indeterminado de atributos customizados. Neste trabalho, estavam
disponiveis exatamente noventa e seis atributos espectrais, de forma e de
textura para a descricdo das classes de cobertura da terra. Estes noventa e
seis atributos sdo aqueles que estavam implementados ou que havia a
possibilidade de serem implementados no sistema InterIMAGE no decorrer da

realizacdo deste trabalho.

As técnicas de mineracdo de dados foram utilizadas com o intuito de indicar,
entre os atributos disponiveis, agueles mais pertinentes para a descricdo das
classes de cobertura da terra de forma automatica e sem nenhuma
subjetividade por parte do usuario na sua escolha e na definicdo dos limiares.
Para isto, dois tipos de algoritmos foram utilizados: AD e SA.

ADs geram um particionamento hierarquico da base de dados até que nas
partes finais (n6s folha) restem apenas amostras de uma mesma classe. Este
particionamento da base de dados fornece quais atributos e limiares usar na

separacao de duas ou mais classes. Ja os métodos de SA foram usados com
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dois propésitos: (1) pré-processamento a geracdo das arvores de decisao, 0
que aumenta a acuracia destas devido a redugcdo da dimensionalidade, e (2)
como forma de se obter os atributos mais relevantes para a separacao de duas

ou mais classes através de classificacdo por funcdes de pertinéncia fuzzy.

Para o primeiro proposito da SA, foram utilizados algoritmos que selecionam
um subgrupo de atributos otimamente reduzido e algoritmos que graduam o0s
atributos em um ranking, sendo, neste caso, selecionados os quinze atributos
melhores graduados para a geracdo da AD. Para o segundo propésito,
somente algoritmos que graduam os atributos em um ranking foram utilizados.
Os atributos melhores graduados nestes rankings tiveram suas funcdes fuzzy
de pertinéncia as classes desenhadas automaticamente, com base nas
amostras, atravées da ferramenta Sample Editor do sistema Definiens
Developer.

A Figura 4.6 mostra a constru¢cdo de um modelo hipotético de classificagdo da
cobertura da terra da mesma forma como foram elaborados e posteriormente
avaliados modelos de classificacdo da cobertura da terra. Para a classificacédo
da imagem entre ‘Vegetacao’ e ‘Nado-Vegetacdo’ foi gerada uma AD (construida
com atributos selecionados por algum algoritmo). Em seguida, os diferentes
tipos de vegetacdo sdo classificados a partir de fungcbes de pertinéncias

associadas a atributos selecionados por algum dos algoritmos utilizados.
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Rede Hierarguica

Arvore de Decisdo

A — Atributo
C —Classe

Selecdo de Atributos
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kT
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Figura 4.6 — Representacéao grafica da construcdo do modelo de classificacdo da
cobertura da terra.

Com o cruzamento de diferentes algoritmos de SA com diferentes redes
hierarquicas, varios modelos de classificagdo podem ser criados tal que cada
classificac@o da rede hierarquica sera realizada por AD ou pelo uso de funcées
de pertinéncia fuzzy associadas a atributos selecionados. Pode-se desta forma
obter a descricdo das classes de cobertura da terra de forma automatica e,
teoricamente, com maior eficicia. A vantagem desta abordagem de construcao
do modelo de classificacdo é que ela € exportavel e pode ser re-elaborada para

outras redes hierarquicas e areas de estudo.

A descricao e avaliacdo dos modelos gerados bem como a escolha do modelo
final de classificacdo da cobertura da terra se encontra no capitulo dos

resultados (Cap. 5).
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4.2.3.5.1 Selecéo de atributos

Ao todo, quatro métodos de SA foram utilizados para a redugdo da
dimensionalidade antes da geracdo das ADs e para a obtencédo dos atributos
mais relevantes para a classificacdo por funcdes fuzzy de pertinéncia. Para a
reducdo da dimensionalidade, foram utilizados os algoritmos CFS, FCBF e o
RELIEF-F. J& para a sele¢do dos atributos mais relevantes para a classificacdo
por fungdes fuzzy de pertinéncia, utilizamos o FCBF, o RELIEF-F e a medida
Ganho de Informacao (GI) entre os atributos selecionados pelo CFS. Estes

algoritmos seréo descritos nos topicos seguintes.

4.2.3.5.1.1Selecao de atributos pelo algoritmo RELIEF-F

O algoritmo de SA RELIEF-F, proposto por Kira e Rendell (1992) e estendido
para capacidade de operacdo com mais de duas classes por Kononenko
(1994), foi aplicado com o intuito de obtermos o ranking da relevancia dos
atributos para a separacgéo das classes de cobertura da terra.

Este algoritmo atribui um valor de relevancia para cada atributo, baseando-se
nas amostras de treinamento. O algoritmo coleta aleatoriamente amostras do
conjunto de treinamento e procura, para cada uma, as k amostras mais
proximas no espaco de atributos da mesma classe da amostra aleatoria e k
amostras de cada uma das outras classes e as mais préximas no espaco de
atributos da amostra aleatéria. O grau de relevancia de um atributo é definido
por quéo bem ele distingui o valor médio das k amostras da mesma classe, e
as mais proximas no espaco de atributos da amostra coletada aleatoriamente,
do valor médio das k amostras de cada uma das classes opostas e as mais
proéximas no espaco de atributos da amostra aleatoria. Um atributo recebera
alta relevancia se seu valor para a amostra coletada for igual ou muito similar
aos das k amostras mais préximas da mesma classe e bastante diferente das k

amostras mais proximas de cada uma das classes opostas (KONONENKO,

69



1994). O algoritmo RELIEF-F usa a diferenca entre estas duas distancias para

fazer o ranking dos atributos da seguinte forma:

dfal-RlA- SMARH) 5 [PlCa(AR M)

C=classe(R)

(4.2)

em que R[A] é a relevancia do atributo A, R € uma amostra tomada
randomicamente, H representa as k amostras mais proximas da mesma classe
de R, M(C) sdo as k amostras mais proximas de R pertencentes a cada uma
das classes diferentes de R e, por fim, m € o numero de amostras tomadas
randomicamente para a avaliacdo de um atributo. A funcdo diff calcula a
diferenca entre as amostras no espaco de atributos, e P(C) é a probabilidade a
priori de cada classe.

Quanto a parametrizacdo, m foi estabelecido como o numero total disponivel
de amostras de treinamento, o nimero k de amostras mais proximas avaliadas

foi de 10 e sem ponderagéao pela distancia.

A procura de amostras mais proximas envolve o calculo de distancias, o que
faz o RELIEF-F um tanto mais lento que os outros algoritmos de SA utilizados.
Outra desvantagem € que o RELIEF-F ndo é capaz de detectar a redundancia
entre atributos, sendo, porém, bastante eficiente no ranking e, portanto, na

selecdo de atributos relevantes.

4.2.3.5.1.2 Selecao de atributos por Ganho de Informacéo

O algoritmo de SA por Ganho de Informacéo (Gl), de todos os métodos de SA
testados neste trabalho, é o mais simples. Isto porque o algoritmo é capaz
apenas de gerar um ranking dos atributos mais correlacionados as classes de
interesse baseando-se em uma medida simples de correlagéo e, assim como o
RELIEF-F, sem considerar a possivel redundancia entre os atributos

ranqueados. A medida de correlacdo que a selecdo por Gl se baseia é a
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entropia entre duas variaveis. A entropia (H) de uma duanica variavel Y

considerada € dada por:

H(Y)==> p(y)log,(p(y)) (4.3)

yeY

em que p(y) é a probabilidade de ocorréncia de um valor y do atributo Y. Se os
valores observados de Y forem particionados de acordo com os valores de uma
segunda variavel (no caso, alguma das classes de interesse) X, e a entropia de
Y considerando-se as particées em Y induzidas por X for menor que a entropia
unicamente de Y, entdo ha correlacdo alta entre X e Y (QUINLAN, 1993). A
entropia de Y considerando-se X é dada por:

H(YX)==>"p(0 " plylx)iog, (p(y[x) (4.4)

xe X yeY

O tanto que o valor da equacédo x decrescer em relacédo ao valor retornado pela
equacao x reflete o tanto de informacédo em X provida por Y. Assim, o ganho de

informac&o entre duas variaveis sera:
Gl =H(Y)-H(Y|X) (4.5)

De acordo com esta medida, um atributo Y é mais correlacionado com X se o
Gl de X dado Y for maior que de Z dado Y. O Gl é uma medida que s6 pode
ser obtida a partir de varidveis discretizadas. O método de discretizagédo
aplicado foi o proposto por Fayyad e Irani (1993) que esta implementado na

plataforma Weka.

4.2.3.5.1.3Selecao de atributos pelo algoritmo FCBF

O meétodo de avaliacdo de atributos por Gl € uma forma simples, eficiente e de

baixo custo para a selecdo de atributos correlacionaveis com as classes de
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interesse. No entanto, no Gl ha um viés em favor de atributos com mais valores
e estes tém que ser normalizados para assegurar que eles sejam comparaveis.
Por estes motivos, também foi testado o algoritmo de selecdo de atributos Fast
Correlation-Based Filter (FCBF). O FCBF é capaz de encontrar um grupo
ranqueado de atributos com as maiores correlacbes com as classes de
interesse e a0 mesmo tempo com as menores redundancias ou correlacdo
entre si a um custo computacional menor do que o0s outros algoritmos de
selecédo de atributos como Algoritmos Genéticos, Procura Exaustiva, RELIEFF
etc (YU ; LIU, 2003). O FCBF também usa uma medida de correlacdo baseada
nos conceitos de entropia e de Gl chamada Incerteza Simétrica (IS) (Press et
al., 1988) definida por:

(4.6).

IS(X,Y):Z[LXM}

H(X)+H()

Esta medida compensa o viés do Gl para atributos com mais valores e
normaliza os valores para o gradiente de 0 a 1, com o valor 1 indicando que o
conhecimento do valor de um atributo prediz exatamente o valor do outro

atributo, e o valor O indica que X e Y sdo completamente independentes.

A medida incerteza simétrica requer atributos nominais, mas pode ser aplicada
em varidveis continuas se o0s valores forem previamente devidamente
discretizados. O método de discretizacdo aplicado, assim como no célculo do

Gl, foi o proposto por Fayyad e Irani (1993) implementado na plataforma Weka.

Para decidir se um atributo é relevante ou ndo, o FCBF define um limiar de IS,
acima do qual um atributo deve ter para ser considerado relevante. Para
detectar, entre este subgrupo, os atributos redundantes entre si, o algoritmo
usa como referéncia os graus de correlagéo entre estes atributos e deles com
as classes de interesse. A razédo disto € o fendbmeno comum de um atributo ser
relevante para uma classe em certo nivel acima do limiar definido como

relevante e ser ao mesmo tempo correlacionavel em um nivel igual ou superior

72



a outros atributos relevantes. Para resolver isto, o algoritmo procura 0s
atributos predominantes. Atributos predominantes sao aqueles que mantém
correlagdo com uma classe maior do que a correlacdo com qualquer outro

atributo considerado relevante. Para um dado atributo A, podem existir

atributos A;com os quais A mantém correlagdo (IS) maior do que com as

classes de interesse, considerados entdo atributos redundantes de A . Estes
atributos redundantes em relacdo a A sao separados em dois grupos: 0s que

tém correlacdo com as classes de interesse menor do que a correlacdo entre

A e as classes de interesse (G -) € 0s que tém correlacdo com a classe de

interesse maior do que A e a classe de interesse (Gg +) (YU ; LIU, 2003).

O algoritmo assim procura o grupo final de atributos atravées de trés heuristicas:

1) identificar o atributo com maior correlacdo com as classes de
interesse e elimina todos os atributos redundantes em relacao a este

atributo;

2) para os atributos com G; + vazio mantém o atributo e elimina todos

os atributos de G, - do atributo considerado;

3) para os atributos A com Gi + ndo-vazio analisa os atributos em Gi +
primeiro antes de decidir se A serad removido. Se nenhum dos

atributos se tornarem predominante o algoritmo segue a heuristica 2,

caso contrario elimina somente A e decide sobre a eliminagdo dos
atributos em Gz - de A baseado na analise dos outros atributos

relevantes.

4.2.3.5.1.4Selecao de atributos pelo algoritmo CFS

O algoritmo de SA proposto por Hall (1999) chamado Correlation-based
Feature Selection (CFS) também foi utilizado como forma de obtencédo de um

subgrupo de atributos que fossem os mais correlacionados com as classes de
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interesse e de pouca redundancia entre si. Este algoritmo seleciona um
subgrupo de atributos, mas nao estabelece um ranking destes. Por isso, este
algoritmo foi utilizado como uma etapa precedente a geracdo das ADs e ao
ranking de atributos pela medida Gl, visto que o subgrupo selecionado pelo

CFS néao contém atributos redundantes entre si.

A heuristica utilizada pelo CFS para avaliar a qualidade Q de um subgrupo sg

de atributos é formalizada pela Equacao 4.7:

kg

Qsg = —
T Jk+k(k-1)r; .1

em que k € o numero de atributos no subgrupo, r,;, € a correlacdo média dos

atributos com a classe, e r; é a correlagdo média entre os atributos. Como

medida de correlacdo, assim como no algoritmo FCBF, o CFS utiliza a IS apés

0 processo de discretizacdo pelo método de Fayyad e Irani (1993).

O CFS precisa de um método inteligente de busca para achar o melhor valor
de Qsg, ViSto que para n atributos podem existir n? subgrupos de atributos,
tornando uma busca exaustiva impraticavel em termos de tempo. O método de
busca utilizado foi o chamado Foward Best First (FBF), em que o subgrupo
comega com o atributo com maior Qsg €, em seguida, individualmente, os
atributos que mais aumentam Qsg Sd0 inseridos no subgrupo até que nenhum
atributo aumente mais a medida Qsg. O FBF faz com que todo o espago de
atributos seja avaliado para a escolha do melhor subgrupo (WITTEN ; FRANK,
2005) e apresentou em Hall (2000) melhores resultados que outros métodos de

busca utilizados com o CFS.

4.2.3.5.2 Arvores de decisdo

Anteriormente a geracao das ADs, trés algoritmos de SA foram aplicados sobre
a base dados. Foram eles os algoritmos CFS, FCBF e o RELIEF-F. No caso do

RELIEF-F, os quinze atributos melhores graduados foram mantidos para a
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geracdo das ADs. Estes algoritmos foram utilizados para a reducdo da

dimensionalidade, o que melhora o desempenho e a acuracia da AD.

As ADs foram geradas através do algoritmo C4.5 (QUINLAN, 1993). Dois
tercos das amostras foram separados para a geragcédo das ADs e um tergo para
a avaliacdo da capacidade de predicdo das ADs através do indice Kappa. ADs
com o0 numero minimo de amostras por folhna de 2 e 5 foram geradas na
esperanca de se obterem ADs mais acuradas (no caso de dois) ou compactas
(no caso de cinco). Estes numeros foram definidos tendo em mente o nimero

de amostras por classe (trinta).

Ha duas operacdes principais durante o processo de construcdo da AD: (1)
avaliacdo dos pontos de separacdo de cada no6 interno da AD; e (2) criacdo das
particobes usando o melhor ponto de separacdo de cada ndé. Uma vez
determinado o ponto de separacdo de cada nd, as particbes podem ser criadas

pela simples aplicacédo do critério de separacgéao identificado.

Para a avaliacdo dos pontos de separacao de cada n6 da AD, as seguintes

medidas séo calculadas pelo C4.5:

a) calculo da entropia do conjunto de treinamento dado pela Equacédo

4.8 para cada particao (n6) em questdo da AD:

freq(C,, x [freq(cj,S)JbitS 4.8)

inf o(S) =—>
D 5

i=L

em que S representa a particdo da base de dados; freq(Cj , S)

representa o nimero de vezes em que a classe C;j acontece em S; ||

representa o numero de casos do conjunto S, e k indica 0 nimero de

classes distintas;

b) célculo da entropia de cada atributo x para cada particdo (nd) da

arvore, dado por:
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info,(T) = n |-_r|_—i|><inf o(T,) (4.9)

=il

em que T representa a quantidade de ocorréncias na particio em
analise, e T; representa a quantidade de ocorréncias de um valor de

atributo contidas no conjunto T;

c) célculo do atributo com maior ganho de informacao para a particdo

em analise obtido por:

Ganho(X) = info(T) — infox(T) (4.10)

O processo de avaliacdo dos pontos de separacdo de atributos numéricos
baseia-se em separacodes binarias dos valores dos atributos para as instancias
do conjunto de treinamento. Havendo n valores para um atributo, entdo n — 1
possibilidades de separacdo serdo avaliadas. Por isso, em nosso caso, cada
no da AD sera separado em dois nos filhos. Assim, as trés medidas acima
descritas definem o atributo e o ponto de particdo para cada n6é da AD. Em
cada nova particdo (no filho), o processo se repete, até que nas folhas as
classes de interesse estejam totalmente separadas.

4.2.4 Classificagdo do uso do solo

Enquanto a descricdo das classes de cobertura da terra foi feita sem nenhuma
subjetividade por parte do autor do modelo (excecao feita as etapas de coleta
de amostras, elaboracdo das redes hierarquicas e escolha dos algoritmos de
mineragdo de dados), a descricdo das classes de uso do solo foi feita
justamente tentando emular a subjetividade inerente a interpretacdo destas
classes por um especialista humano. Isto estd de acordo com o fato de a
interpretacdo de cobertura da terra poder ser feita por atributos fisicos e

objetivos, enquanto o uso do solo é caracterizado por praticas culturais que se
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materializam no espaco muitas vezes através de atributos e caracteristicas que

sao incertas ou imprecisas, em outras palavras, subjetivas.

A classificacdo de uso do solo foi feita por quadra, tendo como base atributos
relacionados & composicéo e estrutura geométrica dos objetos de cobertura da
terra dentro das quadras. Ou seja, feita a classificagéo de cobertura da terra, o
tipo de uso do solo dentro das quadras foi inferido a partir de regras, condicdes
e funcbes de pertinéncia fuzzy relacionadas a atributos, principalmente,
geométricos e de ocorréncia dos objetos das classes de cobertura da terra
dentro das quadras. Esta metodologia foi inspirada pelo trabalho de Hofmann
et al. (2008) que definiu esta abordagem de classificacdo como baseada em
ontologia e a aplicou na deteccdo de assentamentos informais no Rio de

Janeiro.

A classificacdo, ou interpretacdo automatica, do uso do solo foi obtida através
de basicamente trés etapas, sendo elas: (1) a definicdo das classes de uso do
solo, (2) a geracdo e analise exploratoria de atributos para a descricdo das
classes de uso do solo e (3) definicdo dos limiares e modelagem das funcdes

de pertinéncia.

4.2.4.1 Definicdo das classes de uso do solo

A definicdo das classes de uso do solo foi feita a partir da inspecdo e
interpretacdo visual da imagem, tendo como base o mapa de uso do solo por
quadra da area de estudo feito pela Prefeitura Municipal de S&do Paulo para o
ano de 2005 (PMSP, 2009a). Considerou-se que algumas das classes
presentes neste mapa nado eram possiveis de serem classificadas
automaticamente por SR, pelo fato de ndo possuirem nenhum indicativo ou

atributo fisico que as definissem ou caracterizassem.

ApOs este processo de interpretacdo visual e consulta ao mapa, as seguintes

nove classes foram definidas e assim caracterizadas:
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a) Industrias, Galpdes e Servicos em Geral (UIS) — Presenca predominante
de telhados claros e/ou escuros, com diferentes tonalidades de cinza e
com éarea e forma grande e retangular, respectivamente. Ha pouca ou
nenhuma ocorréncia de telhados de ceramica e auséncia absoluta ou

baixa area relativa de vegetacao.

b) Favelas ou Assentamentos Informais (UF) — Caracteriza-se pela
existéncia de um grande numero de telhados claros com area bem
pequena. O mesmo procede para telhados escuros de amianto com
diferentes tonalidades de cinza e formas bastante assimétricas. Na
maioria dos casos, h4 muito pouca vegetacdo. Este tipo de uso destaca-
se por possuir uma rugosidade e textura bastante caracteristicas.

c) Residencial Horizontal de Alto Padrdo (URHAP) — Destaca-se pela
presenca de telhados de ceramica pulverizados pelo quarteirdo, assim
como de piscinas em grande quantidade e alta area relativa de
vegetacao arbolrea e rasteira.

d) Residencial Horizontal de Baixo Padrdao (URBAP)- Caracteriza-se pela
alta area relativa de telhados de ceramica, muitas vezes amalgamados e
que dao a impressao de um tipo de ocupacdo bastante densa. A area
relativa de vegetacdo € baixa e, via de regra, ndo héa piscinas neste tipo

de quadra.

e) Residencial Vertical de Alto Padrdo (URVAP)— A existéncia deste tipo de
uso é obvia pela existéncia de objetos grandes e retangulares (prédios),
adjacentes a sombras também retangulares e grandes. Ha, via de regra,
um grande numero de piscinas e alta area relativa de vegetacéo,

principalmente arbérea.

f) Servicos com Construcdes Verticais (USV) — A existéncia deste tipo de
uso é obvia pela existéncia de objetos grandes e retangulares (prédios),
adjacentes a sombras também retangulares e grandes. A area relativa
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de vegetacdo nestas quadras € baixa, e 0 aspecto da ocupagdo é

relativamente mais denso.

g) Misto Residencial-Servico (UMRS) — Esta € a classe talvez de maior
subjetividade. Caracteriza-se por areas relativas similares e igualmente
predominantes de telhados de ceramica e de telhados escuros de
diferentes tonalidades. Possui um aspecto denso de ocupacgdo e com

pouca ou nenhuma &rea de vegetacao.

h) Terrenos Parcialmente Desocupados, Parques e Areas Verdes (UTD) —
Este tipo de quadra é de facil identificacdo, por possuir uma alta area
relativa e/ou absoluta de vegetacdo. Podem também ocorrer nestas
guadras manchas pulverizadas de solo exposto, usados como caminhos

para a circulacao.

i) Clubes Desportivos (UCD) — Destaca-se pela presenca de piscinas com
grandes areas, assim como de quadras de ténis e campos de futebol em
grande numero. Existem também neste tipo de uso telhados grandes e

retangulares similares a galpdes, mas de uso certamente recreativos.

A Figura 4.7 exibe um exemplo na imagem de cada uma destas classes de uso

do solo.

Industrias, Galpfes e Servigos em Geral

Figura 4.7 — Exemplos das classes de uso do solo definidas (continua).
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Residencial Vertical de Alto Padrao

Figura 4.7 — Continuacao (continua).
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Uso Misto Residencial-Servicos

Figura 4.7 — Continuacao (continua).
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Clubes Desportivos

Figura 4.7 — Conclusé&o.

4.2.4.2 Criacdo de relagfes semanticas entre classes

Relacbes semanticas entre algumas classes de cobertura da terra foram
estabelecidas previamente a etapa de criagdo de atributos que serviriam para a
formalizacdo do conhecimento humano na descricdo das classes de uso do
solo. A intencéo foi a de que atributos relacionados aos objetos das classes
abstratas geradas nesta etapa pudessem ser usados na identificagdo do tipo
de uso do solo predominante dentro das quadras.

A Figura 4.8 mostra estas relacdes semanticas criadas. As classes ‘Vegetacao

Arborea’ e ‘Vegetacdo Rasteira’ foram agregadas em uma superclasse

‘Vegetacdo’ (Figura 4.8a). Isto foi feito, pois diferentes tipos de uso do solo
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podem ser mais intuitivamente discernidos pela presenca ou auséncia de
vegetacdo, independentemente da estrutura foliar, altura de dossel e etc. que

esta se encontra.

@ (b)
=@ vegetacio El. Telhados Yariados
- i arbirea A Coberturas Metalicas

-4 Telhados Grandes
) Coberturas Metdlicas Grandes

Figura 4.8 — Relagdes semanticas criadas entre as classes de cobertura da terra.

Outra relagédo semantica criada foi a associacao de objetos de diferentes tipos
de telhados com tamanho acima de certo limiar a superclasse ‘Telhados
Grandes’. Assim, independentemente do material constituinte, telhados de
tamanho grande passaram a pertencer semanticamente a esta classe. Mais
geralmente, e independentemente do tamanho dos objetos, estes cinco tipos
de telhados foram associados a superclasse ‘Telhados Variados’, que passou a
envolver o conceito de diferentes tipos de telhados de coloragdes cinza, branco
e azuis (Figura 4.8, b). O propoésito de criacdo desta classe esta associado a
possibilidade de ser utilizada na descricdo das classes de uso do solo n&o-

residenciais.

4.2.4.3 Geracgéo e analise exploratéria de atributos

Todos os atributos gerados, avaliados e utilizados para a classificacdo do uso
do solo sdo relacionados a classificagdo da cobertura da terra, mais
exatamente, a composicao e estrutura geométrica dos objetos das classes de

cobertura da terra dentro das quadras urbanas. Os atributos gerados
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representam a chave de interpretacdo do uso do solo aplicada na etapa de
interpretacdo visual. Alguns exemplos de atributos gerados seriam:
retangularidade e compacidade maxima e média de telhados de diferentes
tipos e da classe ‘Sombra’, area maxima e media de telhados de diferentes
tipos e da classe ‘Sombra’, assimetria média de tipos de telhados, desvio
padrdo da assimetria, retangularidade, compacidade e area de diferentes tipos
de telhados, nimero de objetos de certa classe de cobertura da terra dentro
das quadras, existéncia de objetos de certa classe de cobertura da terra, area

relativa e total dos objetos das classes de cobertura da terra etc.

Para que a escolha dos atributos e definicdo dos limiares fosse feita, foi
necessario fazer uma analise exploratéria dos atributos gerados. Esta analise
foi feita de forma supervisionada através da ferramenta de espacializa¢do de
atributos Feature View, disponivel no sistema Definiens Developer. Esta
ferramenta relaciona o valor de um atributo de um objeto (no caso quadra) a
uma tonalidade de cinza e permite a0 mesmo tempo a obtencdo do valor
numérico deste atributo através da interface do programa. Isto permite a
deteccdo de clusters e contrastes entre 0s objetos, portanto facilitando a
escolha dos atributos mais pertinentes para cada classe, assim com a
limiarizacdo e, mais subjetivamente, a modelagem das func¢des fuzzy de
pertinéncia. A Figura 4.9 mostra alguns exemplos da espacializacdo em tons
de cinza de alguns destes atributos customizados gerados nesta etapa.
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Figura 4.9 — Visualizacéo de atributos em tons de cinza: (a) area média dos objetos da
classe Telhados Brilhantes; (b) area total dos objetos da classe Telhados
Brilhantes dividido pelo nimero de objetos desta classe; (c) existéncia de
objetos classificados como Piscina e (d) area relativa de Vegetacao.

4.2.4.4 Descrigédo das classes

A descricédo das classes de uso do solo, como mencionado acima, foi guiada
pela chave de interpretacdo elaborada. O objetivo foi emular, em termos de
regras, funcdes de pertinéncia e estruturacao hierarquica da agregacao destes
valores de pertinéncia, o conhecimento, avaliacéo e julgamentos envolvidos na
interpretacdo visual do uso do solo. No entanto, esta emulagdo dos processos
cognitivos humanos nao so sao dificeis de se representar, como pode envolver

uma descricdo de classe muito extensa e complexa. Uma estratégia auxiliar
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que provou ser bastante eficaz é a oposicdo de uma classe em relacdo a
outras. Exemplo: a classe ‘Residencial Vertical de Alto Padrdo’ pode ser
descrita como possuidora de alta area relativa de vegetacdo, numero grande
de piscinas e existéncia de sombras de tamanho grande. Entretanto, ainda
assim pode haver confusdo com outras classes e assim ocorrer erros na
classificagdo. Para se evitar isto, foram inseridos na descrigdo das classes
atributos e limiares correspondentes a caracteristicas que elas ndo tém.
Conforme o exemplo, a classe ‘Residencial Vertical de Alto Padrdo’ possui o
atributo de baixa area relativa de telhado de ceramica, caracteristica que nao é
desta classe, mas que a op0e em relacdo a outras, simplificando a descricéo
das classes e melhorando a classificacéo.

Assim, com base na chave de interpretacdo do uso do solo elaborada e
utilizando a ferramenta Feature View de espacializacédo de atributos, as classes
de uso do solo foram descritas através de um processo iterativo de
classificacdo e edicdo das descricdes. Ou seja, concomitantemente ao ajuste
de limiares e as alteragbes na descricdo das classes, as classificagfes-teste
foram sendo realizadas e analisadas quanto ao comportamento das quadras
urbanas em relacao a pertinéncia as classes de uso solo. Em seguida, outras
alteracOes e ajustes foram feitos e novamente a imagem foi re-classificada.
Este processo de tentativa e erro foi conduzido até as descrigdes das classes e
o resultado obtido serem julgados como satisfatoriamente bons.

A formalizagdo do conhecimento foi feito sob a forma de regras utilizando
funcdes de pertinéncia fuzzy e regras booleanas. Neste tipo de classificacao,
pode-se agregar de diferentes formas (minimo, maximo, média, multiplicacao)
e em estrutura hierarquica valores de pertinéncia retornados pelas funcdes
fuzzy e pelas selec¢des légicas (Figura 4.10). Usando esta potencialidade e
estratégia, as classes de uso do solo foram descritas de forma a serem
coerentes com uma interpretacdo humana e ao mesmo tempo o mais simples

possivel.
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MIN.

MEDIA

MAX

Area média dos objetos de Telhado de Amianto Escuro > m
Area média dos objetos de Telhado de Amianto Cinza ““\_\_

MAX
— Maiorarea de um objeto de Telhado de Amianto Cinza Médio R
— Maiorarea de um objeto de Telhado de Amianto CinzaClarO —0¥ o f

MAX

— Maxima retangularidade de um objeto de Telhado de Amianto Cinza
— Madxima retangularidade de um objeto de Telhado de Amianto Cinza Claro
— Maxima retangularidade de um objeto de Telhado de Amianto Escuro

—— Area média dos objetos de Sombra —
——Arearelativa de Telhado de Ceramica
'— Area relativa de Vegetacio >

I:l : Forma de agregacdo dos valores de pertinéncia

: Molde da fungdo de pertinéncia de cada atributo

4.10 — Exemplo de descricdo de uma classe baseada em regras e funcdes de
pertinéncia.

4.2.5 Formatacdo do modelo para a concepcéo do sistema
InteriIMAGE

Uma vez definido o modelo de classificagcdo da cobertura da terra e feita a
definicdo e descricdo das classes de uso do solo, o modelo geral de
interpretacdo foi convertido para a concepcdo de analise do InterIMAGE. A
descricdo detalhada de como foi realizada a conversdo em termos de
modelagem e descricdo das classes esta no capitulo de Resultados. Aqui
serdo mencionadas as consideragdes, testes e simulacgdes feitos para que esta

conversao fosse factivel com o minimo de empecilhos.

Durante as simulacgdes e testes feitos no sistema Definiens Developer, a teoria
de analise de imagens do InterIMAGE foi estudada, e a conversdao do modelo
entre 0s sistemas antevista e abstraida. Concomitante a isso, requisicoes de
implementacgéo de operadores e potencialidades no sistema foram sendo feitas
pela equipe de aplicagdo do Projeto InterIMAGE/TerraAIDA. Cada nova
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implementacdo no sistema foi testada ndo s6 nesta aplicacdo como também
nas de Pinho et al. (2009b) e Costa et al. (2009).

Devido a diferenca no modo de analise entre os sistemas, uma conversao fiel &
teoricamente impossivel. No sistema Definiens Developer, as associacdes
semanticas e de heranca de atributos entre as classes sao feitas
separadamente entre si e opcionalmente de forma implicita na configuracéo
dos dominios de classe e de segmentos em que 0s algoritmos que compdem o
processo de interpretacdo irdo agir. J& no InterIMAGE, a rede de estruturacéo
das classes € ao mesmo tempo hierarquica e semantica, visto que nos nés da
rede semantica sao inseridos operadores que geram mascaras
correspondentes ao conceito do né e que sao transmitidas para serem
processadas pelos seus nés-filho. Sendo a geracdo destas mascaras realizada
por algum programa executavel externo ao sistema, dois nés de um mesmo
nivel da rede gerardo mascaras (segmentos) de forma independente um do
outro, ou seja, a forma geométrica de uma hipotese de um n6é ndo sera de
forma alguma influenciada pela forma geométrica da hipétese de outro n6 do
mesmo nivel da rede. Devido ao fato de esta independéncia entre as
segmentacbes de um mesmo nivel da rede semantica ser possivel no
InterIMAGE e ndo no Definiens Developer, tivemos que arcar com algumas

imprevisibilidades nos resultados da converséo.

Outro fator considerado € que, no sistema Definiens Developer, a classificacdo
de um nivel baseada na classificacdo prévia de um nivel inferior é feita de
forma independente e flexivel, ao passo que no InterIMAGE os dois niveis tém
de estar necessariamente atrelados na rede semaéantica. Assim, escolheu-se
converter o modelo de interpretacdo do Definiens Developer na forma de duas
redes semanticas separadas no InterIMAGE: uma rede de cobertura da terra e
outra de uso do solo. Isto resultou na necessidade de se implementar um
operador de importagcdo de resultados entre uma rede semantica e outra

(operador Import-MAP-INET). O sistema InterIMAGE ganhou portanto uma
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importante funcionalidade, que € a independéncia entre dois ou mais projetos

de uma mesma &rea, mas que podem manter relagdes de resultados entre si.

A descricdo das classes de cobertura da terra em termos de atributos, limiares
e funcdes fuzzy de pertinéncia foi feita identicamente nos dois sistemas de
classificagdo. Levou-se em conta a descrigéo final das classes de interesse no
modelo elaborado no sistema Definiens Developer, que continha expressdes
herdadas de niveis superiores da rede hierarquica implicita na arvore de
processos. De posse da informagdo das selecbes ldgicas e funcgdes de
pertinéncia que validam aquelas hipéteses obtidas no Definiens Developer,
estas expressfes puderam ser manipuladas e reestruturadas nas regras de
decisdo da etapa BU e nas selecbes de segmentos da etapa TD no
InterIMAGE.

As hipoteses validadas na classificagcdo da cobertura da terra foram inseridas
na rede semantica de interpretacdo do uso do solo através do operador de
importagao de resultados Import-MAP-INET. Nesta rede semantica, abaixo de
cada no de uma classe de uso do solo, foram inseridos nés-folha de classes de
cobertura da terra correspondentes aos atributos que descrevem aquele tipo de
uso. Por exemplo, sendo a classe ‘Favela’ descrita pelos atributos ‘area relativa
da classe vegetacdo’, ‘retangularidade média de telhados variados’, ‘area
relativa da classe vegetacao’ e ‘numero de sombras grandes (de prédio)’, os
nos ‘Vegetacao’, ‘Telhado de Ceramica’, ‘Telhados Variados’ e ‘Sombra’ foram
inseridos como filhos do n6 ‘Favela’ na rede de uso do solo. O operador Import-
MAP-INET permite importar, como hipétese de um n@, hipoteses validadas em
mais de um no de outra rede semantica. Assim, no exemplo acima, o né
‘Vegetacdo’ recebe as hipdteses validadas de ‘Arbdrea’ e ‘Rasteira’ da rede
semantica de cobertura da terra. Da mesma forma, sdo importadas para o né
‘Telhados Variados’ da rede de uso do solo as hip6teses validadas de
‘Telhados Brilhantes’, ‘TAC’, ‘TAM’, ‘TAE’ e ‘Coberturas Metélicas’ da rede de

cobertura da terra. Portanto, este operador de importacdo dos resultados néo
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s possibilita certas construcbes, como também torna o modelo mais claro,

simples e facil de realizar manutengdes.

Também para que o modelo de interpretacdo do uso do solo fosse possivel de
ser convertido, foi necessario a implementacdo por parte da equipe de
programadores do Projeto InterIMAGE/TerraAIDA de duas outras
funcionalidades. A primeira funcionalidade se refere a capacidade da regra de
decisdo BU, que anteriormente considerava apenas os atributos e hipéteses
referentes aos nés-filho, poder considerar atributos relacionados aos nds-neto
do n6 no qual esta inserida a regra. Considerando a rede de uso do solo na
Figura 4.11, nota-se que o tipo de uso do solo que se da em uma quadra sera
decidido pela regra BU do né ‘Quadras’. No entanto, esta regra de deciséo
precisard invocar atributos referentes aos netos deste nd. Por exemplo, a
decisdo no né ‘Quadra’ se uma quadra € de ‘URHAP’, ‘USV’ ou ‘URVAP’ pode
ser, entre outros atributos, determinada pela ‘area relativa de ‘Vegetacdo” e
‘compacidade média dos objetos de ‘Sombra”. Estes atributos no InterIMAGE
sdo calculados no no-pai de ‘Vegetacdo’' e ‘Sombra’, apés se validarem as
instédncias destas classes, e devem ser passado para o né-avd para este
decidir qual do trés usos possui maior pertinéncia aos objetos (no caso,

quadras) em relacao a estes atributos.

= Il Scens
=- Il Quadras
=E ResidencialHorizontalalkoPadrao
i M ‘Vegetacao
= Il TelhadoCeramico
¢ o M ITelhadoCeramico
= Il Sombra
¢ i Tsombra
Resko
=~ Servicoshertical
i [l egetacao
=- Il Sombra
¢ I 1Sombra
Reskn
[=- Il ResidencialverticalaltoPadrao
i M ‘Vegetacao
=- Il Sombra
¢ b I TSombra
Resto

Figura 4.11 — Exemplo de rede semantica para a classificacdo do uso do solo.
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A segunda funcionalidade se refere a forma como as hipoteses séo validadas
em uma regra BU. Inicialmente, uma vez que a regra BU validasse as
hipéteses de determinada classe, o comando global merge tinha de ser
inserido para que a decisédo se concretizasse. No entanto, este comando fazia
com que todos os as hipéteses que foram validadas se tornassem uma Unica
instancia. Portanto, atributos como ‘compacidade média dos objetos de
‘Sombra” perdiam o sentido pratico de serem calculados e utilizados. Assim,
um novo comando nomeado merge neighbours foi implementado com o intuito
de que as hipoteses disjuntas se tornassem instancias diferentes e que
hipteses validadas que fossem vizinhas, ou seja, que mantém borda em
comum, se tornassem uma Unica instancia. Ao longo do processo de
implementacdo destas novas funcionalidades no sistema, testes e reparos
foram realizados em um trabalho conjunto da equipe de programacao com a

equipe de aplicacao.

Em termos puramente de descricdo das classes, o0 modelo de interpretacédo do
uso do solo foi convertido fielmente, copiando-se os limiares e formas das
fungbes de pertinéncia fuzzy, assim como a estrutura em cascata dos
operadores de agregacao dos valores de pertinéncia retornados por estas

funcoes.

4.2.6 Avaliacédo das classificacdes
4.2.6.1 Matriz de erros

A avaliacdo da acuracia das classificacbes de cobertura da terra e do uso do
solo para cada éarea-teste foi feita a partir de matrizes de erros. Segundo
Congalton e Green (1999), a matriz de erros, se elaborada corretamente, tem
eficiéncia comprovada e expressa de forma explicita a confiabilidade do mapa
para os planejadores que o utilizardo na tomada de decisfes. Nessa matriz, as
colunas usualmente representam os dados de referéncia (verdade assumida),
e as linhas, a classificacdo obtida através de SR. Os erros de omissao

(amostras de uma classe atribuidas erroneamente a outras) e de comissao
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(amostras atribuidas erroneamente a uma classe) sdo expressos na matriz de
erros para cada par de classes. Assim, varias medidas de exatiddo podem ser

calculadas a partir de uma matriz de erros.

Para a avaliacdo das classificacdes de cobertura da terra feitas no sistema

Definiens Developer, as seguintes questdes foram levadas em conta:
a) Como a informacéo no mapa esta distribuida?
b) Qual é a unidade amostral adequada?
c) Quantas amostras devem ser coletadas?
d) Como as amostras devem ser coletadas?

A primeira questdo foi respondida com base na propor¢cdo de cada classe na
classificacdo (assumindo-se que esta é satisfatoria). A unidade amostral
adotada foram os segmentos obtidos nos procedimentos de segmentacdo e
posteriormente classificados na classificacao final. E para a determinacédo do
namero de amostras que devem ser coletadas, Congalton e Green (1999)

sugerem a aplicacédo da seguinte férmula:
n=BII; (1-11;)/b? (4.11)

em que B é obtido de uma tabela de distribuicdo qui-quadrada com um grau de
liberdade e 1-«/k, sendo k o nUmero de classes e 1-a € 0 grau de confianca
de que o numero de amostras retornado representard a propor¢ado das classes
no mapa; I1; € a proporcao da classe com maior area no mapa, e b € o maximo
erro admissivel quanto ao namero apropriado de amostras (em Nnosso caso
adotado o valor 0,05, ou seja, 5%). Uma vez definido o nimero total de
amostras para a elaboragdo da matriz de erro, este numero foi dividido entre as
classes de acordo com a area relativa destas no mapa. As amostras foram

coletadas por toda a imagem de forma aleatéria.
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Atendido os rigores para a elaboracdo correta de uma matriz de erros, varios
indices de exatiddo puderam ser calculados. Para a andlise da exatidao global
(EG) das classificacdes, foi calculada a raz&do entre as amostras classificadas
corretamente e o numero total de amostras coletadas. A acuracia da
classificagdo para cada classe foi analisada a partir das medidas de exatidao
do usuério (EU), dada pela razdo entre o nimero de amostras de uma classe
classificadas corretamente pelo nimero de amostras atribuidas a esta classe, e
qgue indica a probabilidade de uma amostra realmente pertencer a sua classe
atribuida, e da exatiddo do produtor (EP), dada pela razdo entre o numero de
amostras de uma classe classificadas corretamente e o numero total de
amostras coletadas para esta classe (LILLESAND et al. 1994; CONGALTON ;
GREEN, 1999).

Outros dois indices de avaliacdo derivados da matriz de erros foram usados
para a analise da acuracia global e por classe, sendo eles os coeficientes de
concordancia Kappa Amostral (KA) (CONGALTON ; GREEN, 1999) e o Kappa
por Classe (KC) (ROSENFIELD ; FITZPATRICK-LINS, 1986). Pelo fato de
incorporar em seu céalculo ndo s6 os elementos da diagonal principal, mas
indiretamente toda a matriz de erros, o KA representa um valor mais confiavel e

menos otimista que a EG.

As classificagbes foram qualificadas tendo por base a categorizacdo do KA
proposta por Landis e Koch (1977) expressa na Tabela 4.4.
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Tabela 4.4 — Categorizacdo de uma classificagéo a partir do valor do indice Kappa.

Valor do Kappa

Qualidade da Classificagcéao

< 0,00 Péssima
0,00 - 0,20 Ruim
0,20-0,40 Razoavel
0,40 - 0,60 Boa
0,60 -10,80 Muito Boa
0,80-1,0 Excelente

Fonte: Adaptada de Landis e Koch (1977).

Estes indices foram utilizados também para a avaliacdo das classificacfes
feitas no sistema InterIMAGE. No entanto, pelo fato de as areas-teste de
aplicacdo do modelo neste sistema serem bem menores, as amostras das
classes de cobertura da terra foram coletadas diferentemente. Ao invés de
coletar segmentos gerados pelo modelo e verificar 0 acerto ou erro na
atribuicdo as classes, amostras dos objetos de cada classe foram desenhadas
de acordo com a interpretacdo do intérprete de forma sortida e aleatéria na
imagem. Em seguida, estas amostras-verdade foram cruzadas pixel a pixel
com as classificacdes de cobertura da terra feitas no InterIMAGE. A Figura 4.12

mostra exemplos desta coleta de amostras para avaliacdo das classes de

cobertura da terra.

Figura 4.12 — Desenho de amostras para a avaliacdo das classificacbes de cobertura

da terra.
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Para a avaliagao de todas as classificacbes de uso do solo, o mapa-verdade do
uso do solo da regido de estudo foi feito. Quadras com classificagdo duvidosa

nao foram mapeadas.

4.2.6.2 Comparacao das classificacdes

A acurécia das classificacbes de cobertura da terra foi comparada entre os
sistemas tendo como verdade as amostras desenhadas. A comparacéao foi feita
por observagdo visual das classificacbes, por comparacdo qualitativa dos

indices de acuracia e por comparacéo estatistica.

Os parametros usados para a comparacao estatistica foram a EG e o KA. Para
isso, foi necessario calcular a variancia do indice KA (Var (KA)) como
documentado por Hudson e Ramm (1987). Uma vez calculado os valores de
KA e da Var (KA) de cada classificagcdo gerada, o seguinte teste estatistico
pdde ser aplicado para verificar se duas classificacbes tém KAs

estatisticamente iguais ou n&ao:

~ [K1-K?2|
- JVar(K;)+Var(K,)

4.12)

em que Z é uma distribuicdo normal padréo, K; e K, sdo os KA calculados para
as duas classificacfes e Var(K;) e Var(K) sdo as variancias estimadas de K; e

K. As duas classificagdes ter8o acuracia estatisticamente iguais se Z . <Z,,»

Para testar se duas classificacdes tém EG iguais, 0 seguinte teste sugerido por

Zwillinger e Kokoska (2000) foi aplicado:

1- p2
y A e & (4.13)

Vpa¥nL+1/n2)

em que
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_X1+X2

nl+n2 (4.14)

e g é adiferenca entre p e 1. Duas classificagdes terdo EG iguais se |z|<z,,.

Para a realizacdo destes testes, foi calculado o centrdide das amostras
desenhadas e recalculadas as matrizes de erros. O intuito desta medida foi 0
de diminuir consideravelmente o numero de amostras. A comparacao pixel-a-
pixel com as amostras desenhadas faz com que cada pixel seja uma amostra
classificada correta ou incorretamente. Como o numero de amostras sera muito
grande, a variancia do Kappa sera muito pequena, e o n muito grande. Assim,
mesmo que os KAs e EGs sejam muito proximos, os testes aqui apresentados

nao assumirdo equivaléncia de acuracia e exatidao.

O intuito da comparacdo estatistica entre as classificacbes realizadas no
Definiens Developer com as realizadas no InterIMAGE objetivou comprovar o
sucesso na conversao do modelo de classificagdo entre os sistemas e estimar
qual seria a acurécia de classificacfes feitas com o sistema InterlIMAGE em

outras areas.
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5 RESULTADOS E DISCUSSOES

Neste capitulo, serdo mostrados e discutidos os resultados obtidos nas

principais etapas da metodologia.

5.1 Segmentacgdo das imagens

Mesmo sendo possivel aplicar uma parametrizacado do algoritmo segmentador
para cada classe de cobertura da terra, tal estratégia implicaria um maior
tempo de processamento e complexidade do modelo. Foram entdo definidas
trés classes de segmentacdo. Uma para a geracdo de objetos assimétricos e
irregulares na forma, moldados mais por parametros espectrais, e outras duas
para a geracao de objetos compactos e retangulares. A primeira seria aplicada
para a segmentacdo das areas vegetadas, e as duas Ultimas para a
segmentacdo de telhados pequenos a médios e de telhados grandes. O
namero de experimentos, areas-teste diferentes, segmentos de referéncia e
menor discrepancia atingida para cada classe de segmentacdo encontra-se na
Tabela 5.1.

Tabela 5.1 — Quadro geral dos testes executados e resultados obtidos na etapa de

segmentacao.
Classes de segmentacéo N® de | N° de N® de segrpeqtos : Mengr :
testes | areas de referéncia discrepéncia
Telhados Pequenos e Médios 10 3 9 0,15
Telhados Grandes 4 1 3 0,06
Vegetacao 9 2 8 0,24
Total 23 6 20 Média: 0,15

Com um numero relativamente pequeno de testes (23), apesar do grande
tempo dedicado a esta etapa, conseguimos em média uma discrepancia
minima de 0,15 para vinte segmentos de referéncia obtidos em diferentes
areas da imagem. O numero de testes para cada classe de segmentacéo e a
definicdo dos universos de busca de cada teste variaram em funcdo dos

resultados obtidos ao longo do processo.
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As Tabelas 5.2 a 5.4 mostram todos o0s experimentos realizados e o0s
respectivos parametros e discrepancia obtidos. Testes exploratorios dos
parametros por tentativa e erro foram feitos concomitantemente aos testes de
calibracdo por AG. Estes testes paralelos por tentativa e erro muitas vezes
serviram de referéncia para a definicdo dos universos de busca do AG.

Para a classe de segmentacao ‘Telhados Grandes’, quatro testes foram feitos,
em que obtivemos o menor valor de discrepancia (0,06). Os parametros do AG
definidos foram bem moderados, ou seja, poucos experimentos e geracdes e
populacdo pequena. Apenas no primeiro teste, o universo de busca dos
parametros de cor e compacidade foi definido entre 0 e 1. Nos testes
seguintes, os universos de busca foram definidos de forma que o algoritmo
genético encontrasse valores maiores para 0s parametros de forma e
compacidade, visto que telhados grandes possuem forma retangular. De fato,
as parametrizacbes com menor discrepancia (testes 3 e 4) possuem valores
muito baixos para o parametro de cor e altos para o de compacidade (Tabela
5.2). O fato de o universo de busca do parametro de escala ser tdo estreito no
teste 4 foi devido aos resultados obtidos nos testes 1 e 2 e aos testes de
tentativa e erro, que deram indicios de ser em torno de cem o valor mais
adequado. Para esta classe, ndo usamos a funcionalidade de calibracdo dos
pesos das bandas espectrais, sendo todos os testes feitos com peso um para

as bandas do azul ao vermelho e zero para a banda do infravermelho préximo.

Tabela 5.2 — Parametrizacbes dos testes e resultados obtidos para a classe de

segmentacao ‘Telhados Grandes'.

Parametros do AG

Classe Teste Experimentos Populacdes Geracgdes

1 10 10 5
Telhados 2 10 10 5
Grandes 3 10 10 5
4 10 10 5

Continua
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Tabela 5.2 — Conclusao.

Universo de Busca

cl Escala Escala Cor Cor Compacidade Compacidade
asse Teste . , . h . p
(min.)  (max.) (min.) (max.) (min.) (max.)
1 50 100 0 1 0 1
Telhados 2 75 125 0 0,5 0,5 1
Grandes 3 30 200 0 0,5 0,5 1
4 99 107 0 0,5 0,5 1
Resultados
Calib. de
Classe Teste Escala Cor Compacidade bandas Discrepéncia
1 99 0,38 0,11 1,1,1,0 0,37
Telhados 2 105 0,21 0,55 1,1,1,0 0,34
Grandes 3 171 0,12 0,87 1,1,1,0 0,14
4 100 0,02 0,67 1,1,1,0 0,06

A Figura 5.1 mostra a area de teste, os segmentos de referéncias desenhados
manualmente e os resultados obtidos para esta classe de segmentacdo. De
todas as classes de segmentacao definidas, esta foi a que obteve o menor
valor de discrepancia (0,06) com o menor numero de testes com o AG (4).

Area-teste e segmentos de referéncia:
NS e o

0,06

Figura 5.1 — Area-teste, segmentos de referéncia e resultados dos testes para a classe
de segmentacéo ‘Telhados Grandes’.
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Para a classe de segmentacdo ‘Telhados Pequenos e Médios’, trés areas da
imagem foram selecionadas para a realizacdo de dez testes de calibracdo dos
parametros de segmentacdo por algoritmo genético. A discrepancia minima
obtida nestes testes foi de 0,15 e a média de 0,30 (Tabela 5.3). Assim como
para a classe de segmentacdo ‘Telhados Grandes’, ndo foram calibrados os
pesos das bandas espectrais, sendo todos os testes feitos com peso um para

as bandas do visivel e zero para a banda do infravermelho-préximo.

Tabela 5.3 — Parametrizacdo dos testes e resultados obtidos para a classe de

segmentacao ‘Telhados Pequenos e Médios'.

Parametros do AG

Classe Teste Experimentos Populaces Geracdes

10 5 10 10

9 5 20 10

8 10 10 15

7 10 15 10

pehados g 10 20 10
Pequenos 5 10 20 30
4 5 10 10

3 5 10 10

2 5 10 10

1 5 10 10

Universo de Busca

Escala Escala Cor Cor Compacidade  Compacidade

Classe Teste : ! . . . .

(min.) (méx.) (min.) (méax.) (min.) (méx.)
10 35 65 0 0,5 0,5 1
9 35 65 0 0,3 0,8 1
8 30 60 0 0,5 0,5 1
7 30 50 0 0,5 0,4 1

IEETL‘?Z 6 30 70 0 0,4 0.1 0.5
Pequenos 5 35 60 0 0,4 0,5 1
4 45 75 0 0,5 0,5 1

3 30 70 0 0,4 0,1 0,5
2 30 60 0 0,5 0,5 1

1 30 60 0,29 0,31 0,79 0,81

Continua
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Tabela 5.3 — Conclusao.

Resultados
Calib.
de
Classe Teste Escala Cor Compacidade bandas Discrepancia

10 60 0,06 0,89 1,1,1,0 0,15
9 41 0,16 0,8 1,110 0,19
8 57 0,11 0,62 1,1,1,0 0,19
Ihad 7 39 0,19 0,47 1,1,1,0 0,27
(ohados 6 57 025 0,43 1,1,1,0 0,31
Pequenos 5 59 0,15 0,54 1,1,1,0 0,33
4 53 0,1 0,89 1,1,1,0 0,33
3 59 0,15 0,24 1,1,1,0 0,34
2 59 0,17 0,6 1,110 0,36
1 40 0,3 0,8 1,110 0,59
Média: 0,30

Nota-se pela Tabela 5.3 que os universos de busca dos parametros de cor e
compacidade foram definidos em quase todos os dez testes para que o AG
encontrasse valores menores que 0,5 para 0 parametro de cor e maiores que
0,5 para o parametro de compacidade. De fato, as parametrizacdes que
geraram 0S menores valores de discrepancia (testes 10, 9, 8 e 7) possuem
valores muito baixos para o parametro de cor e altos para o de compacidade
(Tabela 5.3). O teste 1 foi feito com o objetivo de se obter o valor de
discrepancia de uma parametrizacdo que nos testes por tentativa e erro gerou
resultados visualmente satisfatérios. Apesar de os valores de discrepancia
serem altos (Tabela 5.3 e Figura 5.2), esta parametrizacdo foi considerada

como uma das melhores para a segmentacao de telhados pequenos e médios.

A Figura 5.2 mostra as areas-teste em que estes testes foram aplicados, assim
como 0s segmentos de referéncia e o resultado que gerou a menor

discrepancia para cada uma destas areas.
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. Segmentos ] .
Area-teste de referéncia Menordiscrepancia

Figura 5.2 — Areas-teste, segmentos de referéncia e menor discrepancia obtida para a
segmentacao de telhados médios e pequenos.

Grande parte dos testes foi realizada sobre a area-teste 1, por ser uma area
menor, 0 que acarreta menor tempo de execucao dos testes. Sobre as outras
duas areas, testes de calibracdo dos parametros por AG e por tentativa e erro
foram empreendidos. Estas areas representam os tipos de situacdes em que
telhados médios e pequenos geralmente aparecem, ou seja, isoladamente e de
forma espacada entre si (area 2), ou amalgamados uns aos outros (area 3).
Em seguida, os melhores parametros obtidos sobre cada uma das trés areas-
teste foram aplicados sobre as outras duas areas-teste, e a escolha da

parametrizacdo final para esta classe de segmentacdo se deu por uma analise
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visual qualitativa destes resultados. As parametrizacdes e 0S respectivos

segmentos e valor de discrepancia estdo expressos na Figura 5.3.

Teste/Par. 1 Teste/Par. 7 Teste/Par. 8 Teste/Par. 10
0,59 0,51 0,15

Figura 5.3 — Areas-teste, segmentos de referéncia e menor discrepancia obtida para a
segmentacao de telhados médios e pequenos.

Percebe-se que as parametrizacbes 1 e 7 sdo as Unicas que nas trés areas-
teste geraram segmentos coerentes. A parametrizacdo 8 gerou resultados ruins
na area-teste 3, e a parametrizacao 10 gerou segmentos grandes demais para
as areas 2 e 3. Isto implica que, para a imagem inteira, uma das
parametrizagfes que gera segmentos coerentes nas trés situacdes deveria ser
escolhida. Apesar de a parametrizacéo obtida pelo teste 7 ter em média uma
discrepancia menor do que a parametrizacdo obtida no teste 1, os segmentos
gerados por esta parametrizacdo, no geral, apresentaram boa concordéncia
geomeétrica com as partes componentes dos telhados (diferentes angulacdes e

situacOes de preservacao e limpeza).
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Para a classe de segmentacdo ‘Vegetacdo’, nove testes foram feitos sobre
duas areas-teste, onde se atingiu a discrepancia minima de 0,24. A Tabela 5.4
mostra a configuracao dos testes realizados, e a Figura 5.4 mostra as areas-
teste, os segmentos de referéncia e o0s resultados obtidos com as

parametrizacdes que geraram a menor discrepancia.

Tabela 5.4 — Parametrizacbes dos testes e resultados obtidos para a classe de

segmentacéo ‘Areas Vegetadas'.

Parametros do AG

Classe Teste Experimentos Populacbes Geracbes
1 10 10 10
2 10 10 10
3 10 15 10
Areas 4 10 10 5
Veg. 5 10 10 5
6 10 15 25
7 10 20 30
8 10 20 30
9 5 5 10

Universo de Busca

Escala Escala Cor Cor Compacidade  Compacidade
Classe Teste . i ) ; . .
(min.)  (max.) (min.) (max.) (min.) (méax.)
1 10 10 10 15 60 0
2 10 10 10 15 30 0
3 10 15 10 20 30 0
Areas 4 10 10 5 15 60 0,5
Veg. 5 10 10 5 15 60 0,5
6 10 15 25 20 60 0,75
7 10 20 30 24 50 0
8 10 20 30 2 60 0
9 5 5 10 24 26 0,49
Resultados

Classe Teste Escala Cor Compacidade Calib. de bandas Discrepancia

1 23 0,7 0,24 0,13, 0,17, 0,39, 0,29 0,47
2 19 1 0,73 0,18, 0,06, 0,66, 0,09 0,49
3 22 0,69 0,8 0,15, 0,23, 0,54, 0,12 0,49
Areas 4 44 0,89 0,08 1,1,1,1 0,58
Veg. 5 37 0,98 0,3 1,1,1,1 0,59
6 45 0,89 0,29 1,1,1,1 0,58
7 49 0,22 0,94 1,1, 1,1 0,31
8 21 0,25 0,61 0,24, 0,07, 0,41, 0,26 0,24
9 24 0,5 0,09 0,23, 0,16, 0,49, 0,10 0,42
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Os trés primeiros testes foram feitos, alterando-se o universo de busca do
parametro de escala e definindo-se como 0 e 1 o intervalo de busca dos
parametros de cor e compacidade. Em seguida, o universo de busca destes
parametros foi definido entre 0,5 e 1 para o parametro de cor, e entre 0 e 0,5
para o parametro de compacidade nos trés testes seguintes, pois se buscava a
segmentacao de objetos irregulares na forma (moldados mais pela cor). Como
esta acdo ndo surtiu o efeito desejado, ou seja, o valor de discrepancia
aumentou ao invés de diminuir, voltou-se a restringir o universo de busca
apenas do parametro de escala, deixando novamente entre 0 e 1 o universo de
busca dos parametros de cor e compacidade nos testes 7 e 8. Desta vez,
entretanto, aumentou-se o numero de geracdes e experimentos do teste, e as
parametrizacdes geraram os melhores resultados (valores de discrepancia de
0,31 e 0,24). Percebe-se que o fato de se habilitar a funcionalidade de
calibragcdo dos pesos das bandas espectrais no teste 8 fez o valor da
discrepancia diminuir em 0,07. No teste 9, testou-se uma parametrizacao que
no sistema Definiens Developer apresentou bom resultado visual, s6 que
habilitando a funcionalidade de calibragcdo do peso das bandas em um teste
com poucos experimentos, populacdes e individuos. A discrepancia obtida
neste teste é satisfatoria (Tabela 5.4).
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i Segmentos ] o
Area-teste dereferéncia Menordiscrepancia

0,47

Figura 5.4 — Areas-teste, segmentos de referéncia e menor discrepancia obtida para a
classe de segmentacao ‘Areas Vegetadas'.

Ao final, para a segmentacdo de &reas vegetadas, escolheu-se a
parametrizacdo obtida no teste 8, que gerou o menor valor de discrepancia
(Tabela 5.4). Ja para a segmentacao de telhados pequenos, médios e grandes,
decidiu-se aplicar a parametrizagcao do teste 1 (Tabela 5.3), pois embora
tenham-se obtido parametrizagcbes que geraram valores menores de
discrepancia para estas classes de segmentacdo, quando aplicadas estas
parametrizacdes sobre a imagem como um todo, segmentos ndo tdo bons
foram gerados em outras areas que néo as utilizadas nos testes. Assim, uma
parametrizacdo de segmentacao, ndo do objeto inteiro, mas sim de suas partes
componentes, pareceu ser mais adequada. A Figura 5.5 mostra fotografias de
uma area complexa tipica de cidades brasileiras. O fato de os telhados estarem
amalgamados uns aos outros, porém exibindo diferentes tonalidades de cores
e padrdes espaciais, impossibilita a aplicacdo de parametrizacdes rigidas para
estas classes. Logo, estas duas referidas parametrizacées foram aplicadas

para a segmentacao das classes de cobertura da terra.
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Figura 5.5 — Exemplos recorrentes de alta densidade e complexidade dos telhados.

5.2 Escolhado modelo de classificacdo da cobertura da terra

Considerando as trés redes hierarquicas elaboradas e os trés diferentes
métodos de SA utilizados, nove modelos diferentes poderiam ser aplicados na
classificacdo de cobertura da terra. Considerando também que as ADs que
foram usadas em cada separacdo de classes da rede hierarquica podem ter
tamanhos diferentes, dependendo do ndmero minimo de amostras por noé-
folha, o numero de modelos de classificacdo utilizando apenas uma
metodologia de mineracao de dados dobrou para dezoito, pois arvores com no
minimo 2 e 5 amostras nos nés-folha foram criadas para cada modelo.
Obviamente, combinagfes de métodos podem ser feitas na criacdo de modelos
hibridos, o que torna impraticavel a avaliagdo de todos os modelos possiveis.
Portanto, estes dezoito modelos de classificacdo, variando quanto a rede

hierarquica, o tamanho das ADs e o0 método de SA, foram avaliados.

Para fins de avaliacdo, os modelos foram executados da seguinte forma: para
cada separagdo de classes da rede hierarquica, um dos algoritmos de SA foi
aplicado precedentemente a classificacdo por AD através do algoritmo C4.5.
Os critérios usados para a avaliacao dos modelos foram: valor médio do indice
Kappa de todas as classificac6es da rede hierarquica, numero total de atributos

utilizados pelas AD do modelo, numero de atributos diferentes utilizados pelas
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AD e o nUmero total de ndés de todas as AD do modelo. Estes critérios foram

escolhidos considerando que o indice Kappa mede a acurdcia alcancada do

modelo, que o nimero minimo de atributos e o nUmero minimo de atributos

diferentes medem o custo de implementacdo do modelo, e o nimero de nos

representa o tamanho e complexidade do modelo. Todos estes fatores tiveram

de ser levados em conta na escolha do modelo a ser traduzido e incrementado

no sistema InterIMAGE. A Tabela 5.5 exibe o ranking dos modelos para cada

uma destas variaveis crescente ou decrescentemente conforme o interesse.

Tabela 5.5 — Critérios de avaliacdo dos modelos de classificagdo de cobertura da terra.

Modelo de classificacao Critério Modelo de classificacdo Critério
NUm. min. NUm. min. ]
SA Rede amgstras Klz;;;jr;a SA Rede am(()jsetras N:;rr]i-b(.je
por folha por folha

FCBF 3 2 0.9579 FCBF 2 5 7
FCBF 3 5 0.9556 FCBF 3 5 8
CFS 2 5 8

FCBF 2 5 0.9452 FCBF 1 5 9
CFS 1 2 0.9441 RELIEF 2 5 9
CFS 1 5 0.9441 CFS 3 5 10
FCBF 1 5 0.9434 RELIEF 3 5 10
RELIEF 1 2 0.9391 CFSs 1 2 10
CFS 2 5 0.9372 CFsS 1 5 10
CFS 3 2 0.9347 CFS 3 2 11
RELIEF 3 2 0.9327 RELIEF 1 2 11
CFS 3 5 0.9326 RELIEF 1 5 11
RELIEF 3 5 0.9325 RELIEF 3 2 12
RELIEF 2 5 0.926 RELIEF 2 2 13
RELIEF 2 2 0.9254 CFSs 2 2 13
Média:  0.9406 Média: 10

Continua
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Tabela 5.5 — Conclusao.

Modelo de classificacao Critério Modelo de classificacdo Critério
Selecéo Num. min. Num. de ) Num. )
de Rede de atributos Sele-gao de Rede min. de Nurrf. de
atributos amostras diferentes atributos amostras nés
por folha por folha
FCBF 3 5 6 FCBF 2 5 25
FCBF 2 5 7 CFs 2 5 25
FCBF 3 2 7 RELIEF 2 5 25
FCBF 1 5 7 FCBF 3 5 27
CFS 2 5 7 CFS 3 5 27
CFS 3 5 7 RELIEF 3 5 27
RELIEF 3 5 7 FCBF 1 5 28
RELIEF 2 5 7 CFSs 1 2 28
CFS 1 2 8 RELIEF 1 2 28
CFS 1 5 8 RELIEF 1 5 28
CFS 3 2 8 FCBF 3 2 31
RELIEF 3 2 9 RELIEF 3 2 33
RELIEF 1 2 10
RELIEF 2 2 10 RELIEF 2 2 35
CFS 2 2 11 CFS 2 2 35
Média: 8.1 Média: 29.5

Pelo ranking do indice Kappa, percebe-se que modelos que utilizam algoritmos
de SA que consideram ndo sé a relevancia dos atributos, mas também a
redundancia entre si, apresentaram os indices de acuracia mais altos. Destaca-
se o fato de os cinco modelos com maior acurécia calculada sobre um tergo
das amostras terem como método de SA o FCBF. Todos os modelos com este
algoritmo de SA possuem acuracia acima da média. Modelos que contém o

algoritmo RELIEF-F para a SA ocupam as piores posi¢cdes neste ranking.
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O ranking crescente dos modelos quanto ao numero total de atributos mostra
gue o algoritmo FCBF é também o que mais reduz a dimensionalidade, pois foi
utilizado nos modelos com menor niumero de atributos. Isto esta de acordo com
heuristica de selecdo do FCBF que elimina também atributos redundantes, o
que diminui o grupo final de atributos disponiveis as ADs. Nota-se que quase
todos os modelos que utilizam o algoritmo RELIEF-F contém um numero de

atributos acima da média.

Como de esperado, os modelos com um numero minimo de cinco amostras por
folha foram os mais compactos, apresentando ADs menores (menores
nameros de nos) e utilizando menos atributos e atributos diferentes. Quanto ao
namero de nos, que representa o tamanho do modelo, percebe-se no ranking
deste critério na Tabela 5.5 que a rede hierarquica 2 mostrou ser a mais
compacta, pois os trés primeiros modelos neste ranking estdo estruturados
conforme esta rede hierarquica. A rede 3 também mostrou ser aplicavel, pois
atinge os dois primeiros lugares no indice Kappa e ocupa boas posi¢cdes nos

outros critérios.

De forma geral, percebe-se que o modelo destacado na cor verde € 0 mais
compacto, pois de todos os modelos € o que utiliza o menor nimero de
atributos, o menor nimero de nés e apenas sete atributos diferentes utilizados
pelas ADs. Este modelo também apresentou um bom indice Kappa calculado
sob a validacdo cruzada das amostras (0,9452), ficando bem acima da média e

ocupando a quinta posi¢cao no ranking deste critério de escolha.

O modelo destacado em laranja que aparece em primeiro no ranking do indice
Kappa, sempre ocupa posicoes inferiores ao verde em outros critérios. Outro
fator € que o niumero minimo de amostras por né folha de suas arvores de
decisdo € de dois, o que o torna o modelo maior e possivelmente mais
complexo. Isto € evidenciado na tabela de numero de nés, em que o modelo
laranja tem 31 nds, enquanto o modelo verde possui apenas 25. A mesma

coisa acontece para os modelos vermelho e vinho, que obtiveram indices

110



Kappa superiores ao modelo verde, mas aparecem bem atras deste nos outros

rankings.

O modelo amarelo também poderia ter sido escolhido, pois ocupa a segunda
posi¢cdo nos rankings do indice Kappa e de nimero de atributo, possui um
namero minimo de amostras por folha das arvores de decisédo de 5, além da

peculiaridade de utilizar somente seis atributos diferentes.

Dos modelos que utilizam o algoritmo RELIEF-F para a seleg¢édo de atributos,
aguele que é estruturado pela rede hierarquica 2 e que contém no minimo
cinco amostras por n6 folha das ADs € o que gerou os melhores resultados
pelos critérios de escolha. Apesar do indice Kappa baixo, este modelo
apresenta valores abaixo da média em todos os outros critérios, o que o

qualifica como um modelo que poderia ser aplicado também.

Por todas estas consideracdes, o modelo escolhido de classificacdo de
cobertura da terra € o destacado em verde, cuja estrutura e sequéncia da
classificacdo sdo dadas pela rede 2 e que usa o método FCBF de SA

previamente a geracdo de ADs com no minimo cinco instancias em cada folha.

5.3 Descricdo das classes de cobertura da terra

A descricdo das classes de interesse de cobertura da terra levou em conta a
hierarquizacao dos atributos e a seqiéncia da classificagdo da rede hierarquica
2 (Figura 5.6). As formulas para o céalculo dos atributos utilizados estdo no
Anexo deste documento.

A classificagéo de ‘Negros’ foi feita realizando-se um fatiamento dos pixels com
namero digital menor do que 20 de uma imagem gerada, calculando-se, para
cada pixel, a média dos numeros digitais das quatro bandas multiespectrais.
Entre os objetos formados na imagem pelos pixels que atenderam a esta
condic&o, aqueles com &rea maior do que 12.000 m? foram classificados como
‘Rio Pinheiros’ e 0s objetos restantes passaram a pertencer a classe ‘Sombra’.
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Estas foram as Unicas classificacdes feitas de forma supervisionada, ou seja,

de forma n&o-automéatica.

Rede 2 Cena
Ndo Negros Negros
Vegetacdo N&o-Vegetacdo Rio Pinheiros Sombra
Rasteira Arbérea Telhados Nao-Telhados
Brilhantes Brancosou de
em Geral Aluminio
[
i Vi
Vermelhos Nao-Vermelhos
| [
Vi Vi Vi \i
Solo Exposto Telhado de Ceramica Escuros Azuis

Coberturas Piscinas
Metalicas e

Telhados de Telhados de Telhados de
Amianto Escuro Amianto de Amianto Claro

Materiais

ou Asfalto Novo Claridade Média ou Concreto
Azulados

ou Asfalto

Figura 5.6 — Rede hierarquica utilizada para a descricdo das classes de cobertura da
terra.

Para a classificacdo de ‘Vegetacao’' e ‘Nao-Vegetacédo’, de acordo com o
modelo de classificacdo escolhido (secéo 5.2), aplicou-se o algoritmo de AD
C4.5, precedido pela SA através do algoritmo FCBF, que determinou que
fossem atribuidos a classe ‘Vegetacdo’ objetos com o atributo ‘Ratio’ da banda
4 com valor acima de 0,2988. Cabe mencionar que o FCBF selecionou apenas
este atributo entre os noventa e seis disponiveis e que a AD gerada tem

apenas um particionamento, o que corrobora a eficiéncia do FCBF.

Entre as areas de vegetacdo, a descricdo das classes ‘Veg. Arbérea’ e ‘Veg.
Rasteira’ foi feita através das seguintes etapas: (1) submissdo das amostras
destas duas classes a um processo de selecdo de atributos pelos métodos Gl,

RELIEF-F e FCBF; (2) insercado dos sete atributos melhores ranqueados por
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cada um destes algoritmos (Tabela 5.6) na ferramenta Sample Editor do
sistema Definiens Developer; (3) geracdo das funcdes de pertinéncia fuzzy
automaticamente com base nas amostras (Figura 5.7); (4) escolha dos
atributos de acordo com os critérios qualitativos de separabilidade entre as
amostras (menor area de interseccao entre as funcées de pertinéncia) e custo
de implementagéo dos atributos no InterIMAGE. Assim, foram escolhidos os
atributos ‘Média da banda 2’, e ‘Média da banda 3'. Os valores de pertinéncia
retornados por estas funcbes foram agregados pelo operador ‘minimo’. As
funcdes de pertinéncia fuzzy e limiares utilizados, assim como 0s rankings de
atributos gerados por cada um dos algoritmos de SA, em todas as
classificacdes ao longo da rede hierarquica, estdo no Anexo deste documento.

Tabela 5.6 — Os sete melhores atributos ranqueados pelos algoritmos de selecdo de

atributos para a classificacdo de ‘Veg. Arbérea’ e ‘Veg. Rasteira'.

FCBF Valor RELIEF-F Valor InfoGain Valor

Média da B3 0,912 | B3/B1 0,19627 | Média da B3 0,905

'\B"é”' valordopixelna | 57 | vadiadaB3 | 0,16844 | Média da B1 0,749

Média B1 0,518 Média da B2 | 0,15437 | Média da B2 0,71

< Min. valor do Min. valor do pixel na

Area 0,411 pixel B3 0,13635 B3 0,541

Ratio da B2 0,402 | Min.valordo | 143509 | grilno 0,452

pixel B2

GLCM Min. valor do pixel na

Homogeneidade B3 0,388 Brilho 0,12531 ) P 0,447
o B2

(135°)

GLCM ) GLCM

Homogeneidade B2 0,378 | Area 0,11269 | Homogeneidade B2 0,435

(45°) (45°)
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Sample Editor

"Active class " Compare class

Arbdrea j Flasteira j

-
Brightness (NM)

[47 - 10441 17647) StdDew.: 12 0017690
i [63. 7088824 - 145,8236204] StdDev.: 17.358
15 450 7E0 1050 1350 1650 1950 2250 255 Overlap:0.00

Mean Lawer 1 (NN}
[20.50020320 - §5.52822353] Stdhev. D.E772052
| W [52 A50T343 - 103 4705352] StdDev.: 14.7377458
25 638 B8RS 1113 1400 1688 1974 263 255 QOyerlap:0.11

Mean Lawer 2 (MM}

m\\ [35.6223520 - 77.8688235] StdDev.: 11,113
i TP [F2.2352041 - 130.245] StdDew.: 1567024284

16 458 758 1056 1355 1654 1953 IS 255 Querlap:0.10

Mean Layer 3 (NN}
[30.7725480 - §1.5204118] StdDev. 74411228
do 1 [61.5204118 - 107 1626275] StdDev.: 12.7205426
2 336 BS3 968 1285 1601 1918 2234 285 Qyerlap:0.00

GLEM Homogeneity Layer 2 (07 (NH)
m\ 00431372549 - 0.1921569] StdDew.: 002200475201
L [0.092303202 1559 - 0.2627451] StdDev.: 0.03220833330
o 012 D25 D3 D50 DEX DTS DER 1 Owerlap: 0.26

GLCMW Homogeneity Lawer 3 (135T (MK

_m [0.05400 196072 - 0.1333333] StdDev.: 0.01922380854
P [0.080 19607543 - 0.204] StdDew.: 0.02837000273
0 043 035 038 050 063 0P 088 1 (yerlap:0.36

GLCMW Homogeneity Laver 2 (45T (NN)
[0.0352944 1765 - 0.1333333] StdDev.: 0.01874413521
L [0.05092039216 - 0.1882353] StdDev.: 0.03172066388
0 043 035 038 050 063 0F5 085 1 QOverlap:0.20

5.7 — Analise visual dos atributos selecionados pelos algoritmos de selecédo de
atributos.

Este processo de escolha dos atributos e definicdo das fungdes de pertinéncia
fuzzy aplicado para a descricdo de ‘Veg. Arborea’ e ‘Veg. Rasteira’ foi aplicado
da mesma forma nas outras classificacées por funcdo de pertinéncia fuzzy ao

longo da rede hierarquica.

Para a classificacdo de ‘Telhados Brilhantes’, foi gerada uma AD que definiu
como pertencentes a esta classe 0s objetos nao classificados como
‘Vegetacdo’ que possuiam o valor do atributo ‘Brilho’ acima de 208. Em
seguida, novamente uma AD foi gerada para a classificacdo de ‘Vermelhos' e
‘Nao-Vermelhos’. Passaram a pertencer aguela classe, os objetos com o
atributo ‘Ratio da banda 1’ de 0,2035.

A separacao entre objetos azulados e telhados e pavimentos de diferentes
tonalidades de cinza foi feita através da geracdo de uma AD, assim como a
classificacdo posterior de ‘Piscinas’ e ‘Cobertura Metalica’. Foram classificados
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como ‘Escuros’ objetos com o valor do atributo ‘Ratio da banda 2’ abaixo de
0,2964, ou objetos com valor acima deste e com 0 menor valor de um pixel do
objeto na banda 1 menor que 115. Entre os objetos que ndo atenderam a estas
condicbes (‘Azulados’), aqueles com ‘Ratio da banda 2’ com valor menor que
0,3546 foram classificados como ‘Coberturas Metdlicas’, e 0s restantes, como

‘Piscinas’.

Para a classificacdo de telhados e recapeamentos acinzentados, pela confusao
e interseccao natural entre estas classes, optou-se por utilizar funcbes de
pertinéncia fuzzy. O método de escolha dos atributos e definicdo das funcdes
empregadas foi 0 mesmo descrito para as classes ‘Veg. Arborea’ e ‘Veg.
Rasteira’. Isso resultou no fato de que os atributos ‘Brilho’ e ‘Média da banda 1’,
agregados pelo operador ‘minimo’, foram utilizados na classificacdo destas trés
classes.

Da mesma forma, a separagédo entre telhados de ceramica e solo exposto,
pertencentes aos objetos classificados como ‘Vermelhos’, foi feita por fungbes
de pertinéncia. Foram utilizados os atributos de textura ‘GLCM Contraste’ da
banda 3 calculado para os angulos de 90° e 135° pelo método de Haralick et al.
(1973). Os valores de pertinéncia retornados por estes atributos foram

agregados pela média.

5.4 Descricao das classes de uso do solo

As classes de uso do solo foram descritas em termos de fungdes de pertinéncia
fuzzy e selegcdes logicas (booleanas) de atributos relacionados ao
comportamento geométrico e espacial dos objetos das classes de cobertura da
terra dentro das quadras. As funcdes de pertinéncia fuzzy e booleana foram
agregadas por diferentes operadores e, em alguns casos, em estrutura de
cascata (hierarquica). Os operadores de agregacdo usados foram os de

minimo, maximo e média.
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As quadras que continham piscinas com &rea maior do que 2.000 m? foram
automaticamente atribuidas a classe ‘Clubes Desportivos’. A classe ‘Terrenos
Desocupados’ foi descrita como possuindo mais de 90 % de sua area coberta
por vegetacdo. Quadras com mais de 12.000 m? de area de vegetacdo tiveram
pertinéncia a esta classe definida pela funcéo de pertinéncia d na Figura 5.8 e

limiares de 0.6 a 1.0.

Apenas as quadras com objetos de ‘Sombra’ com area maior do que 200 m? e
retangularidade acima de 0,7 foram atribuidas pertinéncias as classes
‘Residencial Vertical de Alto Padrao’ e ‘Servicos Vertical’ respectivamente com
as funcdes d e c e limiares de 0,0 e 0,4 para o atributo porcentagem da area de
vegetacdo. A premissa aqui usada foi a de que objetos grandes e retangulares
classificados como sombra séo forte indicativos da presenca de edificios multi-
pavimentos, ou seja, prédios. Por isso, quadras assim detectadas como
possuidoras de prédios tiveram pertinéncias a estas classes, definidas de
acordo com a porcentagem de area de vegetacdo. Supfe-se que, na presenca
de muita vegetacdo, muito provavelmente o uso serd residencial e, do

contrario, 0 uso sera de servigos, que podem ser dos mais variados.

(a} (] ) (c)

(9) (h) (i}

Figura 5.8 — Fungdes de pertinéncia fuzzy utilizadas na descri¢do das classes de uso
do solo.
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Puderam ser consideradas quadras com uso ‘Residencial Horizontal de Baixo
Padrdo’, as quadras com porcentagem de area de ‘Telhados de Ceramica’
acima de 0,3. Dentre estas quadras, a pertinéncia a referida classe foi dada
pela funcdo ¢ na Figura 5.3, associada ao atributo ‘area relativa de
Vegetacdo’com limiares definidos de 0,0 a 0,5. A l6gica subjacente a isto € a de
que quanto maior a porcentagem de telhados feitos de ceramica (comumente
usados em residéncias) e menor a porcentagem de vegetacdo dentro da
quadra, maior sera a possibilidade desta quadra servir ao uso residencial por
familias de médio a baixo padrdo econdmico. Utilizando este mesmo raciocinio,
a pertinéncia a classe ‘Residencial Horizontal de Alto Padrao’ foi atribuida as
quadras de acordo com o valor minimo de pertinéncia retornado pelas funcdes
f, e e d (Figura 5.3) referentes respectivamente aos atributos ‘niamero de
objetos com &rea maior do que 200 m? classificados como Sombra’, ‘niimero
de objetos classificados como Telhado de Ceramica’ e ‘porcentagem da area
classificada como Vegetacdo'. Nesta mesma ordem de atributos, os limiares
definidos foram de 0 a 7, 0 a 20 e de 0 a 0,8. Portanto, espera-se que quadras
com muita vegetagdo e telhados de ceramica, normalmente de tamanhos
grandes e bem separados uns dos outros, tenham maior possibilidade de
servirem ao uso residencial por familias com maior poder aquisitivo. O atributo
‘nimero de objetos com area maior do que 200 m? classificados como Sombra’
foi inserido com vistas a diminuir a confusao com a classe ‘Residencial Vertical
de Alto Padrao’. Isto foi necessario, pois quadras com este uso também foram
caracterizadas como abundantes em vegetacdo e podem apresentar manchas

de solo exposto classificadas erroneamente como ‘Telhados de Ceramica’.

O uso de caracterizacdo mais abstrata e subjetiva ‘Misto Residencial e de
Servicos’ foi descrito pelos atributos ‘area relativa de Vegetacao’, ‘porcentagem
em éarea de Telhados de Ceramica’ e ‘area relativa de Telhados Variados’. Ao
primeiro atributo, atribuiu-se a funcéo fuzzy de pertinéncia c da Figura 5.8, com
os limiares de 0,0 a 0,3; ao segundo, atribuiu-se a funcéo g da Figura 5.8, com

os limiares de 0,0 a 0,7; e ao terceiro atributo, atribuiu-se a funcédo h da Figura
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5.8, com os limiares de 0,0 e 1,0. A agregacdo dos valores de pertinéncia a
esta classe de uso do solo retornado por estas trés funcgoes foi feita da seguinte
forma. Inicialmente, calculou-se a média entre os valores de pertinéncia
retornados pelas funcdes g e h da Figura 5.3 relacionadas respectivamente aos
atributos ‘area relativa de Telhados de Ceramica’ e ‘area relativa de Telhados
Variados’. Em seguida, a pertinéncia final a esta classe de uso do solo foi dada
pelo valor minimo entre este valor médio calculado e o valor de pertinéncia
retornado pela funcdo c da Figura 5.3 para o atributo ‘porcentagem em area de
Vegetacdo'. Esta classe foi assim descrita, pois possui hormalmente metade de
sua area ocupada por telhados de ceramica e outra metade ocupada por outros
tipos de telhados. Verificou-se também na interpretacdo visual que uma
caracteristica congénita desta classe é a quase inexisténcia de vegetacao, dai

o fato do atributo relacionado a esta caracteristica ser inserido.

As classes ‘Favela’ e ‘Indastrias e Servicos’ sdo as de descricdo mais
complexas. Isto porque as favelas sao dificeis de serem caracterizadas mesmo
por um intérprete humano, quanto mais por um sistema baseado em
conhecimento. As industrias, em termos da cor dos materiais constituintes dos
telhados, sdo muito similares as favelas, por isso a descricdo destas classes

teve de ser mais extensa e envolveu mais tempo de trabalho.

As figuras de 5.9 a 5.10 mostram a descricdo das classes ‘Industrias e
Servicos’ e ‘Favela’. Nestas figuras, as caixas rosa indicam o operador de
agregacédo de valores de pertinéncia. Abaixo de cada operador, estao escritos
os atributos utilizados. Referente a cada atributo, esta indicada pelas letras da
Figura 5.8 a funcdo de pertinéncia aplicada, assim como o limiar esquerdo e

direito utilizados.

A seguinte légica envolveu a descricdo da classe ‘Industrias e Servigos’. Os
seis atributos agregados pelo valor maximo de pertinéncia (mais internamente
a hierarquia de agregacodes) representam o juizo de que se espera encontrar
em quadras com uso industrial e armazéns uma é&rea relativa predominante de

‘Telhados Variados’ ou ao menos telhados grandes e retangulares de algum
118



tipo de material exceto de ceramica. Pelo fato de cada tipo de telhado
apresentar um comportamento diferente quanto a retangularidade, foram
inseridos atributos individuais para cada tipo de telhado contemplado pelas
classes de cobertura da terra na descricdo desta classe de uso do solo.
Também internamente a hierarquia, e agregados pelo operador de maximo
(‘ou’ em lbgica booleana), os atributos ‘maxima retangularidade de sombras
maiores que 200 m? e ‘inexisténcia de sombras maiores que 200 m* foram
inseridos, pensando-se que caso este atributo retorne valor de pertinéncia 0, ou
seja, caso sombra(s) maior(es) que este tamanho existam dentro de uma
quadra com uso industrial, entdo aquele atributo e fungéo fuzzy provavelmente
retornardo um valor alto de pertinéncia. Em outras palavras, casos objeto(s) de
‘Sombra’ com tamanho grande sejam encontrado(s), espera-se que eles
tenham retangularidade baixa, caso contrario, estas sombras indicariam a
presenca de prédios e outro tipo de uso seria atribuido a quadra em questéo.
Por ultimo, os dois atributos mais externos a cascata representam as condi¢cdes
basicas para uma quadra ser de uso industrial que sdo: baixa ou nenhuma

presenca de ‘Vegetacdo’ e de ‘Telhado de Ceramica’.

Min.
Max.

— Maxima retangularidade de sombras maioresque 200 m?— (c), 0.6 — 1.0
— Inexisténciade sombras maioresque 200m? — (i), 0.0 -2.0

Max.

— Arearelativa de ‘Telhados Variados’ — (a), 0.0—1.0

— Maxima retangularidade de objetos de ‘Cobertura Metalica'com area maiorque 1900 m? — (d), 0.6 —1.0
— Maximaretangularidade de objetos de ‘Telhados Brilhantes’com &rea maior que 1900 m? — (d), 0.6 — 1.0
— Maéxima retangularidade de objetos de ‘TAC’com area maior que 1900 m?— (d), 0.4 -1.0

— Maxima retangularidade de objetos de ‘TAM’com area maior que 1900 m?— (d), 0.4-1.0

— Maxima retangularidade de objetos de ‘TAE’com area maior que 1900 m? - (d), 0.6 — 1.0

—— Arearelativa de Telhado de Ceramica — (c), 0.0 - 0.7

L— Arearelativa de Vegetagéo — (a),0.0 - 0.3

Figura 5.9 — Descricdo da classe ‘Industrias e Servigos'.
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A descricdo da classe ‘Favelas’ também possui a mesma regra inserida na
descricdo de ‘Industrias e Servigcos’, a saber, caso existam sombras grandes
dentro da quadra, elas devem ter retangularidade baixa, do contrario, a quadra
em questao recebera pertinéncia baixa a esta classe, pois a ultima agregacao,
assim como na descricdo de ‘Industrias e Servigos’, é feita pelo minimo valor
de pertinéncia. Mais internamente a hierarquia de agregacéo e agregados pelo
valor minimo, os atributos ‘existéncia de Telhados Grandes’ e ‘retangularidade
média de objetos de Telhados Grandes’ denotam que, pelo fato de na
classificacdo da cobertura da terra objetos adjacentes classificados como o
mesmo tipo de telhado terem sido agregados, objetos grandes e de baixa
retangularidade (assimétricos) devem ser encontrados em quadras com
‘Favelas’. Caso nenhum objeto de ‘Telhados Grandes’ ter sido encontrado,
espera-se que a quadra com ‘Favelas’ tenha alta area relativa de ‘Telhados
Variados’ e baixa area relativa de ‘Vegetacdo’. Assim como na classe
‘Indastrias e Servigos’, as condicdes basicas de baixa éarea relativa de

‘Telhados de Ceramica’ e de ‘Vegetacao’ devem ser atendidas.

— Maxima retangularidade de sombras maioresque 200 m?- (c), 0.1-1.0
— Inexisténciade sombras maioresque 200m? — (i), 0.0-2.0

4| Max. |
Min.

— Existénciade ‘Telhados Grandes’ — (i), 0.0 - 2.0
— Retangularidade médiade objetos de ‘Telhados Grandes’ — (c), 0.4—-1.0

Min.

Inexisténciade ‘Telhados Grandes’ — (i), 0.0-2.0
— Arearelativa de ‘Telhados Variados’ — (d), 0.0 — 0.6
— Arearelativa de ‘Vegetacdo’ — (a), 0.0—-0.5

—— Arearelativa de Telhado de Ceramica — (a), 0.0 -0.2

— Arearelativa de Vegetacdo — (c),0.0 - 1.0

Figura 5.10 — Descricdo da classe ‘Favelas’.
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5.5 Modelo de classificagdo elaborado no sistema Definiens Developer
5.5.1 Arvore de processos

O modelo de interpretacdo elaborado no sistema Definiens Developer esta
estruturado na arvore de processos exibida na Figura 5.11. Na classificacao da
cobertura da terra, os universos de classes e a sequéncia em que o0s
algoritmos de segmentacéo e classificagdo foram empregados foram definidos
de acordo com a rede hierarquica escolhida. Ou seja, ao invés de organizar
hierarquicamente as classes através da interface do sistema e realizar uma
Unica classificacdo geral respeitando esta hierarquia, foi necessério definir a
hierarquia entre as classes através da sequéncia das classificacbes e da
definicdo dos universos de classes em que estas classificagcbes foram
realizadas. Isto foi imprescindivel, pelo fato de mais de uma parametrizacédo de
segmentacdo e processos de agregacdo destes segmentos terem sido
aplicadas no decorrer do processo de classificacdo de cobertura da terra.

A arvore de processos foi estruturada de modo a facilitar o entendimento do
modelo de interpretacéo e a realizagdo dos testes de cada etapa do processo.
A este respeito, uma vez definido os dominios seméanticos e de objetos e a
descricédo das classes, a estruturacao da arvore de processos pode ser sempre
reestruturada de modo a se tornar mais compacta e otimizada. No entanto, os
resultados obtidos seriam 0os mesmos. Esta compactagdo pode ser vantajosa
quando nenhuma manutencgéo e testes forem necessarios e se deseja exportar

a arvore de processos para a aplicacdo sobre outras areas ou datas.

A primeira etapa do processo (linhas de 1 a 3) consiste na importagéo do vetor
das quadras e sistema viario na analise. Isto no sistema Definiens Developer é
entendido como uma segmentacdo seguida de classificagdo. No passo da
segmentacgédo, é dado um parametro de escala grande o suficiente (no caso, de
5000) para que os segmentos gerados coincidam exatamente com o0s vetores

importados. O nivel de segmentos (dominio de objetos) assim criado foi
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chamado de ‘Quadra’. Em seguida, para o discernimento entre quadras e ruas

foi utilizando o atributo ‘ID’ dos vetores.

=- o ProreessSerd
1 = = Estandc s geadras 26 = = SerewacSode Soo Exposty” @ Tebadge de Cerdmca

= ipertagio d das quadnas = Agregacia dos obietos vermedes
ML, Sciag B s cusacr s 8 Sebesa viing ML Caesficaci de “Scio Expostn” & Talbadtg de Carimic:
4 = » Cassfcarde nobedrs daters 29 = w Agregacio dof obstos cacsficados
= = i?.'.:ﬂ"l:!'ﬂ: Mearos e Soregaria dos objetos: de bt rs Mt
e el i prest-a-poosd e Aoperacio dos obistos de 1. Sribartes
B, Gassioagdn de “Negres - Aperee 5o dos obistorde TAC
= Apecacio doc dietos dasalicades oo “Hegras e Ropegec 5o dos obistos de TR
ML, Chosficacic de "R Pinheros”, " Sombra o Aqpegecia dos obietos de TAE
ML, Chesficacio de “Sonbra de Pradios e Lpecho thos bt g Peras
11 =~ w Defininds.o Sadground 36 = = Apstes Superasonados
ML, CefragEc do Badiground ML Selaciio dos abistos e Coberturs Mstilcs * oom Srea. > que 1900 nd
e EgregacSa dos dbwtus de Background ML Selerio dos obristos de AL com drma > que ER00 RS
14 = = Cessiicands awegetacio Bl Selerie dos obistos e T TEM con ee > gos 130 =2
= Segrentagic des dassesde “egetacio M, Seeso dos abistos de *TAE " con- drse > que 1002
M, Cassfosio de Sreas eerdes M, Sele3io dos obeetos de- * Teladios Briartes ” con Sreg > que 1900 m2
M, Chesficacln deiing. " Srbires”, "Rastery M), Ceesifica;So de cbishos de “(Cob. Metlica ™ manor do que 30 B2 tomo * Piscins:
= Sopecachs dos dbietos do Background 43 = » Oessificanda o iisa
19 = e Cesficards os Tipos de Tahados M, Cassficarto dolisy do Solo

= Segrentsi dos bpos dferentes e tebhados

ML, Chesficacdo de " Coberturas Metdics:’ » Pscras

Figura 5.11 — Arvore de processos do modelo de classificagdo no sistema Definiens
Developer.

Nas linhas de 5 a 10, é feita a classificacdo de ‘Sombra’ e do Rio Pinheiros.
Primeiramente, uma segmentacdo em que cada pixel da imagem torna-se um
segmento foi realizada. Assim, criou-se um segundo nivel de segmentacao
abaixo de ‘Quadra’ chamado de ‘Cobertura’. Os objetos com o atributo ‘Brilho’
(média das médias dos numeros digitais de um segmento) menor do que 20
foram classificados como ‘Negros’. Esta etapa € equivalente ao fatiamento dos
pixels com numero digital menor do que 20 de uma imagem de brilho gerada
externamente, sendo esta imagem de brilho gerada, calculando-se a soma dos
ND das quatro bandas espectrais dividido por quatro. Pixels vizinhos que
atendem a condicdo de ‘Negros’ sdo agregados em um unico objeto na linha 8.
Na linha 9, p6de-se entdo separar a classe ‘Sombra’ da classe ‘Rio Pinheiros’,
atribuindo a esta classe os objetos com &rea superior a 12.000 m?. Entre 0s
objetos de ‘Sombra’, aqueles com area superior a 200 m? passam a pertencer
a classe ‘Sombra de Prédios’ na linha 10. Estas foram as Unicas classificacfes

cuja descricdo das classes foi definida de forma supervisionada pelo intérprete.
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Para que outros parametros de segmentacdo pudessem ser aplicados no
decorrer do processo de interpretacdo, um plano de fundo foi criado,
agregando-se 0s objetos (pixels neste caso) nao classificados como ‘Negros’ e
atribuindo-os a uma classe abstrata nomeada ‘Background’. Os objetos
pertencentes a esta classe foram em seguidas agregados (linhas 11 a 13).
Sempre sobre ‘Background’, os procedimentos de segmentacao e classificacédo
para a deteccdo das outras classes de cobertura da terra foram aplicados ao

longo do processo de classificagao.

Sobre ‘Nao-Negros’ (ou ‘Background’ no processo), foi aplicado o procedimento
de segmentacdo de areas vegetadas utilizando os parametros do teste 8 na
Tabela 5.4. Na realidade, como os algoritmos de segmentagcdo dos sistemas
Definiens Developer e InterIMAGE, apesar de terem 0S mesmos parametros,
gerarem resultados diferentes, simulamos a segmentacédo obtida no aplicativo
SPT pelo algoritmo de Baatz e Shape (2000) (disponivel no InterIMAGE)
importando o vetor dos segmentos para o Definiens Developer em formato
Shépefile. Um parametro de escala exageradamente alto foi definido para que
0s objetos coincidissem rigorosamente. Em seguida (linha 16), as areas com
‘Vegetacdo' foram detectadas com o algoritmo de classificagcdo por
limiarizagdo. Na linha seguinte, o algoritmo de classificagdo utilizando a
descricdo das classes foi aplicado sobre o universo de objetos da classe
‘Vegetacdo’ para distincdo entre vegetacao arbdrea e rasteira. Por ultimo, os
objetos nédo classificados como ‘Vegetacdo’, ou seja, ainda pertencentes a
‘Background’, sdo agregados na linha 18.

A classificacdo dos diferentes tipos de telhados e pavimentos foi feita da
seguinte forma. No universo de ‘Background’, foi aplicado o procedimento de
segmentacao, simulando novamente a segmentacdo realizada no SPT com
parametros obtidos no teste 1 (Tabela 5.3). Aqui, vale documentar que foi a
importacdo dos arquivos Shépefile dos segmentos obtidos no SPT que
impossibilitaram a aplicagdo da metodologia em &reas maiores que 4000 X

4000 pixels. Uma vez simulada a segmentacado do SPT, os diferentes tipos de
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telhados foram classificados na ordem definida pela rede hierarquica 2.
‘Telhados Brilhantes’, ‘Vermelhos’, e ‘Escuros’ sdo classificados nesta ordem
pelo algoritmo de classificagcéo, por limiar agindo no plano de fundo, ou seja,
classe ‘Background’. Na linha 24, os diferentes tipos e estados de telhados de
amianto, cimento e concreto sdo classificados por suas descricdes de classe.
Em seguida, o algoritmo de classificagdo por descricdo de classes € aplicado
sobre o plano de fundo para a deteccdo de ‘Coberturas Metalicas’ e de

‘Piscinas’.

Para a separagdo de ‘Telhado de Ceramica’ e ‘Solo Exposto’, anteriormente a
classificacdo por descricdo de classes, foi aplicado o algoritmo de agregacéo
de objetos adjacentes sobre a classe ‘Vermelhos’ (linha 27). Isto foi feito na
esperanca de que novas amostras coletadas de ambas as classes sobre estes
objetos agregados pudessem, por atributos de forma e textura mais coerentes,

determinar a descricdo destas duas classes.

Nas linhas de 29 a 35, é utilizado o algoritmo de agregacdo de segmentos
vizinhos pertencentes a uma mesma classe para todas as classes exceto
‘Vegetacdo’ e ‘Telhados de Ceramica’. Isto representa a transformacdo dos
elementos de analise de objetos primitivos (sub-segmentos) para objetos reais
em geometria e relacdo topoldgica. Assim, 0s segmentos passam a representar

nao mais partes componentes, mas objetos reais inteiros.

Na etapa seguinte do processo de interpretacéo (linhas 37 — 42), sao feitas
selecdes de objetos das classes de telhados, exceto os de ceramica com area
superior a certo limiar (no caso, 1900 m?), para a composicdo de classes
abstratas que, estruturadas semanticamente, seriam utilizadas na interpretacéo
do uso do solo. Considerou-se que caracteristicas como a existéncia de
telhados grandes e retangulares e, por oposicao, telhados pequenos e quando
amalgamados, assimétricos, sdo evidéncias importantes dos tipos de uso do

solo que ocorrem dentro das quadras.
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Finalmente, a classificacdo do uso do solo é feita na linha 44 tendo como
dominio de objetos o nivel de segmentacdo ‘Quadra’, e como dominio de

classes, a classe ‘Quadras’.

5.5.2 Avaliacao das classificagdes

A avaliagéo das classificagdes de cobertura da terra e de uso do solo foi feita
por matriz de erros e por indice de incerteza. Os resultados serdo

apresentados para cada quadrante da area de estudo e data da imagem.

5.5.2.1 Avaliacéao das classificacdes de cobertura da terra

A Tabela 5.7 mostra a matriz de erros obtida na avaliacdo da classificacdo de
cobertura da terra no quadrante Q1. Nota-se por esta tabela, que o indice KA e
EG séo altos. Pela categorizacdo do KA de Landis e Koch (1977), esta
classificagcdo tem acuracia muito boa (entre 0,6 e 0,8). As classes ‘Solo
Exposto’, ‘TAM’, ‘TAE' e ‘Coberturas Metdlicas’ sdo as Unicas que
apresentaram EU e/ou EP abaixo de 0,7 e Kappa por classe em torno de 0,55.
Todas as outras classes apresentaram EU, EP e Kappa por classe superior a
0,7.

Relativamente poucas amostras de referéncia ndao foram classificadas. As
classes ‘Vegetacdo Arbdrea’ e ‘Vegetacdo Rasteira’ apresentam confuséo
quase que exclusivamente entre si nos dois anos. O fato da EU e EP destas
classes estarem acima de 0,8 demonstra que as areas com vegetacdo foram
classificadas com muito sucesso pela metodologia proposta. As classes
‘Sombra’ e ‘Telhados Brilhantes’, como esperado, por serem de facil
classificacdo, apresentaram valores excelentes de EU, EP e Kappa por classe.
Plausivelmente, os poucos erros de classificagdo, na maioria de comissao,
foram atribuidos a classe ‘TAE’ no caso de ‘Sombra’, e as classes ‘TAC’ (por
apresentar também brilho alto) e, curiosamente, ‘Solo Exposto’ no caso de

‘Telhados Brilhantes’.
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Quanto aos diferentes tipos de telhados de amianto e de materiais com
tonalidades de cinza similares, a Tabela 5.7 monstra que a classe ‘TAM’ é a
que apresenta maior confusdo e, consequientemente, menor EU e EP entre
estas trés classes. Isto pode ser justificado pelo fato de, na realidade, néo
haver um limite claro e objetivo entre estas trés classes. A classe ‘TAE’
apresentou erros de omissdo exclusivamente com a classe ‘TAM’ e erros de
comissdo predominantemente com esta classe. A classe ‘TAM’ apresenta erros
de omissdo com ‘TAE’ e ‘TAC’ e em menor grau com ‘Coberturas Metalicas’,
sendo os erros de comissao desta classe quase que exclusivamente atribuidos
a ‘TAE'. A classe ‘TAC’, que de todas as classes é a que tém maior nimero de
erros, apresenta mais erros de omissdo com ‘Telhados Brilhantes’ e erros de
comissao atribuidos as classes ‘TAM’ e, em menor grau, ‘Solo Exposto’.
Apesar da confusédo esperada entre estas classes de telhados de tonalidades
de cinza, vemos que, se as considerarmos em conjunto, o indice de acerto fica

em torno de 0,84.

Como em outros trabalhos de classificacdo da cobertura da terra urbana por
SR (Pinho, 2005; Araujo, 2006), houve uma confusdo significativa entre
‘Telhado de Ceramica’ e ‘Solo Exposto’. Esta classe confunde-se igualmente
em erros de omissdo com ‘Telhado Ceramica’, ‘TAC’ e ‘Telhados Brilhantes'.
Também se verifica que ‘Solo Exposto’ apresenta confusdo em erros de
comisséo exclusivamente com ‘Telhado Ceramica’, sendo a reciproca também
verdadeira (EU de 0,61 e 0,93). Notou-se também que a classe ‘Telhado de
Ceramica’ apresenta curiosamente uma confusdo em erros de omissao com a
classe ‘Vegetacdo Rasteira’. A classificacdo de cobertura da terra no quadrante

Q1 se encontra na Figura 5.12.

A Tabela 5.8 mostra a matriz de erros obtida na avaliacdo da classificacdo de
cobertura da terra no quadrante Q2. Pela categorizacdo do Kappa Global de
Landis e Koch (1977), esta classificacdo tem acuracia excelente (0,86). Quanto
aos indices Kappa por classe, EU e EP, vé-se que o desempenho geral desta

classificacdo € muito bom, pois somente as classes ‘Piscinas’ e ‘Telhados de
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Ceramica’ tem EU abaixo de 0,7. A classe ‘Solo Exposto’ é a de pior acuracia.
As classes ‘Veg. Rasteira’ e ‘Veg. Arbdrea’ possuem erros de comissao quase
que exclusivamente entre si; a exce¢do € entre ‘Veg. Rasteira’ e ‘Telhados de
Ceramica’. A confuséo entre estas duas classes pode se dar quando a grama
esta tado rala que o solo exposto subjacente pode levar a classificacdo como
‘Telhado de Ceramica’, classe espectralmente muito semelhante a ‘Solo
Exposto’. Esta classe tem o comportamento de se confundir em erros de
omissdo com as classes ‘TAC’, ‘TAM’, ‘Telhados Brilhantes’ e ‘Telhados de
Ceramica’. Ja os erros de comissao de ‘Solo Exposto’ ocorre exclusivamente
sobre a classe ‘Telhado de Ceramica’. Entre as classes de pavimentagéo e
telhados de tonalidades de cinza, percebe-se que, assim como no quadrante
Q1, a classe ‘TAM’ é a de menores indices EU e EP, e a classe ‘TAC’ é a de
maiores indices EU e EP. A classe ‘TAM’ é a que se confunde em erros de
comissdo com o0 maior numero de classes. A classe ‘Cobertura Metalica’
apresentou poucos erros de omissdao. Os erros de comissdo foram com as
classes ‘Veg. Rasteira’, ‘Piscinas’ e ‘TAE'. A classificacdo de cobertura da terra

no quadrante Q2 se encontra na Figura 5.13.

A Tabela 5.9 mostra a matriz de erros obtida na avaliacdo da classificacdo de
cobertura da terra no quadrante Q3. Esta classificacdo pode ser considerada
de acuracia excelente pela categorizacdo do KA de Landis e Koch (1977).
Analisando-se os indices KC, EU e EP, nota-se que apenas a classe ‘Solo
Exposto’ ndo obteve valor alto. O padréo de confuséo exibido por esta classe &
muito similar ao de Q2 e Q1, ou seja, 0os erros de comissdo se dao,
predominantemente, com ‘Telhado de Ceramica’ e com ‘TAC’, e 0s erros de

omisséo se ddo com ‘TAC’, ‘Telhados Brilhantes’ e ‘Veg. Rasteira’.

Novamente, no quadrante Q3, véem-se erros de comissdo da classe ‘Veg.
Rasteira’ com a classe ‘Telhado de Ceramica’, porém, assim como nhosS
quadrantes Q1 e Q2, o comportamento geral exibido pelas classes ‘Veg.
Rasteira’ e ‘Veg. Arbdérea’ € de confusdo por omissdo e comissado entre si.

Entre as classes de telhados e pavimentos de tonalidades de cinza, nota-se
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que a confusao por erros de comissao e omissdo se da entre ‘TAM’ e ‘TAC,
sendo que ‘TAE’ apresenta erros de omissédo com as classes ‘Veg. Arbdrea’ e,
curiosamente, com ‘Coberturas Metalicas’. Percebe-se também que a classe
‘Telhados Brilhantes’ ndo apresentou nenhum erro de omissdo, mas comete
erros falso-positivos com ‘Solo Exposto’, “‘TAC’ e ‘Telhado de Ceramica’, o que
faz com que talvez seja necesséario o aumento do limiar de brilho que descreve
‘Telhados Brilhantes’. A classificagdo de cobertura da terra no quadrante Q3 se

encontra na Figura 5.13.
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Tabela 5.7 — Matriz de erros da classificag&do de cobertura da terra no quadrante Q1.

Sombra

Classes Qe' Veg. Arb Iggsgt'_ T.Brilh. CIE/IOett).. Piscinas TAE TAM TAC Eglpo ng Soma
Prédio

Sombra de Prédio 9 0 0 0 0 0 0 0 0 0 0 9
Veg. Arbérea 0 125 14 0 0 0 0 0 0 0 0 139
Veg. Rasteira 0 23 140 0 0 0 0 0 0 4 167
T. Brilhantes 0 0 0 47 0 0 0 0 7 2 1 57
Coberturas Metalicas 0 0 1 0 5 3 0 2 0 0 0 11
Piscinas 0 0 0 0 0 9 0 0 0 0 0 9
TAE 1 0 0 0 0 0 29 9 0 0 0 39
TAM 0 0 0 0 0 0 14 31 1 0 0 46
TAC 0 0 1 1 4 0 10 49 2 0 67
Solo Exposto 0 0 0 0 0 0 0 0 0 8 5 13
Telhado de Ceramica 0 0 0 0 0 0 0 0 0 2 27 29
N&o-classificado 1 0 0 0 0 0 0 0 4 1 0 6
Soma 11 148 156 48 9 12 43 52 61 15 37

EP 0,818182 | 0,844595 | 0,897436 | 0,979167 | 0,555556 0,75 | 0,674419 | 0,596154 | 0,803279 | 0,533333 | 0,72973

EU 1]0,899281 | 0,838323 | 0,824561 | 0,454545 1| 0,74359 | 0,673913 | 0,731343 | 0,615385 | 0,931034

KC 0,815375 | 0,796909 | 0,857134 | 0,976947 | 0,547141 | 0,746141 | 0,651457 | 0,56213 | 0,778173 | 0,522855 | 0,715808

EG 0,809122

KA 0,770412
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Tabela 5.8 — Matriz de erros da classificacdo de cobertura da terra no quadrante Q2.

Classes So(r;eb.ra Pliquﬁm X?g I\?/:St.. T. Brilh. f\:/loett).. Piscinas TAE TAM TAC Eglpo Ee(‘jf Soma
Prédio
Sombra de Prédio 24 0 0 0 0 0 0 0 0 0 0 0 24
Rio Pinheiros 0 3 0 0 0 0 0 0 0 0 0 0 3
Veg. Arbdrea 0 0 155 7 0 0 0 2 0 0 0 0 164
Veg. Rasteira 0 0 6 102 0 0 0 0 0 0 0 7 115
T. Brilhantes 0 0 0 0 33 0 0 0 0 0 1 0 34
Cob. Metalicas 0 0 0 1 0 13 2 2 0 0 0 0 18
Piscinas 0 0 0 0 0 0 3 0 0 0 0 0 3
TAE 0 0 0 1 0 0 0 40 7 0 0 0 48
TAM 0 0 0 1 0 0 0 3 20 3 1 0 28
TAC 0 0 0 0 0 1 0 0 1 39 3 0 44
Solo Exposto 0 0 0 0 0 0 0 0 0 0 3 7 10
T. de Ceramica 0 0 0 0 0 0 0 0 0 0 1 20 21
N&o-classificado 0 0 0 0 0 0 0 0 0 0 0 0 0
Soma 24 3 161 112 33 14 5 47 28 42 9 34
EP 1 1] 0,962733 | 0,910714 11]0,928571 0,6 | 0,851064 | 0,714286 | 0,928571 | 0,333333 | 0,588235
EU 1 1] 0,945122 | 0,886957 | 0,970588 | 0,722222 11]0,833333 | 0,714286 | 0,886364 0,3 | 0,952381
KC 1 0,94517 | 0,884851 1]0,925969 | 0,597642 | 0,835657 | 0,697757 | 0,921856 | 0,320053 | 0,570624
EG 0,888672
KA 0,864383
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Tabela 5.9 — Matriz de erros da classificacdo de cobertura da terra no quadrante Q3.

Classes Sog,]eb_ra Pliqr:%. ng I\?/:St" T. Brilh. CMC:;.. Piscinas TAE TAM TAC Eg:)o ng Soma
Prédio

Sombra de
Prédio 22 0 0 0 0 0 0 0 0 0 0 0 22
Rio Pinheiros 0 1 0 0 0 0 0 0 0 0 0 0 1
Veg. Arbérea 0 0 124 6 0 0 0 1 0 0 0 0 131
Veg. Rasteira 0 0 3 117 0 0 0 0 0 0 1 3 124
T. Brilhantes 0 0 0 0 27 0 0 0 0 1 1 0 29
Cob. Metdlicas 0 0 0 0 0 8 1 2 1 0 0 0 12
Piscinas 0 0 0 0 0 0 3 0 0 0 0 0 3
TAE 0 0 0 0 0 0 0 29 0 0 0 0 29
TAM 0 0 0 0 0 0 0 0 30 3 0 0 33
TAC 0 0 0 0 0 1 0 0 10 38 3 0 52
Solo Exposto 0 0 0 0 0 0 0 0 0 0 7 5 12
T. de Ceramica 0 0 0 0 0 0 0 0 0 0 21 21
N&o-classificado 1 0 0 0 0 0 0 0 0 0 0 0 1
Soma 23 1 127 123 27 9 4 32 41 42 12 29

EP 0,956522 11]0,976378 | 0,95122 1] 0,888889 0,75 | 0,90625 | 0,731707 | 0,904762 | 0,583333 | 0,724138

EU 1 1 | 0,946565 | 0,943548 | 0,931034 | 0,666667 1 1]0,909091 | 0,730769 | 0,583333 1

KC 0,954387 0,96725 | 0,933737 10,885978 | 0,748394 | 0,900085 | 0,711447 | 0,892914 | 0,572416 | 0,711236

EG 0,908511

KA 0,889189
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Cobertura da terra - 2002 (Q1)
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Figura 5.12 — Classificacdo da cobertura da terra no quadrante Q1 realizada com o
sistema Definiens Developer.
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Cobertura da terra - 2002 (Q2)
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Figura 5.13 — Classificagdo da cobertura da terra no quadrante Q2 realizada com o
sistema Definiens Developer.
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Cobertura da terra - 2002 (Q3)
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5.14 - Classificagao da cobertura da terra no quadrante Q3 realizada com o sistema
Definiens Developer.
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A Figura 5.15 mostra exemplos nas imagens de confusdes recorrentes entre as
classes de cobertura da terra. Na parte superior desta figura, € mostrado um
exemplo em que objetos de vegetacdo arboérea foram classificados como
vegetacao rasteira por apresentarem alto brilho e, consequientemente, maiores
valores da média da banda do verde e do vermelho, atributos que descrevem
estas classes. Na parte inferior da figura, s&o mostrados dois erros comuns
envolvendo a classe ‘Solo Exposto’. No circulo mais acima, nota-se uma
mancha de solo exposto de alto brilho classificada erroneamente como
‘Telhados Brilhantes’ e no circulo mais abaixo se pode notar como o campo de
futebol de terra batida (solo exposto) recebe classificagdo de ‘TAM’, ‘Veg.
Rasteira’ e ‘Solo Exposto’, justamente por se tratar de uma interface entre
grama e solo exposto, 0 que torna o comportamento espectral destas areas

descaracterizado.

Figura 5.15 — Exemplos de erros comuns nas classificag6es de cobertura da terra.
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A Figura 5.16 mostra casos de erros nas classificacdes decorrentes da
complexidade da realidade e das limitagcdes da resolucao espectral do sensor
utilizado. Na parte superior e inferior da figura, sdo destacados exemplos em
que as diferencas de orientacdo dos telhados e da condicdo de limpeza e
preservacdo ocasionam, tanto na segmentagdo como na classificacdo, a
separacdo de um objeto do mundo real em mais de um objeto da imagem
atribuidos a diferentes classes. Nas cidades com alto grau de densidade de
construcdo como Sao Paulo, este tipo de erro ou limitacdo torna-se
incontornavel, quando se dispde como dado apenas uma imagem
multiespectral abrangendo do azul ao infravermelho. Por outro lado, estas
diferentes condi¢cdes de iluminacdo e preservacdo podem ser classificadas,

ainda que de forma indesejada.

Figura 5.16 — Exemplos de erros comuns nas classificacdes de cobertura da terra.
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5.5.2.2 Avaliacao das classificagdes do uso do solo

A Tabela 5.10 exibe a matriz de confusédo da classificacdo do uso do solo no
quadrante Q1. Esta classificacdo pode ser considerada muito boa, conforme a
categorizacao de Landis e Koch (1977), pois apresenta indice KA de 0,80 e EG
de 0,84. No geral, o KC, a EU e EP das classes sao muito boas, exceto pela
classe ‘UMRS’, que apresentou EU de 0,53 e EP de 0,63. As classes ‘UTD’ e
‘UCD’, pelo fato de serem de facil caracterizacdo e baixa ocorréncia, foram
classificadas com indices altos de EU e EP, apesar de erros de comissdo com
a classe '‘URHAP’ terem baixado a EU de ‘UTD’ para 0,60. A classe ‘UF’,
apesar de ter sido confundida por erros de omissdo com o0 maior numero de
classes, apresentou EU méaxima (1,0). A classe ‘UMRS’ possui relativamente
muitos erros de comissdo com a classe ‘URHBP’ e erros de omissdo com a
classe ‘URHAP’. A classe ‘URHBP’ cometeu erros de omissdo quase que
exclusivamente com a classe ‘UMRS’, e a classe ‘URHAP’ cometeu erros de
omissao somente com a classe ‘UTD’, o que é plausivel dada a caracteristica
em comum de alta area relativa de ‘Vegetacao’. Entretanto, o niumero alto de
erros de comissao com outras classes sugere que esta talvez seja a classe de
maior confusdo em uma analise global. A classe ‘URVAP’ apresentou poucos
erros de comissao com outras classes. A Figura 5.17 exibe a classificacédo de

uso do solo no quadrante Q1.

A Tabela 5.11 exibe a matriz de confusédo da classificacdo do uso do solo no
quadrante Q2. Esta classificacdo pode ser considerada muito boa, conforme a
categorizacdo de Landis e Koch (1977). Analisando-se os indices Kappa por
classe, EU e EP, percebe-se que a confusdo entre as classes foi maior nesta
area em comparacdo com Q1. As classes ‘UMRS’ e ‘USV’' sdo as que
apresentaram menor acuracia. A classe ‘UMRS’, apesar de apresentar poucos
erros de comissdo (EU de 0,66), foi confundida por erros de omissdo com
quatro classes bem distintas entre si: ‘UIS’, ‘USV’, ‘URHAP’ e ‘URHBP’. Destas
classes, esperava-se que apenas a Ultima mostrasse confusdo com ‘UMRS’,

devido a semelhancas na composicao e estrutura dos objetos que caracterizam
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estes tipos de uso. No caso de ‘USV’, o valor baixo do Kappa por classe (0,49)
provém do fato de esta classe apresentar muitos erros de omissao atribuidos,
plausivelmente, as classes ‘UIS’ e ‘URVAP’. Por outro lado, as classes ‘UCD’ e
‘UTD’, pela baixa ocorréncia e facil caracterizagdo, foram classificadas com
acuracia maxima. A classe ‘URHAP’, muito abundante no quadrante Q2,
também foi bem classificada. Chama a atencdo o fato das classes ‘UIS’ e
‘URVAP’ ndo apresentarem nenhum erro de omissao (EP de 1,0). Esta classe
apresentou erros de comissdo com a classe ‘URHAP’, devido ao fato de as
duas classes terem sido descritas por area relativa de ‘Vegetacdo e de
poderem existir manchas de solo exposto classificadas como telhados de
ceramica, o que pode atribuir uma quadra de ‘URVAP’ erroneamente a
‘URHAP’. Ja a classe ‘UIS’ apresenta erros de comissao aceitaveis com as
classes ‘UMRS’, classe com a qual ndo partilha um limite claro, e ‘USV'. A
confusdo entre estas trés classes pode se dar pelo fato de as trés
apresentarem pouca ou nenhuma area de vegetagcdo e alta area relativa de
‘Telhados Variados’. A Figura 5.18 exibe a classificagcdo de uso do solo no

quadrante Q2.

A tabela 5.12 exibe a matriz de confusdo das classificacdo do uso do solo no
quadrante Q3. Ambas as classificacbes sdo consideradas muito boas pela
categorizacdo do KA de Landis e Koch (1977). Pelos indices KC, EU e EP,
percebe-se que a classe ‘USV’ é a que obteve a menor acuracia nas duas
classificacdes. Nas duas datas, ela se confunde por erros de omissdo com as
classes ‘UIS’ e ‘UMRS’, por possuir também pouca vegetacéo, e com ‘URVAP’,
pois também possui sombras grandes e retangulares. Todas as outras classes
nos dois anos de andlise apresentaram valores satisfatorios dos indices de
acuracia. O valor baixo do indice EU da classe ‘URVAP’ nestas duas
classificacbes se deu pelos erros de comissdo com as classes ‘USV’ e
‘URHAP’, pois possui com esta e aquela classe as caracteristicas em comum
respectivamente, de sombras grandes e retangulares, e de muita vegetacao e
eventuais manchas de solo exposto, que podem ser confundidas com telhados
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de ceramica. Neste quadrante, também houve confusdo por omissdo e
comissao entre ‘UMRS’ e ‘UIS’, e entre ‘URHBP’ e ‘UMRS’, nas duas datas de
andlise. A Figura 5.19 exibe a classificacdo de uso do solo no quadrante Q3.
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Tabela 5.10 — Matriz de erros da classificacdo do uso do solo no quadrante Q1.

Classes UCD UTD UF UMRS URHBP URHAP URVAP Soma
UCD 1 0 0 0 0 0 0 1
UTD 0 3 0 0 0 2 0 5
UF 0 0 21 0 0 0 0 21
UMRS 0 0 1 7 5 0 0 13
URHBP 0 0 0 0 17 0 0 17
URHAP 0 0 2 4 0 38 1 45
URVAP 0 0 2 0 0 0 9 11
Nao-classificado 0 0 0 0 0 0 0
Soma 1 3 26 11 22 40 10

EP 1 1 0,807692 | 0,636364 | 0,772727 0,95 0,9

EU 1 0,6 1 0,538462 1 0,844444 | 0,818182

KC 1 1 0,763796 | 0,589091 | 0,732481 | 0,916912 | 0,889216

EG 0,849558

KA 0,803579
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Tabela 5.11 — Matriz de erros da classificacdo do uso do solo no quadrante Q2.

Classes UCD UTD | UIS UMRS URHBP URHAP URVAP usv Soma
UCD 1 0 0 0 0 0 0 0 1
UTD 0 2 0 0 0 0 0 0 2
uls 0 0 7 1 0 0 0 3 11
UMRS 0 0 0 4 1 0 0 1 6
URHBP 0 0 0 1 2 0 0 0 3
URHAP 0 0 0 1 0 36 0 1 38
URVAP 0 0 0 0 0 3 16 3 22
usv 0 0 0 1 0 0 0 10 11
N&o-classificado 0 0 0 0 0 0 0 0
Soma 1 2 7 8 3 39 16 18

EP 1 1 1 0,5 0,666667 | 0,923077 1 0,555556

EU 1 1 0,636364 | 0,666667 | 0,666667 | 0,947368 | 0,727273 | 0,909091

KC 1 1 1 0,465909 | 0,655678 | 0,870879 1 0,496653

EG 0,829787

KA 0,774344
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Tabela 5.12 — Matriz de erros da classificacdo do uso do solo no quadrante Q3.

Classes UTD ulS UMRS URHBP | URHAP | URVAP | USV Soma
uTD 3 0 0 0 1 0 0 4
ulS 0 28 4 0 0 0 3 35
UMRS 0 0 18 4 0 0 2 24
URHBP 0 0 1 17 1 0 0 19
URHAP 1 3 1 0 21 0 1 27
URVAP 0 1 0 0 3 6 2 12
usv 0 1 3 0 0 1 3 8
N&o-classificado 0 0 0 0 0 0 0 0
Soma 4 33 27 21 26 7 11

EP 0,75 | 0,848485 | 0,666667 | 0,809524 | 0,807692 | 0,857143 | 0,272727

EU 0,75 0,8 0,75 | 0,894737 | 0,777778 0,5 0,375

KC 0,742 | 0,79207 | 0,590476 | 0,776623 | 0,756787 | 0,842491 | 0,224643

EG 0,744186

KA 0,685807
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Uso do solo - 2002 (Q1)
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Figura 5.17 — Classificagédo do uso do solo no quadrante Q1 realizada com o sistema
Definiens Developer.
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Uso do solo - 2002 (Q2)
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Figura 5.18 — Classificacdo do uso do solo no quadrante Q2 realizada com o sistema
Definiens Developer.
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Uso do solo - 2002 (Q3)

324000 324600 325200 325800

7385800

7385200

7384600
7384600

I 1 [} ]
324000 324600 325200 325800
Classes N
urreP [l urRvAP I UF A
urHAP [l vsv [ utD
B uvRs uis uco 250 125 0 250 m

Figura 5.19 — Classificacdo do uso do solo no quadrante Q3 realizada com o sistema
Definiens Developer.
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5.6 Modelo de classificagdo elaborado no sistema InterIMAGE

Nesta secdo, serdo abordados os seguintes topicos: (1) as estruturacdes do
modelo de classificacdo da cobertura da terra; (2) a estruturacdo elaborada do
modelo de interpretacdo do uso do solo e (3) a avaliacdo das classificacdes

geradas.

5.6.1 Modelos de classificacdo da cobertura da terra

Para a classificacdo da cobertura da terra no InterIMAGE, quatro estruturacées
do modelo simulado no Definiens Developer foram elaboradas com vistas a
explorar as flexibilidades e potencialidades do sistema InterIMAGE e também
de verificar diferencas no tempo de processamento entre estas estruturacoes.
Daqui em diante, estas diferentes estruturaces do modelo de classificacédo de
cobertura da terra serdo chamadas de M1, M2, M3 e M4. A Figura 5.20 mostra

as redes semanticas utilizadas por estes modelos.

=8 Crene = Scene
=- Il Quadras = Il Cuadra

= Il Vegetacdo = Il Vegetacdo
L M Arbérea - Il Arbdrea
Rasteira Raskeira

E- Bl vermelhos =- - Wermelhos
i M Telhado de Cerdmica i I Telhado Cerdmica
SaloExpasta Solo Exposto

El- Ongkras classes =- Telhados variados
Telhados Brilhantes Telhados Brilhantes
Coberturas Metlicas Coberturas Metalicas
Tam TAM
TAC TAC
.. M TAE o [l TAE
Ficcinas - Il Sombras

- Il Sombra R1 Piscinas R2

Figura 5.20 — Redes semanticas utilizadas nas diferentes estruturacdes do modelo de
cobertura da terra.

Utilizando a rede R1, o modelo M1 foi estruturado da seguinte forma. Na etapa
TD, o n6 ‘Quadras’ executa o operador de importacdo de arquivos Shapefile
‘Shapefile_Import’ e repassa as mascaras geradas, no caso, as quadras
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urbanas da area de estudo, para os nés do segundo nivel da rede semantica.
Os no6s ‘Vegetagdo’, ‘Vermelhos’ e ‘Outras classes’ entdo recebem os
poligonos das quadras e apenas repassam estas mascaras para serem
trabalhadas pelos seus nos-filho. Isto é feito através do operador ‘Dummy Top-
Down’. No né ‘Sombra’, o operador ‘TerraAIDA_Arithmetic’ seleciona os pixels
com ND abaixo de 20 de uma imagem gerada, calculando-se a média das
quatro bandas do sensor QuickBird. Nas classes-filhna de ‘Vegetacao’,
‘Vermelhos’ e ‘Outras classes’, foi inserido o} operador
‘TerraAIDA_Baatz_Segmenter,” que segmenta as imagens pelo algoritmo de
Baatz e Shape (2000) de acordo com os parametros definidos na secéo 5.1.
Finalizada esta etapa, inicia-se a etapa BU. Em todos os nés folhas foi inserido
obrigatoriamente o operador BU ‘Dummy_Bottom-Up’, que apenas repassa ao
nd pai as hipoteses geradas pelos filhos. Como todos os nés-folha da rede
semantica irdo segmentar a imagem inteira, os nés ‘Vegetacdo’, ‘Vermelhos’ e
‘Outras classes’ terdo de resolver conflitos espaciais por toda a imagem, e
assim, dar inicio ao processo de validacdo das hipoteses, 0 que na pratica
corresponde a classificacdo da imagem. A regra de decisdo inserida no né
‘Vegetacdo’' estd demonstrada na Figura 5.21. Na primeira e segunda linha,
todas as hipéteses das classes-filha do correspondente né-pai, no caso ‘Veg.
Arbodrea’ e ‘Veg. Rasteira’, tem a pertinéncia a sua classe definida como zero.
Na linha quatro, é especificada qual classe sera tratada inicialmente, e na linha
cinco, é definida uma selecéo ldgica a qual as hipoteses (segmentos) tém de
atender para serem consideradas da classe ‘Veg. Arborea’. Esta selecdo logica
€ a mesma aplicada a classe ‘Veg. Rasteira’ na linha 10 e corresponde a
classificacdo de ‘Vegetacado’ no modelo simulado no Definiens Developer, em
gue sao selecionados os segmentos com o atributo ‘Ratio da banda 4’ maior do
que 0,2988. As linhas de 6 a 8 e de 11 a 13 consistem em agregar pelo valor
minimo a pertinéncia retornada pelos conjuntos fuzzy dos atributos ‘Média da
banda 2’ e ‘Média da banda 3’ de cada classe. A classe a qual o segmento ao
final mantiver a maior pertinéncia seré a classe atribuida ao segmento na linha
14.
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Rasteira

1 a
membership = 0.0

Arborea

ratio('L4’) > 0.2988 |

' ML2_Rast{mean('L2"))

ratio('L4"') > 0.2988 I ' ML3_Rast{mean('L3"))

ML2_Arb(mean("L2'))

ML3_Arb(mean('L3"))

Figura 5.21 — Regra BU inserida no n6 ‘Vegetacao'.

A Figura 5.22 mostra a regra de decisdo BU inserida no né ‘Vermelhos'. Nas
linhas 2 e 3, sdo validadas todas as hipdteses da classe ‘Solo Exposto’, pois,
na verdade, devido ao fato de as formulas de calculo dos atributos de textura
utilizados para a separacédo de ‘Solo Exposto’ e ‘Telhados de Ceramica’ no
modelo simulado no Definiens Developer ndo estarem documentadas com
detalhes suficiente, exigiu-se a medida emergencial de importacdo do shapefile
desta classe no né ‘Solo Exposto’. Assim, no né ‘Vermelhos' foi feita a
validagdo automética das hipoteses de ‘Solo Exposto’. Nas linhas 5 e 6,
somente as hipoteses de ‘Telhados de Ceramica’ que atendem a selecao
l6gica da divisdo entre a ‘Média da banda 3’ pela ‘Média da banda 1’ com valor
maior do que 1,5 receberam pertinéncia de 0,8. A |6gica por tras desta regra é
de que, havendo certeza de que todas as hipoteses de ‘Solo Exposto’ séo
instancias, entdo basta que ‘Telhados de Ceramica’ seja descrita da mesma
forma que ‘vermelhos’ no modelo simulado no Definiens Developer. O fato de
todas as hipéteses de ‘Solo Exposto’ manterem conflito espacial com ‘Telhados

de Ceramica’ é resolvido atribuindo pertinéncia maior aguela classe.
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SoloExposto

membership = 1.0 ]

4 TelhadoCeramica
bandMeanDiv('L3",'L1") > 1.5 |
B membership = 0.8 J

Figura 5.22 — Regra BU inserida no n6 ‘Vermelhos'.

A regra de deciséo inserida no n6 ‘Outras classes’ é exibida na Figura 5.23. As
linhas 1 e 2 atribuem pertinéncia 0,0 a todas as classes. As linhas de 4 a 6
atribuem pertinéncia 1,0 aos segmentos de ‘Telhados Brilhantes’ com o valor
do atributo ‘Brilho’ maior do que 208. As linhas de 8 a 12, de 17 a 21 e de 26 a
30 sado selecdes logicas idénticas que correspondem a descricdo da classe
‘Escuros’ no modelo simulado no Definiens Developer. Nessas linhas, sdo
selecionadas as hipéteses com o atributo ‘Ratio da banda 2" menor do que
0,2976, ou as hipoteses com este atributo maior que este valor e com o maior
valor de ND dos pixels na banda 1 menor do que 116. Logicamente, continuara
havendo conflito espacial entre todas as hipOteses restantes de ‘TAE’
(codificada como ‘Escuro’), ‘TAM’ (‘Cinza’) e ‘TAC’ (‘CinzaClaro’). Cada conflito
espacial sera ganho pela classe, cuja hipétese tiver maior valor de pertinéncia
entre as trés classes. A pertinéncia as classes é calculada pelas fungdes fuzzy
inseridas nas linhas de 13 a 15, 22 a 24 e de 31 a 33 e agregadas pelo valor
minimo nos trés casos. Os atributos das funcdes fuzzy, assim como os
limiares, sdo os mesmos usados para a descricdo das classes ‘TAC’, ‘TAM' e
‘TAE’ no modelo simulado no Definiens Developer, ou seja, ‘Média da banda 1’
e ‘Brilho’. As selecdes logicas que validam as hipéteses de ‘Coberturas
Metalicas’ (‘Azuis’) sdo as complementares das sele¢cfes logicas de ‘Telhados
Brilhantes’, ‘TAE’, ‘TAM’ e ‘TAC’, 0 que elimina os conflitos espaciais com estas

classes, e selecdo das hipoteses com o valor do atributo ‘Ratio da banda 2’
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menor do que 0,355. Finalmente, sdo validadas as hipoteses de ‘Piscinas’ com

‘Ratio da banda 2’ maior do que 0,355, ou as hipoteses com este atributo

menor do que este valor e area menor do que 80 m?.

1 E
{ membership = 0.0

4 Brilhantes
brightness > 208

L memhership = 10|

7
—|0r

maxPixelValue('L1') < 116]
| Lo

1€

§ clnza |
or]

ratio("L2") > 0.2976
maxPixelvalue('L1’) < 116 |

ML1_Cinza({mean{'L1"))

B_Cinza(brightness)

ratio('L2') > 0.2076

maxPixelValue('L1’) < 116 |

ratio('L2') < 0.2976

kY

34

40

ML1_cCinzaClaro{mean('L1"))

Brigtness_cCinzaClaro{brightness)

ratio{"L2) < 0.355

hrightness < 208

bandMeanDiv('L3"'L1") < 1.5 |

maxPizelValue('L1") > 116 ]

ratio("L2") > 0.2976

Piscinas

ratio('L2') < 0,355

ratio{’L2") > 0.355

[Merse nelhbours |

Figura 5.23 — Regra BU inserida no n6 ‘Outras’.

A Figura 5.24 demonstra a regra de decisd@o inserida no né ‘Quadra’, com o

objetivo de resolver os conflitos espaciais ainda restantes entre ‘Vegetacao’,

‘Vermelhos’, ‘Outras classes’ e ‘Sombra’. A logica por tras desta regra € de dar

prioridade,

nos conflitos espaciais, as classes de acordo com a rede

hierarquica que guiou a elaboracdo do modelo no Definiens Developer. Com

isto, garantir-se-ia a maxima equivaléncia entre as classificacdes feitas pelo

Definiens Developer e pelo InterIMAGE. Cabe mencionar que a equivaléncia

total ndo é possivel de ser alcancada, devido as diferengas na concepcao de

andlise dos dois sistemas. Assim, como exibido na Figura 5.24, a ordem de

prioridade dos conflitos espaciais é, de forma decrescente, a seguinte:

‘Sombra’, ‘Vegetacao’, ‘Vermelhos’ e ‘Outras classes’.
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Figura 5.24 — Regra BU inserida no n6 ‘Quadras’.

O modelo M2 esta estruturado pela rede semantica R2 e difere de M1 apenas
quanto a posicdo do nd ‘Piscinas’ na rede e pelo fato de explorar mais
amplamente a etapa TD. Nesta etapa, M2 esta configurado de forma igual até
os noés folhas. Enquanto estes nds em M1 apenas disparam o operador de
segmentacdo e transmitem aos respectivos nds-pai todos os segmentos para
que a etapa BU fizesse as selecdes ldgicas e resolvesse os conflitos espaciais,
em M2 os nos-folha segmentam a imagem e fazem as sele¢Bes logicas,
transmitindo ao pai, portanto, um namero bem menor de hipoteses. Assim, 0s
nés ‘Rasteira’ e ‘Arbdrea’, na etapa, BU transmitem a seu né-pai apenas 0s
segmentos com o valor do atributo ‘Ratio da banda 4’ maior do que 0,2988. De
forma equivalente, os nés ‘TAE', ‘TAM’ e ‘TAC’, transmitem a seu né-pai
apenas as hipoteses que atendem as selecdes especificadas nas linhas de 8 a
12, de 17 a 21 e de 26 a 30 da Figura 5.23, respectivamente. Em M2, na etapa
BU, os noés ‘Vegetacdo’, ‘Vermelhos’ e ‘Telhados Variados’' resolvem os
conflitos espaciais ainda existentes através das mesmas funcdes fuzzy e
agregadores utilizados em M1 ou através de prioridades atribuidas da mesma
forma que em M1. Em seguida, no n6 ‘Quadras’, a regra BU inserida € a
mesma que em M1 (Figura 5.24), a excecao de que no lugar de ‘Outras’, esta a
classe ‘Telhados Variados’, e abaixo desta, em prioridade, esta a classe

‘Piscinas’ com pertinéncia atribuida de 0,2.

O modelo M3, que também utiliza a rede R2, difere de M2 apenas pelo fato do

operador de segmentacdo ser inserido, ndo em cada um dos nés-folha, mas no
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segundo nivel da rede, ou seja, nas classes ‘Vegetacdo’, ‘Vermelhos' e
‘Telhados Variados'’. A idéia foi poupar o segmentador de rodar, no caso de
‘Arborea’ e ‘Rasteira’, duas vezes e, no caso das classes-filha de ‘Telhado
Variados’, cinco vezes com 0s mesmos parametros. No entanto, esta estratégia
ndo se verificou viavel, pois os nos-folha recebem um ndmero muito grande

hipoteses e, com isso, 0 sistema trava.

Por fim, o modelo M4 é idéntico a M1, porém no no ‘Quadras’ na etapa BU, ao
invés de determinar a ordem de prioridade nos conflitos espaciais, estes foram
resolvidos por competicdo de valores de pertinéncia retornados pelos conjuntos
fuzzy respectivos de cada classe. A Figura 5.25 mostra a regra de decisao
aplicada no né ‘Quadras’. As linhas 2 e 3 determinam que a classe ‘Sombra’
vencera qualquer conflito, o que significa que ha confianca absoluta no
mapeamento desta classe. Nas linhas seguintes, cada classe € associada a um
conjunto fuzzy, de forma que vencera um eventual conflito espacial a classe
com o maior valor de pertinéncia. Os atributos associados aos conceitos sdo os

mesmos associados a seus noés-filhos.

o o

7
3 E membership = 1.0 |
Vegetacao 9 verm_BU(bandMeanDiv('L3','L1"))
s _—

Figura 5.25 — Regra BU inserida no n6 ‘Quadras’ do modelo M4.

Ser_BU(ratio{'L2"))

Yermelhos

5.6.2 Modelo de classificagdo do uso do solo

Em termos de descricédo das classes, 0 modelo de interpretacdo do uso do solo
elaborado no Definiens Developer foi transposto fielmente para o sistema
InterIMAGE, exceto que neste sistema, substituiu-se o atributo ‘Retangular Fit’

pelo atributo ‘Compacidade’, e foram feitas os devidos ajustes de parametros.
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A Figura 5.26 mostra a rede semantica elaborada para a classificacdo do uso

do solo no sistema InterIMAGE.

Na etapa TD, o n6 ‘Quadras’ contém o operador Import_Shapefile, que importa
o vetor das quadras urbanas da area de estudo. Os nés-filho de ‘Quadras’, que
sdo os nos das diferentes classes de uso do solo contempladas neste trabalho,
assim como 0s noés-neto de ‘Quadras’, que nao sao nos-folha, contém o
operador Dummy_Top-Down que apenas transmite para baixo da rede as
mascaras recebidas do né-pai. Em seguida, todos os nds-folha contém o
operador de importacdo de resultados ‘Import MAP-INET’, que gera como
hipoteses do n6 em questdo as instancias validadas pelo modelo de
classificacdo da cobertura da terra. Assim, o0 nd ‘Vegetacdo’ importara as
instédncias de ‘Arborea’ e ‘Rasteira’ validadas no modelo de classificagdo da
cobertura da terra. O mesmo ocorre para 0os nos ‘Telhados Variados' e
‘ITelhados Variados’, que importam as instancias de ‘TAC', ‘TAM’, ‘TAE/,
‘Telhados Brilhantes’ e ‘Coberturas Metalicas’, e assim por diante para o0s

outros noés-folha.
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Figura 5.26 — Rede semantica para a classificagdo do uso do solo no InterIMAGE.

A razéo de alguns nés, como por exemplo ‘Sombra’ ou ‘Telhados de Ceramica’,
terem nos-filho ‘ISombras’ ou ‘ITelhados de Ceramica’ € de que estes noés
fazem a importacdo das instancias validadas na classificacdo de cobertura da
terra e seus nos-pai fazem apenas a agregacao de instancias vizinhas da
mesma classe através do comando merge neighbours. Isto é necessario para
que os noés das classes de uso do solo consigam calcular corretamente
atributos como o nimero de objetos ou 0 maximo valor de compacidade entre
0s objetos de uma classe. Percebe-se também que, como né-filho de cada né
das classes de uso do solo, foi inserido um né chamado ‘Resto’. A estes na@s,

estdo associados o operador ‘Dummy Top-Down’. Assim, inicialmente, as
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hipéteses deste né terdo exatamente a forma geométrica das quadras. Depois
de validadas as hipéteses dos outros nés, pode-se, somando-se a area de
todas as classes, obter-se a area da quadra. Esta medida serve para o calculo

do atributo ‘area relativa’ de objetos de certa classe por quadra.

Os nés das classes de uso do solo, portanto, fardo na regra BU as seguintes
tarefas: (a) validacdo das hipoteses dos nés-filho, visto que ndo havera
conflitos espaciais entre as hipéteses, por se tratarem de instancias de outra
classificacéo, (b) calculo dos atributos utilizados na descri¢cdo da classe de uso
do solo correspondente e (c) transmissao dos valores dos atributos calculados
para o no ‘Quadras’. Este nd, que € o no pai dos nos das classes de uso do
solo, decidira qual uso do solo se da em cada quadra a partir da regra BU

inserida neste no.

A Figura 5.27 exibe um exemplo de regra de decisdo, em que estes atributos
séo calculados em um né de uma classe de uso do solo. Inicialmente, todas as
hipoteses de todas as classes recebem pertinéncia de 1.0 (linhas 1 e 2), em
seguida, nas linhas 4 e 5, as hipdteses da classe ‘Resto’ recebem pertinéncia
0,8, para que percam os conflitos espaciais com as hipoteses das outras
classes, mas que sejam validadas em areas em que ndo ha hipbteses das
outras classes. Na linha 7, é calculada a soma da area das hipéteses de
‘Vegetacao’ dentro de cada quadra, e o valor é transmitido ao no-pai deste no.
Este valor sera dividido pela area total da quadra para o calculo da area relativa
desta classe dentro de cada quadra na regra BU do n6 ‘Quadras’. Nas linhas 9
e 10, é feita a contagem das hipoteses de ‘Sombra’ com area maior do que 200
m?, e na linha 12, é feita a contagem das hipéteses de ‘Telhados de Ceramica’.
Estes valores calculados também séo transmitidos ao no pai do né em questao

através do comando na linha 14.
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Figura 5.27 — Regra BU inserida no n6 ‘Residencial Horizontal de Alto Padréo’.

As regras BU inseridas nos outros nés das classes de uso do solo sao
similares a esta. Ou seja, determina-se que nos conflitos espaciais (que sé
ocorrerdo entre as hipoteses da classe ‘Resto’ com as hipéteses das outras
classes), as hipéteses das classes ‘Resto’ serdo descartadas (ou remodeladas)
por terem sido atribuidos valor menor de pertinéncia. Em seguida calcula-se o
valor dos atributos que serdo utilizados na regra BU do n6 ‘Quadra’ para a
resolucdo dos conflitos espaciais que, pelo fato de os conflitos espaciais
ocorrerem entre todas as classes de uso do solo em todas as quadras,
representa a classificagdo do uso do solo dentro de cada quadra.

A Figura 5.28 exibe a regra de decisdo BU inserida no n6 ‘Quadra’. Os
comandos na cor azul-marinho se referem as fung¢Bes de pertinéncia fuzzy e
aos operadores de agregacao destes valores de pertinéncia. Os comandos
com contorno cor de vermelho e cor de azul se referem as selecdes logicas
(booleanas) e ao célculo de variaveis auxiliares respectivamente. A codificacdo

‘sombra_prédio’ se refere as hipoteses da classe ‘Sombra’ com &rea maior do
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que 200 m? assim como os termos ‘azulados grandes’, ‘cinza_grandes’,
‘cinza_claro_grandes’, ‘escuro_grandes’ e ‘brilhantes_garndes’ se referem
respectivamente as hipoteses validadas das classes ‘Cob. Metélica’, ‘TAM’,

‘TAC’, ‘TAE’ e ‘Telhados Brilhantes’ com area maior do que 1900 m?.

Nas linhas 3 e 4, todas as quadras com algum objeto da classe ‘Piscinas’ foram
atribuidas pertinéncia maxima a classe ‘Clubes Desportivos’. Esta foi a Unica
classe cuja pertinéncia foi atribuida por selecdo logica e ndo por funcdo de
pertinéncia fuzzy. Nas linhas 7, 12, 16, 21, 27, 33, 40, 50 e 68, é calculada a
area total das quadras, somando-se a area de todas as hipéteses das classes-
netas do no ‘Quadra’ que foram validadas pelos nds-filho deste né (que
representam as classes de uso do solo). Esta medida foi tomada no tratamento
das classes de uso do solo que utilizam o atributo ‘area relativa’ de uma ou
mais classes de cobertura da terra em sua descrigdo. Assim, nas linhas
seguintes a estas, a area total das hipéteses destas classes de cobertura da
terra validadas na regra BU inserida nos ndés-filho do né ‘Quadra’ é dividida
pela area da quadra como um todo para o calculo do atributo ‘area relativa’. Um
exemplo claro seria o tratamento da classe ‘Misto Residencial e Servigos'.
Inicialmente, é calculada a area das quadras (linha 40), em seguida, a area das
classes de cobertura da terra utilizadas na descricdo desta classe de uso do
solo é dividida pela area das quadras, e, por ultimo, sdo definidas as regras de
agregacdo dos valores de pertinéncia retornados pelas funcbes fuzzy de

pertinéncia associadas a estes atributos.

Nas linhas 15 e 20, percebe-se que a classe ‘Terrenos Parcialmente
Desocupados’ recebe dois tratamentos nesta regra BU. Isto porque no topo da
hierarquia de agregacao dos valores de pertinéncia desta classe esta inserido
um operador ‘ou’, em outras palavras, isto significa que esta classe possui duas

descricdes.
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ClubesDesportivos

—I max_area_piscinas > 2000

membership = 1.0
5 ServicosVertical

| max_ret_sombra_predio > 0.7 |

—| area_quadra = Sumfarea) |

| rel_area_vegetacas = area_total_vegetacao f area_guadra |

Rel_narea_Weg_5S¥{rel_area_vegetacao)

i iMS ResidencialVerticalAltoPadrao

- max_ret_sombra_predio > 0.7 |

—I area_quadra = Sumf{area) |

{ rel_area_vegetacao = area_total_vegetacao / area_quadra

Rel_Area_Veg_RYAP{rel_area_wvegetacano)

LR TerrenosParcialmenteDesocupados

—I nr\en=quudrn = Sumfarea) |

L rel_area_vegetacan = area_total_vegetacan f area_quadra |

—I rel_area_vegetacao > 0.9 |

membership = 1.0

TerrenosParcialmenteDesocupados

| area_guadra = Sum{area) |

| rel_area_vegetacas = area_total_vegetacao / arca_gquadra |

| rel_area_vegstacao = 0.9 |

-{ area_total_vegetacao > 120000 |

Rel_frea_Veg_TPD({rel_area_vegetacan)

ResidenclalHorlzontalBalxoPadran

26

| area_guadra = Sumiarea) |

— rel_area_telhado_ceramice = area_total_telhado_ceramico / area_guadr

H rel_area_telhado_ceramico > 0.3 |

 rel_area_vegetacao = area_total_vegetacao / area_gquadra |

Rel_Area_%Wegq_RHBP({rel_area_wegetacan)

32

ResidencialHorizontalAltoPadrao

area_guadra = Sum{area) |

rel_area_wegetacan = area_total_wegetacao f area_guadra

Mumber_Sombra_Predio_ RHAP{numero_sombra_predio)

Mutber_Telhado_Ceramico_RHAP{numero_telhado_ceramico)

Figura 5.28 — Regra de decisao inserida no n6é ‘Quadras’ (continua).
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39 MixztoResidencialServicos

—| area_quadra = Sum(area) |

—| rel_area_vegetacao = area_total_vegetacao f area_quadra I

—| rel_area_telhado_ceramico = area_total_telhado_ceramico f area_qguadra |

—| rel_area_telhado_variados = area_total_telhado_variados f area_quadra |

Rel_Area_VYeqg_MRS{rel_area_vegetacao)

Rel_Area_Telhado_Ceramico_MRS(rel_area_telhado_ceramico)

Rel_Area_Telhados_¥Yariados_MRS{rel_area_telhado_variados)

LIRS IndustrialServicos

 area_gquadra = Sum{area) |

—| rel_area_vegetacao = area_total_vegetacao f area_quadra |

—| rel_area_telhado_ceramico = area_total_telhado_ceramico f area_quadra |

—| rel_area_telhado_variados = area_total_telhado_wvariados f area_quadra I

Max_Ret_Azulados_Grandes_IS({max_ret_azuis_grandes)

Max_Ret_PBrilhantes_Grandes_IS{max_ret_hrilhantes_grandes)
Max_Ret_cCinza_Claro_Grande_IS(max_ret_cinzas_claros_grandes)
Max_Ret_cCinza_Grande_IS{max_ret_cinzas_qgrandes)
Max_Ret_Escuro_Grande_IS{max_ret_escuros_qgrandes)

Rel_Area_Telhados_Variados_IS{rel_area_telhado_variados)

Max_Ret_Sombra_Predio_IS{max_ret_sombra_predio)

Existence_Sombra_Predios_IS{numero_sombra_predio)

Rel_Area_Telhado_Ceramico_IS{rel_area_telhado_ceramico)

Rel_Area_Veg_IS{rel_area_wvegetacan)

67

area_quadra = Sumf{area) |

rel_area_telhado_ceramico = area_total_telhado_ceramico f area_quadra |

rel_area_telhado_wariados = area_total_telhado_variados f area_qguadra I

rel_area_vegetacao = area_total_vegetacao f area_quadra |

Figura 5.28 — Continuacao (continua).
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MNot_Existence_Telhados_Grandes_F({numero_telhados_grandes)

Rel_Area_Veg_ 2 F{rel_area_vegetacao)

Rel_Area_Telhados_¥ariados_F{rel_area_telhado_wvariados)

Existence_Telhados_Grandes_F({numero_telhados_grandes)

Mean_Ret_Telhado_Grande_F(mean_ret_telhados_grandes)

Max_Ret_Sombra_Predio_F({max_ret_sombra_predio)

Existence_Sombra_Predio_F{numero_sombra_predio)

Rel_Area_Telhado_Ceramico_F{rel_area_telhado_ceramico)

Rel_Area_V¥eq_F(rel_area_wegetacao)

Figura 5.28 — Concluséo.

Como o InterIMAGE ainda ndo disp6e do atributo ‘Retangular Fit’
implementado, este atributo foi substituido inicialmente pelo atributo
‘Squareness’. No entanto, os resultados obtidos ndo foram satisfatérios. Por
isso o atributo ‘Retangular Fit’ foi substituido pelo atributo ‘Compacidade’. As
funcdes de pertinéncia fuzzy foram mantidas sem nenhuma alteracdo e os
limiares foram ajustados conforme a Tabela 5.13, que mostra os limiares
aplicados correspondentes as linhas da regra BU inserida no ndé ‘Quadras’
(Figura 5.28).
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Tabela 5.13 — Ajustes de limiares realizados na formatagcdo do modelo de classificacdo

do uso do solo com o sistema InterIMAGE.

LinhadaregraBU | Limiares (esq.—dir.) | LinhadaregraBU | Limiares (esq. —dir.)
6 0,0-3,0 69 0,0-6,0
11 0,0-3,0 70 0,0-6,0
66 0,0-4,0 73 0,0-3,0
67 0,0-14 90 0,0-3,0
68 0,0-5,2 92 0,0-7,2

5.6.3 Avaliacao das classificacdes
5.6.3.1 Avaliacéao das classificacdes da cobertura da terra

A avaliacdo das classificagcbes da cobertura da terra feita no InterIMAGE
aplicando-se o modelo M1, é apresentada nas Tabelas 5.14 a 5.17 na forma de

matriz de erros.

A matriz de erros da classificacdo de cobertura da terra na area A1 € mostrada
na Tabela 5.14. O indice KG de 0,69 e o EG de 73% fazem com que esta
classificacdo possa ser categorizada como muito boa de acordo com a tabela
de categorizacdo do indice Kappa de Landis e Koch (1977). Percebe-se pela
Tabela 5.14, que quase todas as classes apresentam valores satisfatérios de
EU e EP. As excec¢des serdo discutidas a seguir.

A classe ‘Veg. Arborea’ apresentou muitos pixels atribuidos erroneamente a
classe ‘Veg. Rasteira’ (25% das amostras) e poucas amostras atribuidas a
classe ‘TAE’ (3,65%). Por outro lado, esta classe apresentou muitos poucos
erros falso-positivos, o que lhe conferiu um EU de 0,93. A classe ‘Veg.
Rasteira’ quase nao apresenta erros de omissao (EP de 0,94), mas apresenta
erros de comissdo com a classe ‘Solo Exposto’. Mesmo assim, a EU desta
classe € muito boa (0,85). Exceto por esta pequena confusdo entre ‘Veg.

Rasteira’ e ‘Solo Exposto’ e entre as classes de vegetacdo entre si, as areas
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vegetadas foram classificadas com sucesso, como os indices EU e EP destas

classes expressam.

Entre as classes de telhados e pavimentos de diferentes tonalidades de cinza,
a classe ‘TAC’ é a que apresentou maior EP (relativamente menos erros de
omissao), mas a menor EU, por cometer erros de comissdo em grande medida
com as classes ‘Solo Exposto’ e ‘T. Brilhantes’. A classe ‘TAE’, entre estas trés
classes, é a que apresentou melhor acuracia, pois somente com a classe ‘Veg.
Arbérea’ demonstrou alguma confuséo por erros de comissao, e com a classe

‘TAM’ por erros de omissao.

A classe ‘Telhado de Ceramica’ mantém maior propor¢ao de erros de omissao
e comissao com a classe ‘Solo Exposto’, enquanto esta classe mantém maior
proporcdo de erros de omissdao com ‘TAC' e de erros de comissdo com
‘Telhado de Ceramica’. A classe ‘T. Brilhantes’ apresentou EU e EP abaixo do
esperado, por ser uma classe de facil separacdo. A maior confusdo por
omissdo e comissdo desta classe é com ‘TAC' e ‘Solo Exposto’
respectivamente. Ja a classe ‘Sombra’, como esperado, apresentou 0s maiores
indices EP e EU. A Figura 5.29 exibe a classificacdo de cobertura da terra

obtida aplicando-se o0 modelo M1 na area-teste Al.

A matriz de erros da classificacdo de cobertura da terra na area A2 € mostrada
na Tabela 5.15. Os indices EG (63%) e KA (0,58) obtidos permitem, segundo a
categorizacdo de Landis e Koch (1977), admitir que a acuracia da classificacédo
€ boa. Pela anadlise dos indices EP e EU, percebe-se que apenas ndo sao
satisfatorios os valores de EU obtido pelas classes ‘TAM’, ‘TAE’ e ‘Piscinas’. No
caso das classes ‘TAM’ e ‘TAE’, isto se deu pela confusdo por comissdo das
classes ‘TAC’ e ‘Sombra’ respectivamente. Quanto a classe ‘Piscinas’, que,
alias, apresentou EP bem alta, a confusdo por comissdo se d4 com a classe
‘Cob. Metdlica’. Entre os valores do indice EP, o mais baixo & da classe
‘Coberturas Metdlicas’, que teve amostras erroneamente atribuidas

principalmente as classes ‘TAC’ e ‘TAM’, além de ‘Piscinas’. A explicagdo para
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a classe ‘Solo Exposto’ ter apresentado valor zero de EP e EU é que na area
A2 ha poucos objetos, ainda que grandes em tamanho (como em areas de
construcdo) de solo exposto, que foram atribuidos a outras classes.

Entre as classes de areas vegetadas, o maior nimero de erros é de comissao,
no caso de ‘Veg. Arborea’ com a classe ‘Sombra’, e no caso de ‘Veg. Rasteira’
com a classe ‘Solo Exposto’. Em relacdo as classes ‘TAC’, ‘TAM’ e ‘TAE’, a
maior parte dos erros de omissdo se dao entre si. Quanto aos erros de
comissdao, muitas amostras da classe ‘Solo Exposto’ foram atribuidas as
classes ‘TAM’ e principalmente ‘TAC’. Outra confusdo que se observou
concerne a classe ‘TAE’, que apresenta 0 maior niumero de seus erros falso-

positivos com a classe ‘Sombra’.

Quanto a classe ‘Telhado de Ceramica’, 0 maior numero de erros de comissao
se da com a classe ‘Solo Exposto’. No mais, a classe ‘T. Brilhantes’ apresenta
0 maior nimero de erros de omissdo e comissdo com a classe ‘TAC’, mas
ainda sim mantém EP e EU acima de 0,8. A Figura 5.30 exibe a classifica¢édo

de cobertura da terra obtida aplicando-se o0 modelo M1 na area-teste A2.

A matriz de erros da classificacdo de cobertura da terra na area A3 € mostrada
na tabela 5.16. Assim como em A2, os indices EG (71%) e KA (0,66) obtidos
permitem, segundo a categorizacdo de Landis e Koch (1977), admitir que a
acurdcia da classificagédo é boa. Analisando-se os indices EP e EU, percebe-se
que no geral as classes foram classificadas com boa acuracia, a excecéo das

classes ‘Solo Exposto’ e ‘TAE'.

Entre as classes de areas vegetadas, a confusdo por omissao e comissao se
da predominantemente entre si. O mesmo vale para as classes ‘TAE’, ‘TAM’ e
‘TAC’, em que a maioria dos erros de classificacdo se da também entre si. Este
comportamento destas classes esta mais sujeito de acontecer em areas onde
h& a presenca de favelas, pois a complexidade da area torna os segmentos, a

classificacdo e a interpretacdo visual menos precisas. Como nas outras areas-
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teste, ha erros de comissdo das classes ‘Veg. Rasteira’ e ‘TAC’ com a classe
‘Solo Exposto’. No caso de ‘TAC’, este fato é em grande parte responsavel
pela EU de 0,51. A classe ‘Cobertura Metalica’ também apresenta erros de
comissdo com a classe ‘TAC’, sendo responsavel por 10% das amostras

coletadas de ‘TAC’ que foram classificadas erroneamente.

A classe ‘Telhados de Ceramica’ apresenta em torno de 23% das amostras
coletadas desta classe atribuidas erroneamente a ‘Solo Exposto’. Esses erros
falso-positivos de ‘Solo Exposto’ ocasionaram em grande medida a obtencgao
de uma EU de 0,27 desta classe. A classe ‘T. Brilhantes’ apresenta um valor
alto de EP (0,92), no entanto, devido a erros de comisséo principalmente com a
classe ‘Solo Exposto’, a EU obtida de ‘T. Brilhantes’ foi de 0,73. Quanto as
classes ‘Piscinas’ e ‘Cobertura Metélica’, os erros de omissdo e comisséo
também se dao predominantemente entre si. A Figura 5.31 exibe a
classificacdo de cobertura da terra obtida aplicando-se o modelo M1 na area-
teste A3.

A matriz de erros da classificacdo de cobertura da terra na area A4 € mostrada
na Tabela 5.17. Das quatro areas-teste, esta foi a classificacdo que obteve os
maiores indices EG (74%) e KA (0,71). Pela categorizacéo do indice Kappa de
Landis e Koch (1977), esta classificacdo pode ser considerada muito boa.
Pelas analises dos indices EU e EP, percebe-se que apenas EP da classe
‘Telhados de Ceramica’ apresenta valor abaixo de 0,5. A classe ‘Piscinas’
curiosamente n&o teve nenhuma de suas amostras desenhadas classificadas
corretamente. No entanto, pode se ver pela classificacdo exibida na Figura 5.32

qgue algumas piscinas foram classificadas corretamente.

Entre as classes de areas vegetadas, 0s erros de comissdo e omissao se dao,
assim como nas outras areas-teste, predominantemente entre si. No entanto, o
grande numero de pixels da classe ‘Veg. Rasteira’ atribuido a classe ‘Veg.
Arboérea’ fez com que o valor da EU desta classe ficasse em 0,54. A classe

‘Veg. Rasteira’ curiosamente apresentou erros de comissdo com a classe
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‘Telhados de Ceramica’. Esta classe apresenta erros de comissdo quase que
exclusivamente com a classe ‘Solo Exposto’, e erros de omissdo atribuidos
predominantemente a classe ‘Solo Exposto’ e a ‘Veg. Rasteira’. Das quatro
areas-teste, a area A4 é aquela em que a classe ‘Solo Exposto’ obteve os

maiores valores de EU e EP.

Entre as classes de telhados e pavimentos de tonalidades de cinza, como nas
outras areas-teste a maioria dos erros de omissdo e comissao se dao entre si,
mais especificamente entre ‘TAM’ e ‘TAE’, e entre ‘TAM’ e ‘TAC'. A classe
‘TAC’ apresenta também erros de comissdo com as classes ‘Piscinas’ e ‘Solo
Exposto’, e areas da classe ‘Sombra’ foram erroneamente classificadas como
‘TAE’, fazendo com que a EP daquela classe ficasse em 0,57. Por outro lado,
as classes ‘Cobertura Metalica’ e ‘T. Brilhantes’ apresentaram EP e EU acima
de 0,9. A Figura 5.32 exibe a classificacdo de cobertura da terra obtida

aplicando-se o modelo M1 na area-teste A4.
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Tabela 5.14 — Matriz de erros da classificacdo da cobertura da terra na area-teste Al.

Classe Veg. Arb. | Veg. Rast. | T.Brilh. TAM TAC TAE Sombra T. Cer. Cob. Met. | Solo Exp. Total
N&o-Classificado 0 0 0 0 0 0 0 0 0 0 0
Veg. Arborea 2950 28 0 63 0 92 0 8 0 0 3141
Veg. Rasteira 1084 17136 0 16 0 23 0 0 0 1820 20079
T. Brilhantes 0 0 2780 0 0 0 0 0 38 659 3477
TAM 14 761 26 3064 266 572 0 122 6 452 5283
TAC 0 2 1237 94 9554 15 0 198 388 12412 23900
TAE 154 165 0 881 0 6033 96 129 133 87 7678
Sombra 11 0 0 9 0 9 7328 0 2 0 7359
T. Ceramica 9 0 0 0 0 3 0 9034 0 2899 11945
Cobertura Metélica 0 0 0 0 114 0 0 0 9654 0 9768
Solo Exposto 0 0 0 0 0 0 0 1935 0 6167 8102
Total 4222 18092 4043 4127 9934 6747 7424 11426 10221 24496 100732

EU 0,939191 0,853429 0,79954 | 0,579973 | 0,399749 | 0,785751 | 0,995787 | 0,7563 0,988329 0,76117

EP 0,698721 0,947159 | 0,687608 | 0,742428 | 0,961748 | 0,894175 | 0,987069 | 0,790653 | 0,944526 0,251755

EG 73,16%

KA 0,696
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Tabela 5.15 — Matriz de erros da classificacdo da cobertura da terra na area-teste A2.

Veg.

Veg.

Classe Arb. Rast. T. Brilh. TAM TAC TAE Piscinas | Sombra | T. Cer. Cob. Met. | Solo Exp. | Total
Nao-Classificado 38 0 33 0 16 23 0 2 0 42 0 154
Veg. Arborea 6870 288 3 0 331 3 0 2933 1 297 28 10754
Veg. Rasteira 271 6474 2 0 200 2 0 153 8 2821 45 9976
T. Brilhantes 0 0 1394 9 145 0 18 3 53 0 6 1628
TAM 8 64 1 1327 2225 0 0 18 15 781 214 4653
TAC 24 38 276 72 4421 14 12 21 36 2005 996 7915
TAE 62 48 2 6 394 582 0 457 28 270 21 1870
Piscinas 0 81 2 0 23 0 887 0 0 0 1279 2272
Sombra 0 0 0 0 11 9 0 4624 0 4 0 4648
T. Ceramica 447 0 0 0 4 0 0 3 3518 34 0 4006
Cobertura Metalica 0 0 0 0 0 0 0 14 1034 0 0 1048
Solo Exposto 0 0 0 0 221 0 0 0 0 0 3058 3279
Total 7720 6993 1713 1414 7991 633 917 8228 4693 6254 5647 52203

EP 0,889896 | 0,925783 | 0,813777 | 0,938472 | 0,553247 | 0,919431 | 0,967285 | 0,561983 | 0,749627 0 0,541526

EU 0,638832 | 0,648957 | 0,856265 | 0,285192 | 0,55856 | 0,31123 | 0,390405 | 0,994836 | 0,878183 0 0,932601

EG 63%

KA 0,5881
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Tabela 5.16 — Matriz de erros da classificacdo da cobertura da terra na area-teste A3.

Veg.

T.de

Solo

Cob.

Classes Veg. Arb Rast Cer. Exp. T. Brilh Met. TAM TAC TAE Piscinas | Sombra Total
N&o-classificado 0 6 0 0 36 0 0 5 0 0 0 a7
Veg. Arborea 12691 6518 22 6 7 7 79 2 69 0 68 19469
Veg. Rasteira 2365 22291 100 833 1 0 146 24 67 3 377 26207
T. Ceramica 98 38 9123 1908 0 0 84 0 0 0 99 11350
Solo Exp. 0 1 2944 1120 0 0 0 0 0 0 0 4065
T. Brilhantes 0 18 26 1493 4283 0 5 22 0 0 1 5848
Cob. Metélica 0 0 0 0 0 3352 12 637 0 99 0 4100
TAM 11 15 45 174 5 0 11585 86 1300 27 9 13257
TAC 3 66 32 3065 118 0 1447 5052 0 71 7 9861
TAE 53 7 41 3 5 61 6315 17 4759 3 152 11416
Piscinas 0 0 0 0 158 221 0 0 0 1308 0 1687
Sombra 19 0 0 0 0 0 0 0 85 0 3299 3403
Total 15240 28960 12333 8602 4613 3641 19673 5845 6280 1511 4012 110710

EP 0,832743 | 0,769717 | 0,739723 | 0,130202 | 0,928463 | 0,920626 | 0,588878 | 0,864328 | 0,757803 | 0,865652 | 0,822283

EU 0,651857 | 0,850574 | 0,803789 | 0,275523 | 0,732387 | 0,817561 | 0,873878 | 0,512321 | 0,416871 | 0,775341 | 0,969439

EG 71%

KA 0,6667
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Tabela 5.17 — Matriz de erros da classificacdo de cobertura da terra na area-teste A4.

Classes Veg. Arb \F\{ggt Tégre Solo Exp. | T.Brilh. | Cob. Met. Sombra | Piscinas TAM TAC TAE Total
N&o-classificado 0 0 0 0 0 0 0 0 0 0 0 0
Veg. Arborea 2803 2226 6 13 1 0 0 0 0 2 104 5155
Veg. Rasteira 205 11820 823 149 24 23 300 0 0 3 45 13392
T. de Ceramica 0 0 1508 568 0 0 0 0 0 7 0 2083
Solo Exp. 0 0 2425 3884 0 0 0 0 0 1 4 6314
T. Brilhantes 0 0 4 7 2952 0 0 0 152 0 0 3115
Cob. Met. 0 0 0 0 1 6625 0 51 0 26 0 6703
Sombra 48 3 11 0 0 0 3976 0 0 0 7 4045
Piscinas 0 0 0 0 0 0 0 0 0 0 0 0
TAM 0 50 5 0 1 54 0 0 5095 1015 1184 7404
TAC 0 7 65 880 36 33 0 493 431 3684 10 5639
TAE 5 12 0 0 0 0 2599 0 1051 895 4879 9441
Total 3061 14118 4847 5501 3015 6735 6875 544 6729 5633 6233 63291

EP 0,915714 | 0,837229 | 0,31112 0,706053 | 0,979104 | 0,983667 0,578327 0 0,75717 | 0,654003 | 0,782769

EU 0,543744 | 0,882616 | 0,723956 | 0,615141 | 0,947673 | 0,988363 0,982942 0 0,688142 | 0,653307 | 0,516788

EG 74,62%

KA 0,7122
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Classes
Veg. Arborea
Veg. Rastaira
Solo Exposto
Sombra

Telhado de Ceramica
Telhados Brilhantes
TAC

TAM

TAE

Coberturas Metalicas

Piscinas

180 270 360
Metros

Figura 5.29 — Classificagdo da cobertura da terra na &rea-teste Al realizada com o
sistema InterIMAGE.
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Classes B Telhado de Ceramica [l Coberturas Metilicas

BB veg. Arborea Telhados Brilhantes Fiscinas N
I Veg. Rasteira TAC B Rio Pinheiros A
- Solo Exposto - TAM
Bl sombra B Tae
0o 40 &0 1680 240 320
Metros

Figura 5.30 — Classificagcdo da cobertura da terra na area-teste A2 realizada com o

sistema InterIMAGE 5.37.
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Classes B Telhado de Ceramica [l Coberturas Metilicas
B veqy. Arborea Telhados Brilhantes Piscinas A
I veg. Rasteira TAC

I solo Exposte I TAM

I sombra B e

0 37575 150 225 300
o™ ™ s ™ s [ T T

Figura 5.31 — Classificagdo da cobertura da terra na &rea A3 realizada com o sistema
InterIMAGE.
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32301

Classes B Telhado de Ceramica [l Coberturas Metilicas N
B vey. Arborea Telhados Brilhantes Piscinas
[ vog. Rasteira TAC Bl sistema Viario

I solo Exposte I TAM

I sombra B e

0 375 75 150 225 300

e e = s = s [ L

Figura 5.32 — Classificacdo da cobertura da terra na area-teste A4 realizada com o
sistema InterIMAGE.
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5.6.3.2 Avaliacao das classificagdes do uso do solo

A Tabela 5.18 exibe a matriz de erro e os indices de acuréacia da classificacdo
do uso do solo na area-teste Al. O indice Kappa obtido de 0,70 e a EG de 0,77
corroboram que a classificacdo tem acuracia muito boa. No entanto, quatro
quadras nitidamente de uso ‘USV’ nao foram classificadas corretamente, sendo
confundida com trés classes bem diferentes entre si. Mesmo importando os
arquivos Shéapefile da classificacdo de cobertura da terra obtida no Definiens
Developer, a classificacdo da classe ‘USV’ no InterIMAGE n&o é igual ou
similar aquela obtida na simulacéo feita no Definiens Developer. A razéo disto
ter acontecido ainda € desconhecida e seré investigada conjuntamente pelas
equipes de programacdo e aplicagdo na continuidade do projeto
InterIMAGE/TerraAlDA.

Por outro lado, todas as outras classes foram classificadas de forma bem
similar as classificacbes obtidas no sistema Definiens Developer. Pela Tabela
5.18, pode-se ver que a classe ‘URHBP’ apresentou indices de acuracia
excelentes, apresentando apenas um erro de omissdo atribuida a classe
‘UMRS’, 0 que é plausivel, visto que estas classes possuem caracteristicas em
comum. A classe ‘UIS’ também obteve Otimos indices de acuracia,
apresentando apenas um erro de comissdo com a classe ‘USV’, e um erro de
omissdo com a classe ‘URHAP’, justamente em uma quadra de uso industrial
mas com presenca atipica de vegetacdo. A classe ‘UMRS’ ndo apresentou
nenhum erro de omissdo, mas apresenta erros falso-positivos com a classe
‘USV’ em duas das quatro quadras onde ocorre este tipo de uso do solo na
area-teste Al. As classes ‘URHAP’ e ‘URVAP’, por terem baixa frequéncia
nesta area, ndo chegaram a influenciar significativamente os indices KG e EG.
Apenas uma quadra possui uso ‘URVAP’ e ndo foi classificada corretamente,
enguanto das cinco quadras atribuidas a classe ‘URHAP’, duas séo erros falso-
positivos com as classes ‘UIS’ e ‘USV'. A Figura 5.33 exibe a classificacao de

uso do solo obtida na area-teste Al.
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A Tabela 5.19 exibe a matriz de erro e os indices de acuracia da classificacao
do uso do solo na area-teste A2. Assim como na &rea-teste Al, esta
classificacdo apresenta Otimos indices KG e EG (0,73 e 0,86,
respectivamente). Os indices de acuracia por classe também sdo muito bons,
tanto para a classe ‘URHAP’ quanto para ‘URVAP’. Outro fator que corrobora o
sucesso desta classificacdo € que nenhuma classe de uso do solo que nao
ocorre na area-teste A2 aparece nesta classificagcdo. Ou seja, os erros de
comissao e omissao sado apenas entre as classes ‘URHAP’ e ‘URVAP’, que séo
0s Unicos tipos de uso do solo presentes nesta area e que possuem também
caracteristicas em comum, tais como a presenca marcante de vegetacdo, a
presenca de objetos grandes da classe ‘Sombra’ (causados ou por arvores

altas ou por edificios) e de objetos classificados como ‘Telhados de Ceramica’.

A classe ‘'URHAP’, das treze quadras em que esse tipo de uso ocorre,
apresentou apenas dois erros de omissao e um erro de comissédo, dando a esta
classe os valores de 0,84 e 0,91 para os indices EP e EU, respectivamente. Ja
a classe ‘URVAP’ apresentou um erro de omissédo e dois de comissao entre as
onze quadras classificadas como pertencentes a esta classe. A Figura 5.34

exibe a classificacdo do uso do solo obtida na area-teste A2.

A Tabela 5.20 exibe a matriz de erro e os indices de acuréacia da classificacdo
do uso do solo na area-teste A3. Os indices KG e EG desta classificacdo séo
muito bons (0,75 e 0,97 respectivamente). Outro fator que corrobora a boa
acuricia desta classificacdo é que embora todas as classes de uso do solo
tenham sido consideradas na classificacdo, quase que nenhuma quadra foi
atribuida a classes que nao ocorrem na area-teste A3.

Percebe-se que as classes ‘UMRS’ e ‘URVAP’ apresentam valor zero dos
indices EP, EU e KC. Isto porque duas quadras no canto noroeste da imagem
teriam de ser classificadas como ‘URVAP’, sendo erroneamente uma das
quadras atribuida a classe ‘UMRS’, e a outra a classe ‘UF’. Estas duas quadras

estdo situadas na margem da imagem, o que deve ter dificultado a identificac&o
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correta do tipo de uso do solo ao qual elas deveriam ser classificadas. Isto, no
entanto, ndo causou uma diminuicdo significativa dos indices KG e EG desta
classificagcdo. Cabe mencionar que algumas quadras nas margens da imagem
ndo foram consideradas quando da construcdo da matriz de erros por

possuirem grande parte de sua area original fora dos limites da imagem.

A classe ‘UF’ atingiu indices altos de EP e EU (1,0 e 0,76, respectivamente),
pois ndo apresentou nenhum erro de omissdo e apenas trés erros de
comissdo, sendo um com a classe ‘URVAP’, e outros dois com a classe
‘URHAP’. Enquanto a classe ‘UF’ apresentou valor maximo do indice EP, a
classe ‘URHAP’ atingiu o valor maximo do indice EU. Em apenas duas quadras
esta classe foi confundida em erros de omissédo com a classe ‘UF’, o que lhe
conferiu EP de 0,84. A figura 5.35 exibe a classificagdo obtida para a area-teste
A3.

A Tabela 5.21 exibe a matriz de erro e os indices de acuréacia da classificacdo
do uso do solo na &rea-teste A4. Esta classificacdo apresentou os maiores
valores dos indices KG (0,81) e EG (0,89) entre as quatro classificacdes de uso
do solo feitas com o sistema InterIMAGE. Certamente, isto ocorreu devido ao
fato de os tipos de uso do solo encontrados nesta area serem bastante
diferentes entre si, o que facilitou a classificacédo. Percebe-se pela tabela 5.21 e
pela Figura 5.36, que exibe a classificacdo do uso do solo obtida na area A4,
que uma das quadras de uso ‘URVAP’ nado foi classificada, mesmo

empreendendo-se mais de uma tentativa.

As trés quadras consideradas como pertencentes a classe ‘UTD’ foram
classificadas corretamente, ndo apresentando esta classe nenhum erro de
omissao ou comissdo com as outras classes. As classes ‘UF e ‘URVAP’
atingiram ambas valores altos de EP e EU, sendo que a classe ‘UF’ apresentou
apenas um erro de comissdo e um erro de omissdo, ambos com a classe
‘URVAP’. J4 esta classe apresenta um erro de comissdo com a classe ‘UF’ e

dois erros de omissao, sendo um com a classe ‘UF’ e outro justamente com a
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quadra nao-classificada. A Figura 5.36 exibe a classificacdo do uso do solo

para a area A4.

Tabela 5.18 — Matriz de erros da classificagdo do uso do solo na area-teste Al.

Classes URHBP | URHAP UMSR usv uiS URVAP | TOTAL
URHBP 7 0 0 0 0 0 7
URHAP 0 3 0 1 1 0 4
UMSR 1 0 8 2 0 1 11
usv 0 0 0 0 0 0 0
uIS 0 0 0 1 6 0 7
URVAP 0 0 0 0 0 0 0
TOTAL 8 3 8 4 7 1 31
EP 0,875 1 1 0 0,857143 0
EU 1 0,6 0,666667 0 0,857143 0
KC 1 0,557143 | 0,550725 0 0,815476 0
EG 7%

KA 0,70

Tabela 5.19 — Matriz de erros da classificacdo do uso do solo na area-teste A2.

Classes | RHAP RVAP | TOTAL EP EU KC
RHAP 11 1 12 0.84 0.91 0.80
RVAP 2 9 11 0.9 0.81 0.67
TOTAL 13 10 23

EG 86%

KA 0,73

Tabela 5.20 — Matriz de erros da classificagdo do uso do solo na area-teste A3.

Classes RHAP UF | UMRS RVAP TOTAL EP EU KC
RHAP 17 0 0 0 17 0,89 1 1,0
UF 2 10 0 1 13 1 0,76 0,65
UMRS 0 0 0 1 1 0 0 0,0
RVAP 0 0 0 0 0 0 0,0
TOTAL 19 10 0 2 31
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EG

87%

KA

0,75

Tabela 5.21 — Matriz de erros da classificacdo do uso do solo na area-teste A4.

UF RVAP | UTD | Ndo-Class. | TOTAL | EP EU KC

UF 14 1 0 0 15| 093] 093] 0,85
RVAP 1 8 0 0 9 08| 088 0,70
UTD 0 0 3 0 3 1 1 1
N&o-Class. 0 1 0 0 1 0 0 0
TOTAL 15 10 3 0 28

EG 89%

KA 0,81
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Figura 5.33 — Classificagdo do uso do solo na area Al realizada com o sistema
InterIMAGE.
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Figura 5.34 — Classificagdo do uso do solo na area A2 realizada com o sistema
InterIMAGE.
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Figura 5.35 — Classificagédo do uso do solo na &rea A3 realizada com o sistema
InterIMAGE.
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Figura 5.36 — Classificagdo do uso do solo na &rea A4 realizada com o sistema
InterIMAGE.
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5.7 Comparacéao das classificagdes

Para a avaliagdo da equivaléncia estatistica da acuracia das classificagbes
feitas por diferentes modelos e em diferentes sistemas, as amostras de
validacdo desenhadas foram transformadas em centrbides, e as matrizes de
confusédo refeitas. Como mostra a Tabela 5.22, os valores dos indices EG, KA
e a variancia do KA das classificagbes avaliadas aumentaram em todos 0s
casos. A acurécia das classificagfes de cobertura da terra feitas pelo sistema
Definiens Developer e pelo sistema InterIMAGE, aplicando-se os modelos M1 e
M4 sobre as areas-teste Al, A2, A3 e A4, foram comparadas através dos

testes estatisticos demonstrados no Capitulo 4.

Quanto aos indices KA e EG calculados a partir das duas formas de avaliacéo,
percebe-se que, na maioria dos casos (Al, A2 e A3), as classificacdes
elaboradas com o sistema InterIMAGE, aplicando-se o modelo M1l
apresentaram valores ligeiramente maiores que as classificacdes elaboradas
com o sistema Definiens Developer. Nota-se também que o modelo M4, tendo
como base as amostras desenhadas, ndo resultou em um aumento
consideravel da acurécia das classificacdes, sendo que na area A2, esta
aumentou, e nas areas-teste A4 e Al, esta diminuiu. Tendo como base o
centroide das amostras de avaliacdo, nas areas-teste A2, A3 e A4, observou-se

um aumento do KA e da EG em relacdo aos outros modelos de classificagéo.

Tabela 5.22 — indices KA, EG e variancia do indice KA.
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Amostras (desenhadas) Amostras (centréides)

Al
Kappa Var(Kappa) EG Kappa Var(Kappa) EG
InterIMAGE 0,69 1,2° 73,16% 0,78 0,0034 80,70%
Definiens Developer 0,61 1,2° 65,63% 0,74 0,0034 77,97%
InterIMAGE (M4) 0,62 1,2° 66,62% 0,73 0,002 76,15%
A2
Kappa Var(Kappa) EG Kappa Var(Kappa) EG
InterIMAGE 0,58 9,67 63,51% 0,69 0,0043 73,21%
Definiens Developer 0,56 7,07 60,24% 0,68 0,0032 71,64%
InterIMAGE (M4) 0,67 1,0° 70,66% 0,73 0,0039 76,79%
A3
Kappa Var(Kappa) EG Kappa Var(Kappa) EG
InterIMAGE 0,66 1,0° 71,23% 0,74 0,0016 77,44%
Definiens Developer 0,62 8,37 68,18% 0,72 0,0017 75,78%
InterIMAGE (M4) 0,66 1,0° 71,22% 0,75 0,0015 78,20%
A4
Kappa Var(Kappa) EG Kappa Var(Kappa) EG
InterIMAGE 0,71 1,3° 74,62% 0,65 0,0044 70,49%
Definiens Developer 0,76 6,07 79,30% 0,76 0,0029 78,79%
InterIMAGE (M4) 0,63 1,3° 67,24% 0,77 0,0032 80,33%

A Tabela 5.23 exibe o resultado dos testes estatisticos realizados para a
comparacao da acuracia das classificacdes, tendo como parametros o KA e a
EG calculadas e tendo como base o centréide das amostras de validacdo
desenhadas. Nota-se que a equivaléncia da acuracia € aceita para todos os
pares de classificacfes nos dois testes realizados a um nivel de significancia
de 0,05 (Z calculado menor do que 1,96). Adotando-se um nivel de confianca
de 0,1 (Z critico de 1,65), ndo aceitariamos a equivaléncia de acuracia, a partir
do parametro KA, entre as classificacbes elaboradas no sistema Definiens
Developer e no sistema InterIMAGE aplicando-se o0 modelo M1 na area-teste
A4. Afora esta excecdo, todos os outros pares de classificagbes podem ser
considerados estatisticamente de mesma acuracia a um nivel de significancia
de 0,1.
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Tabela 5.23 — Resultados dos testes estatisticos realizados para a avaliacdo da

equivaléncia da acuracia das classificac6es de cobertura da terra.

Z Kappa Z Binomial
Al
Def. Dev. InterIMAGE (M1) Def. Dev. InterIMAGE (M1)
Definiens Developer
InterIMAGE (M1) 0,455 0,499
InterIMAGE (M4) 0,157 0,664 0,319 0,819
A2
Def. Dev. InterIMAGE (M1) Def. Dev.  InterIMAGE (M1)
Definiens Developer
InterIMAGE (M1) 0,237 0,173
InterIMAGE (M4) 0,722 0,443 0,407 0,604
A3
Def. Dev. InterIMAGE (M1) Def. Dev.  InterIMAGE (M1)
Definiens Developer
InterIMAGE (M1) 0,225 0,551
InterIMAGE (M4) 0,375 0,152 0,353 0,904
A4
Def. Dev. InterIMAGE (M1) Def. Dev.  InterIMAGE (M1)
Definiens Developer
InterIMAGE (M1) 1,668 0,400
InterIMAGE (M4) 0,354 1,314 0,256 0,656
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6 CONCLUSOES

Este capitulo destaca as principais conclusdes em face dos resultados obtidos

e dos empecilhos encontrados no decorrer da realizagao deste trabalho. Seré&o

também

feitas algumas recomendacdes a respeito da continuidade e

desenvolvimento desta pesquisa, visando tornar o InterIMAGE um sistema

efetivamente operacional.

Sobre a segmentacdo das imagens:

a)

b)

O uso de AG se mostrou viavel para a calibracdo automatica de
parametros de segmentacdo. Vetores de parametros que resultaram
em baixa discrepancia com as amostras desenhadas foram obtidos.
No entanto, as complexidades na distribuicdo espacial e as condi¢des
diversas de preservacéo e idade dos objetos das classes de telhado
encontradas na area de estudo fizeram com que uma segmentacao
de parte dos objetos e ndo dos objetos inteiros garantisse maior
precisao final da classificacdo e evitasse super-segmentacoes. Esta
consideracao deve ser levada em conta no desenho das amostras e
na analise dos vetores de parametros extraidos por AG através dos

valores de discrepancia.

Para que baixos valores de discrepancia em relacdo as amostras
desenhadas fossem obtidos, foi necesséria a realizacdo de mais de
um teste com o AG e a definicAo de universos de busca de
parametros de acordo com o0s resultados obtidos em testes
anteriores. Isto foi necessario tanto pelo tempo de execucdo como
pela alta probabilidade de insucesso de testes com muitas geracdes
e experimentos e com grandes populagdes. Por outro lado, o valor
aplicado para estes parametros foram baixos demais.

Recomenda-se concomitantemente a calibracdo dos parametros por
AG, a realizacdo de testes de vetores de parametros através de

tentativa e erro. Isto ajuda tanto na descoberta dos parametros que
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extraem o resultado desejado quanto na definicdo dos universos de

busca de parametros do AG.

d) A escolha final dos parametros deve ser feita por critérios qualitativos

e apos a aplicacao dos vetores de parametros candidatos na imagem

como um todo.

Sobre a utilizacdo de algoritmos de AD e de SA para a descricdo automatica

das classes:

e) A insercdo de AD para a determinacdo dos atributos e limiares na

f)

descricdo das classes de cobertura da terra mostrou ser uma forma
rapida e eficaz de classificacdo. Entre os métodos de SA utilizados, o
FCBF é o que mais reduz a dimensionalidade e o que garante maior
acuracia das ADs. As ADs geradas possuem poucos nos e se
utilizam de atributos coerentes com 0s objetos classificados, ndo se
verificando nesta aplicagcdo a existéncia de regras conflitantes e de
uso de atributos n&o relacionados de forma direta com as classes de

cobertura da terra nas ADs;

Em relacdo aos atributos ranqueados pelos algoritmos de SA, estes
de modo geral diferem quanto a ordem, mas apenas ligeiramente
quanto a quais atributos foram melhor ranqueados em relacdo a
relevancia e/ou redundancia. Geralmente atributos espectrais que
envolvem alguma estatistica descritiva e/ou aritmética de bandas
aparecem nas primeiras posi¢coes. Atributos de textura ndo foram os
melhor ranqueados para a separacdo de classes de vegetacao.
Igualmente atributos geométricos ndo foram os melhor ranqueados

para a separacéo de solo exposto e de telhados de ceramica,

Sobre a descri¢do das classes de uso do solo:
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g) Para que a descricdo das classes de uso do solo, usando fungdes de
pertinéncia fuzzy e a estruturacdo hierarquica dos operadores de
agregacao dos valores de pertinéncia retornados por cada expressao,
seja eficaz, € necessario o conhecimento da distribuicdo dos valores
dos atributos para a definicdo dos limiares e modelamento das
funcdes de pertinéncia. Neste sentido, o uso da ferramenta de
espacializacdo e visualizacdo de atributos Feature View do sistema
Definiens Developer mostrou ser essencial, pois a acuracia das
classificagcbes de uso do solo depende de um ajuste fino dos

parametros.

h) Critérios e julgamentos tipicamente humanos de interpretacdo do uso
do solo por quadra puderam ser representados com sucesso nos dois
sistemas utilizados, na forma de atributos customizados e de
estruturacdo hierarquica dos operadores de agregacdo dos valores
de pertinéncia retornados pelas expressoes.

1) A descrichdo das classes de uso do solo pode ser sempre
incrementada a ponto de representar a totalidade das caracteristicas
de cada classe de uso do solo. No entanto, para que a descricdo das
classes ndo figue extensa e complexa demais, e para que a
manutencgado e a exportacdo do modelo de classificacdo possam ser
feitas facilmente, apenas expressdes com atributos mais
representativos de cada tipo de uso do solo devem ser criadas,
simplificando ao maximo as descricdes. Neste sentido, o uso de
expressdes que opdem uma classe em relacdo as outras permitiu

melhor controle e acuracia dos resultados.

Sobre o sistema InterIMAGE:
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j) O uso do sistema InterIMAGE para a classificacdo da cobertura da
terra e do uso do solo urbano com imagem multiespectral de alta
resolucdo espacial mostrou ser perfeitamente viavel. Em um tempo
relativamente curto de processamento, 0 sistema gerou
classificagbes complexas em imagens de em torno de 1500x1500
pixels. A Unica limitacdo atual do sistema concerne justamente ao
limite maximo do numero de pixels/segmentos que o InterIMAGE

consegue trabalhar.

k) Em um periodo de cerca de 15 meses, atributos e operadores foram
sugeridos, implementados, testados e aplicados com sucesso,
deixando o sistema InterIMAGE potente para aplicacdes ndo s6 em
areas urbanas como também em outras regides. As potencialidades
da concepcado de analise da imagem deste sistema foram exploradas
e documentadas, a saber, o uso de operadores holisticos TD, a
utilizacdo conjunta das etapas TD e BU na analise da imagem e a
importagdo de dados vetoriais e de instancias geradas em outras

classificacoes.

Sobre a acuracia dos resultados:

l) No geral, todas as classificacbes geradas de cobertura da terra
podem ser consideradas de acuracia boa a muito boa. Com excecao
de areas de solo exposto, 0os objetos de cobertura da terra foram
classificados satisfatoriamente, apresentando as classes de bons a
excelentes indices de exatidao. Visualmente, todas as classificacfes
podem ser avaliadas qualitativamente como muito boas,
apresentando coeréncia espacial entre a distribuicdo das classes e
coeréncia dos objetos na imagem.

m) Quanto ao uso do solo, as classificagBes geradas tém acurécia de
boa a excelente em todas as areas-teste. A diversidade de tipos de
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uso do solo, o tamanho varidvel das quadras e a dificuldade de se
classificar o uso do solo de forma completamente automatica
utilizando apenas dados de SR limitaram a acuracia das

classificacoes.

Sobre a aplicabilidade do método:

n)

p)

A aplicabilidade do método depende da capacidade do sistema
InterIMAGE poder ser utilizado em imagens de maior tamanho e em
classificacbes que envolvam um numero maior de segmentos. Afora
esta ressalva, a metodologia proposta se mostrou eficaz e de boa
acuracia, podendo ser aplicada de forma operacional para o
mapeamento da cobertura da terra urbana e para o mapeamento do
uso do solo por quadra, contanto que neste caso seja realizado um
procedimento de correcdo de erros por foto-interpretacdo e com

auxilio de dados cadastrais socioecondmicos.

A estratégia de uso de uma rede hierarquica e da descricdo
automatica das classes com base em algoritmos supervisionados de
mineragdo de dados, mostrou ser uma forma eficaz e de pouca
subjetividade de classificacdo da cobertura da terra. O fato de a
metodologia proposta de classificacdo da cobertura da terra envolver,
em grande medida, procedimentos automaticos, faz com que
supostamente a metodologia seja exportavel para outras areas e
datas, sendo necessario apenas a re-coleta de amostras.

Informacdes derivadas das classificagbes geradas podem ser
utilizadas de forma operacional. Alguns exemplos: estimativa de area
verde e de area impermeavel, tanto na imagem como um todo,
quanto por quadra, deteccdo de areas para recreacaol/lazer e para
industrias  atravées da deteccdo de piscinas e galpbes

respectivamente.

191



6.1 Trabalhos futuros

Seguem abaixo recomendacgdes e propostas para trabalhos futuros:

a)

b)

d)

f)

Aprofundamento dos testes de representacdo do conhecimento
humano para a interpretacdo do uso do solo através de funcdes fuzzy
de pertinéncia, customizacao de atributos e estruturacao hierarquica

de operadores de agregacao de valores de pertinéncia;

Exploracdo dos atributos de relagbes contextuais que estdo em fase
de implementacéo e teste no sistema InterIMAGE. A insercdo destes
atributos na descricdo das classes, tanto de cobertura da terra como
de uso do solo, pode aumentar a acuracia e a estabilidade das
classificagoes;

Exploracdo de outros algoritmos de mineracdo de dados e
aprendizado por maquina para a classificacdo automatica da

cobertura da terra, tais como redes bayesianas e redes neurais;

Pesquisa e aplicacdo de outras formas de modelagem automatica de

fungbes de pertinéncia fuzzy a partir das amostras;

Ortorretificacdo das imagens para a corregdo geométrica rigorosa.
Corrigindo-se a planimetria da imagem, atributos geométricos podem
ser usados com melhor desempenho e acarretam aumento de
acuracia das classificacfes de cobertura da terra e uso do solo. Esta

medida também permitira o uso operacional dos mapas gerados;

Aplicacdo da metodologia de classificacdo da cobertura da terra e
uso do solo com o sistema InterIMAGE em outras datas e, na medida
do possivel, em areas maiores. Isto permitira uma avaliacdo mais
consistente da possibilidade de exportacdo e operacionalizacédo da

metodologia;
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g) Insercdo do operador multi-temporal desenvolvido por Costa (2009)

para analise das mudancas na cobertura e uso do solo na favela de
ParaisOpolis e seu entorno e verificagdo se a acuracia aumenta com
a insercao do operador-multitemporal e se sdo verificadas mudancas

no uso e cobertura do solo;

h) Aplicacdo da metodologia de classificacdo da cobertura da terra aqui

proposta utilizando dados do satélite Worldview-2 com o lancamento
confirmado para o inicio de outubro deste ano. Este sistema
imageador contara, além do canal pancromatico, com oito bandas
espectrais, alocadas nas faixas do amarelo e do infravermelho médio,
gue provavelmente permitirdo uma maior acuracia final dos produtos

gerados;

Implementacdo da capacidade do InterIMAGE e dos operadores
TerraAIDA para processarem imagens com mais de 8 bits. O sistema
sensor QuickBird utilizado nesta pesquisa tem resolugéao
radiomeétrica de 11 bits, portanto pode ser que a metodologia gere

resultados mais acurados com imagens desta resolucao radiométrica.
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APENDICE A — Atributos usados na descri¢édo das classes de cobertura

daterra

Média da banda [...] — Média aritmética dos numeros digitais dos pixels de um
segmento para a banda em questao.

Ratio da banda [...] — Média da banda em questéo dividido pela soma das
médias das outras bandas do sensor QuickBird, no caso.

Brilho — Soma das médias das bandas do sensor dividido pelo nimero de
bandas do sensor

Valor min. de um pixel da banda [...] — Entre os pixels que compdem o
segmento, aquele de menor valor para
a banda em questéo.

Valor max. de um pixel da banda [...] — Entre os pixels que compdem o

segmento, aquele de maior valor para
a banda em questao.
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APENDICE B — Rankings de atributos gerados pelos algoritmos de SA
para a separacdo de algumas classes

Para a classificacdo de ‘Vegetacdo Arbdrea’ e ‘Vegetacdo Rasteira’:
Algoritmo FCBF:

Ranked attributes:

0.912 Mean Layer 3

0.576 Min. pixel value Layer 3

0.518 Mean Layer 1

0.411 Area

0.402 Ratio Layer 2

0.388 GLCM Homogeneity Layer 3 (135°)
0.378 GLCM Homogeneity Layer 2 (45°)
0.348 GLCM Homogeneity Layer 2 (0°)
0.249 B3/B1

0.214 Min. pixel value Layer 4

Algoritmo RELIEF-F:

Ranked attributes:

0.196 B3/B1

0.168 Mean Layer 3

0.154 Mean Layer 2

0.136  Min. pixel value Layer 3

0.136  Min. pixel value Layer 2

0.125 Brightness

0.112 Area

0.107 Max. pixel value Layer 4

0.101 Ratio Layer 2

0.092 GLCM Homogeneity Layer 2 (45°)
0.091 GLCM Homogeneity Layer 1 (45°)
0.091 Mean Layer 4

Algoritmo InfoGain (Ganho de Informacao)

Ranked attributes:

0.90 Mean Layer 3

0.74 Mean Layer 1

0.71 Mean Layer 2

0.54 Min. pixel value Layer 3

0.45 Brightness

0.44 Min. pixel value Layer 2

0.43 GLCM Homogeneity Layer 4 (45°)
0.40 GLCM Homogeneity Layer 4 (90°)
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Para a classificacéo das classes ‘TAC’, ‘TAM’ e ‘TAE’

Algoritmo FCBF:

Ranked attributes:
1 Mean Layer 3

Algoritmo RELIEF:

Ranked attributes:

0.264 Min. pixel value Layer 3
0.263 Min. pixel value Layer 2
0.263 Mean Layer 3

0.257 Mean Layer 2

0.256 Mean Layer 1

0.254 Brightness

0.235 Min. pixel value Layer 1
0.204 Mean Layer 4

0.199 Min. pixel value Layer 4
0.199 Max. pixel value Layer 1
0.198 Max. pixel value Layer 2
0.180 Max. pixel value Layer 3

Algoritmo InfoGain (Ganho de Informagéo):

Ranked attributes:

1.570 Brightness

1.570 Mean Layer 3

1.570 Mean Layer 1

1.570 Mean Layer 2

1.161 Min. pixel value Layer 1
1.119 Mean Layer 4

1.103 Min. pixel value Layer 3
1.065 Min. pixel value Layer 2
1.002 Max. pixel value Layer 2
0.995 Max. pixel value Layer 3
0.974 Max. pixel value Layer 1
0.962 Min. pixel value Layer 4

Para a classificacéo das classes ‘Telhados de Ceramica’ e ‘Solo Exposto’
Algoritmo FCBF:

Ranked attributes:

1 GLDV Contrast Layer 2 (45°)
1 GLCM Contrast Layer 2 (all dir.)
1 GLCM Contrast Layer 2 (45°)
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Algoritmo RELIEF-F:

Ranked attributes:

0.284 GLCM Caorrelation Layer 1 (45°)
0.253 GLCM Caorrelation Layer 2 (all dir.)
0.252 GLDV Contrast Layer 1 (45°)
0.252 GLCM Contrast Layer 1 (45°)
0.249 GLDV Contrast Layer 2 (45°)
0.249 GLCM Contrast Layer 2 (45°)
0.244 Ratio Layer 2

0.242 GLCM Caorrelation Layer 2 (45°)
0.237 GLCM Correlation Layer 1 (all dir.)
0.237 GLDV Entropy Layer 1 (45°)

Algoritmo InfoGain (Ganho de Informagéo):

Ranked attributes:

0.983 GLCM Caorrelation Layer 2 (all dir.)
0.983 GLCM Contrast Layer 2 (45°)
0.983 GLDV Contrast Layer 1 (45°)
0.983 GLDV Contrast Layer 2 (45°)
0.983 GLCM Contrast Layer 1 (45°)
0.983 GLCM Caorrelation Layer 1 (45°)
0.983 GLCM Caorrelation Layer 2 (45°)
0.983 GLCM Contrast Layer 2 (all dir.)
0.983 GLDV Contrast Layer 2 (all dir.)
0.823 GLDV Entropy Layer 1 (45°)
0.823 GLDV Entropy Layer 1 (all dir.)
0.823 GLCM Dissimilarity Layer 1 (45°)
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APENDICE C - Funcdes de pertinéncia utilizadas na descricdo das

classes de cobertura da terra

Vegetacdo Arborea

197486029411765  v| [=[s9.416102841176 | [18.7611519607843 |w| | =|77.503436274503

Média da banda 2 Média da banda 2

Vegetacdo Rasteira

53.2086029411765  w| | »[149.37178921568 [43.8627208882353 | | = [13277257352041

Média da banda 2 Média da banda 2

Telhados de Ceramica

[}

= =] 15453375 |o == 1987.9375

GLCM Contraste 90° "~ GLCM Contraste 135°

Solo Exposto
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.

J

= =] 1o4aze71E7E

== 1766.9375

GLCM Contraste 90°

GLCM Contraste 135°

TAC

_

_

B7.3827205882353 w| | x[238.14669117647

|36 eseEraamaTa | | ] 255

Brilho

Média da banda 1

TAM

-
E

B5. 2686023411765 = | | »|126 24080882352

|f0.38ee421568828 | | > | 150.16237745038

Brilho

Média da banda 1

TAE

)
B

j Ij1ﬂ?.1349254?058

1759191764705 =| | =|120.29767156862

Brilho

Média da banda 1
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