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1. INTRODUCAO

Mais da metade da area do Cerrado brasileiro tem sido transformada, principalmente,
em areas de pastagem e agricultura, perdendo cerca de 1 milhdo de km2 de sua
vegetacdo original (MACHADO et al., 2004). As areas de agricultura cobrem mais de
100.000 km2 e as de pastagem cultivada superam 500.000 kmz2, enquanto que as areas
preservadas envolvem apenas cerca de 33.000 km? (KLINK; MACHADO, 2005). Esta
situacdo representa um alto custo ambiental, ocasionando perda de biodiversidade,
erosdo do solo, degradacdo das formacOes vegetais do bioma, poluicdo da &gua,
mudancas nos eventos de fogo tipicos do bioma, instabilidade do ciclo do carbono e
provaveis modificacBes climaticas regionais (KLINK; MACHADO, 2005).

Segundo Walter (2006), dentre as formacGes vegetais existentes no bioma, encontram-
se as formacdes campestres, que se referem a regides com predominancia de espécies
herbéceas e algumas arbustivas, sem ou com pouca ocorréncia de arvores na paisagem
(RIBEIRO; WALTER, 2008; IBGE, 2012). Considerando que estas fitofisionomias sdo
formacdes naturais, elas sdo passiveis de recuperacdo caso sejam degradadas. Neste
caso, 0 monitoramento deste tipo de vegetacdo, por meio de imagens de satélite, pode
auxiliar na recuperacdo da sua integridade fisica, quimica e bioldgica assim como na
capacidade produtiva da regido degradada (RODRIGUES; GANDOLFI, 2001). Com
efeito, mapas de uso e cobertura do Cerrado, obtidos a partir imagens de satélites e

técnicas de sensoriamento remoto, podem ser usados para monitorar estas areas.

Existem alguns estudos, como o de Ferreira et al. (2013b), que usam técnicas de analise
multitemporal baseada em indices de vegetacdo para classificar areas de pastagem
cultivada no Cerrado. Entretanto, as areas transformadas em pastagem, de forma similar
as formagBes campestres supracitadas, podem variar de formagdes com predominancia
de gramineas a locais que apresentam dominéncia de espécies arbustivas, por exemplo
(EMBRAPA; INPE, 2011). Desta forma, o mapeamento de &reas de Pastagem e de

formagOes campestres nativas no Cerrado, por meio de imagens de satélites, pode se



tornar uma tarefa dificil quando usada apenas a informacéo espectral dos alvos (SANO
et al., 2008).

Dentro deste contexto, este trabalho tem como objetivo classificar e criar mapas
temaéticos de areas de formacOes campestres nativas e regiGes de pastagens cultivadas no
Cerrado brasileiro por meio da implementacdo de algoritmos e de técnicas de
geoprocessamento, utilizando métodos de analise de padrdes e mineracdo de dados em

dados de séries temporais de imagens, a partir do classificador SVM.

O trabalho foi organizado da seguinte forma: na Secdo 2 é apresentada uma breve
descricdo do Cerrado brasileiro, com énfase nas formacGes vegetais e areas antropicas
de interesse. Na Secdo 3 € apresentada uma visdo geral sobre a mineragdo de dados e a
analise de padrGes em dados de sensoriamento remoto. Os dados e a metodologia
descritos no trabalho estdo detalhados na Secdo 4. Na Secdo 5 sdo apresentados 0s
experimentos realizados e uma discussdo sobre os progressos obtidos neste estudo.
Finalmente, na Secdo 6 séo apresentadas as consideragdes finais e trabalhos futuros.



2. CERRADO: CAMPOS NATIVOS E PASTAGENS CULTIVADAS

Segundo Ferreira et al. (2003), o Cerrado brasileiro corresponde a uma das savanas
mais imidas do planeta, apresentando um clima sazonal, com esta¢des seca e chuvosa
bem definidas. O termo Cerrado é comumente empregado para indicar o conjunto de
ecossistemas (savanas, campos e matas) que ocupa a regido central do Brasil
(EITEN, 1977).

De forma geral, o Cerrado pode ser entendido como uma formagcdo composta por
campos graminosos coexistentes com arvores e arbustos esparsos. Contudo, varias
definicdes do termo Cerrado e propostas de classificacdo das formagdes vegetais do
bioma sdo apresentadas na literatura (WALTER, 2006). Ribeiro e Walter (2008), por
exemplo, descrevem o Cerrado como uma regido composta de formacGes florestais,
savanicas e campestres. As formacdes florestais representam areas com predominancia
de espécies arboreas com formagdo de dossel. As formagOes savanicas designam
regides com arvores e arbustos esparsos sobre um campo de gramineas, sem a formacao
de dossel continuo. Por outro lado, as formacGes campestres referem-se a regiGes com
predominancia de espécies herbaceas e algumas arbustivas, sem a ocorréncia de arvores

na paisagem.

Estas trés formacOes vegetais, representadas na Figura 2.1, sdo classificadas em
diferentes fitofisionomias, baseadas primeiramente na forma (fisionomia), que ¢é
definida pela estrutura, pelas formas de crescimento dominantes e por possiveis
mudancgas estacionais. Posteriormente, consideram-se aspectos do ambiente e da

composicdo floristica.



Cerrado Sentido Amplo
Cerrado Sentido Restrito

Figura 2.1. Fitofisionomias do bioma Cerrado.
Fonte: Ribeiro e Walter (2008).

2.1.1. Campos Nativos
Dentre as formacdes vegetais do bioma, este trabalho tem como foco as formacdes

campestres nativas no Cerrado, subdivididas em Campo Limpo, Campo Sujo e Campo

Rupestre, exibidas na Figura 2.2.

Figura 2.2. Regifes de Campo Nativo (Campo Limpo, Sujo e Rupestre).
Fonte: IBGE (2012) e COURA (2006).

O Campo Limpo é uma fitofisionomia com predominéncia herbéacea e contém poucos
arbustos, com a inexisténcia de arvores na regifo. E localizado com frequéncia nas
chapadas, olhos d’agua e encostas, com locais que podem apresentar diversas posi¢oes
topogréficas e variagcbes no grau de profundidade e fertilidade do solo (RIBEIRO;
WALTER, 2008).

Areas de Campo Sujo contém, em seu estrato arbustivo-herbaceo, espécies de arbustos e
subarbustos muitas vezes compostas por plantas menos desenvolvidas das espécies
arbéreas do Cerrado Sentido Restrito. Podem ser encontradas em solos rasos, com



presenca eventual de pequenos afloramentos de rocha de pouca extensdao ou mesmo em
terrenos profundos e de pouca fertilidade (RIBEIRO; WALTER, 2008).

A fitofisionomia de Campo Rupestre agrupa paisagens em microrrelevos com espécies
tipicas, geralmente ocupando trechos de afloramento rochosos em altitudes superiores a
900 metros, ocasionalmente a partir de 700 metros, com a presenga eventual de
arvoretas raquiticas. Sao, em geral, regides com solos acidos e pobres em nutrientes,
onde existem altas variacdes de temperatura e ventos constantes (RIBEIRO; WALTER,
2008).

2.2. Pastagens Cultivadas

De acordo com Machado et al. (2004), mais da metade da vegetacdo original do
Cerrado foi transformada em areas de pastagem, agricultura e outros usos. Além disso,
estudos mostram que as mudancas do uso do solo no Cerrado ocorrem com maior
intensidade do que na regido Amazbnica (SANO et al., 2001). Das regides
transformadas no Cerrado, as areas de Pastagem Cultivada no Cerrado correspondem a
cerca de 500.000 km2 (MACHADO et al., 2004), conforme ilustrado na Figura 2.3.

1000 100 100 100 100 km
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Figura 2.3 Distribuicao das classes de uso da terra no bioma Cerrado referente ao ano de 2002.
Areas de Pastagem Cultivada ilustradas em verde.

Fonte: Sano et al. (2008)



De acordo com Ferreira et al. (2013b), no minimo, 50% das areas de pastagem plantada
no Cerrado ja se encontram severamente degradadas, ocasionando o0 aumento da erosao
e a perda da fertilidade do solo, a reducdo da biomassa e a predominancia de espécies
estrangeiras, principalmente as espécies de gramineas africanas do género Brachiaria.
Com isso, a recuperagdo destas areas degradadas pode auxiliar no aumento da renda
para 0s produtores e pode-se reduzir o impacto ambiental no Cerrado por meio da
diminuicdo da erosdo, da emissdo de dioxido de carbono e da abertura de novas areas
para pastagem (CHAVES et al., (2001)).

A identificacdo das regides de pastagem ¢é dificil porque a degradacdo dos pastos pode,
por exemplo, influenciar na porcentagem da cobertura vegetal e na resposta dos indices
de vegetacdo. Confuséo e incertezas podem ocorrer quando as pastagens sdo manejadas
de forma inadequada, uma vez que podem aparecer espécies invasoras ou mesmo 0
renascimento de espécies de arbustos e arvores nativas nestas regides (FERREIRA et
al., 2013b).

Alguns estudos procuram realizar o monitoramento das pastagens cultivadas no bioma.
Ferreira et al. (2013b), por exemplo, utilizam dados biofisicos das estacdes secas e
Umidas das areas de pastagem, dados radiométricos (indices de vegetacdo) e climaticos.
Segundo os autores, as estacdes seca e Umida sdo bem definidas na regido e, portanto,
podem auxiliar na identificacdo das caracteristicas biofisicas e radiométricas das areas

de pastagem.

Em decorréncia das grandes extensdes de areas, da periodicidade marcante da vegetacao
natural e da confuséo espectral entre classes, a necessidade de identificar e discriminar
areas de pastagens cultivadas e pastagens naturais (formagdes campestres) € um grande
desafio (SANO et al., 2008). Consequentemente, para melhorar a discriminagéo destes
alvos é necessario usar dados temporais e de campo, explorando a vantagens de o bioma
apresentar estacdes bem definidas (FERREIRA et al., 2013a).



3. SERIES TEMPORAIS, MINERACAO DE DADOS E SVM EM
SENSORIAMENTO REMOTO

3.1. Andlise de padrdes em séries temporais de imagem de sensoriamento

A disponibilidade de uma grande quantidade de dados de sensores remotos dpticos tem
tornado cada vez mais acessivel e de forma mais detalhada e continuada a observagéao
da Terra. Por exemplo, o sensor MODIS (Moderate Resolution Imaging
Spectroradiometer) produz dados com alta frequéncia temporal da superficie terrestre,
dos oceanos e da atmosfera. Seus produtos foram projetados para fornecer, de forma
consistente, informacdes espaciais e temporais das condi¢des da vegetacdo global, que
podem ser utilizadas para fazer o monitoramento da cobertura da vegetagdo (HUETE et
al., 2002; ZHANG et al., 2003).

A combinacéo de informacdes temporais, espaciais e espectrais, quando adequadamente
explorada, permite detectar padrdes complexos e importantes para 0 monitoramento e
andlise da dindmica da cobertura da terra (BRUZZONE et al., 2003). Em estudos de
analise e caracterizacdo da cobertura vegetal, utilizam-se indices de vegetacdo para o
monitoramento sazonal e interanual dos parametros biofisicos, fenoldgicos e estruturais
da vegetacdo (HUETE et al., 2002). A Figura 3.1 ilustra a criacdo de uma série temporal
de um dado indice de vegetacéo (d;;). Para cada pixel em questdo, pode-se observar uma

série temporal que representa a variacdo da vegetacdo no decorrer do tempo.
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Figura 3.1. Exemplo de série temporal do indice de vegetacdo no pixel (ij).
Fonte: Adaptada de Eklund e Jonsson (2012).
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Os indices de vegetacdo produzidos através dos dados MODIS representam medidas
aprimoradas das condicdes da superficie da vegetacdo e a analise de padrbes destes
indices pode ser uma ferramenta Util para a observacdo do uso e cobertura do solo
(TUCKER et al., 2005). Produzidos geralmente com resolucdes espaciais entre 250 m e
1 km, os indices de vegetacdo do MODIS mais utilizados sdo o NDVI e EVI (JUSTICE
et al., 2002). O indice EVI (Enhanced Vegetation Index) apresenta sensibilidade em
areas com maior quantidade de biomassa verde, além de minimizar os efeitos das
influéncias atmosfeéricas e do solo (JIANG et al., 2008). Utilizando trés comprimentos

de onda, o célculo do EVI é definido por:

PNIR ~ Pred (3.3)
pnir + C1 X Prea — C2 X Ppiye + L’

EVI =G

onde pyr € pPreq SA0 as reflectancias nas bandas do infravermelho préximo e do
vermelho, G equivale a um fator de ganho, L corresponde ao fator de ajuste do solo, C;
e C, sdo os coeficientes da resisténcia de aerossois, que usam a reflectancia na banda do
azul (ppe) para corrigir a influéncia dos aerossois na banda do vermelho. Para o sensor
MODIS, os coeficientes geralmente utilizados para o célculo do EVI sdo: G = 2,5,
L=1,C,=6eC, =175 (JIANG et al., 2008).

3.2. Mineracao de dados

Segundo Lambin e Lindman (2006), a riqueza de dados de sensoriamento remoto
disponiveis atualmente permite explorar questdes sobre o sistema terrestre em escalas
anteriormente infactiveis. Os autores relatam que a maioria das pesquisas em mudancas
na cobertura do solo vinha sendo conduzidas pela disponibilidade de dados. Porém, com
0 aumento do nimero de sensores e, consequentemente, do volume de informacdes, as
pesquisas passaram a ser guiadas pela necessidade de processamento e analise dos
dados, considerando que um melhor entendimento dos conjuntos de dados é essencial
para a andlise das mudancas da cobertura de solo e dos impactos dos processos do

sistema terrestre. Portanto, o crescente montante de dados de sensoriamento remoto



torna-se um caso apropriado para a aplicacdo de técnicas de mineracdo de dados
(RUSHING et al., 2005).

A mineracdo de dados representa um dos passos intermediarios da descoberta de
conhecimento em um determinado banco de dados, ilustrada na Figura 3.2, e envolve a
descoberta de modelos apropriados para um conjunto de dados e a determinagdo de
padrdes a partir destes (FAYYAD et al., 1996).

- M E Pre- Transfor- || Mineracio Inte.r;;_retggéo
e Selecdo s processamento macio ds Dados ' eavaliagdo
fﬁ_.jf : > ] 4 . ; o | 2,4 /]. », SN2
a - i
1 Dados Dados Dados Padrs Conhecimento
relevantes Pre-processados } transformados ey

Dados

Figura 3.2. Etapas da descoberta de conhecimento em banco de dados. A mineragdo de dados
corresponde a uma das etapas do processo da transformacéo de dados em
conhecimento.

Fonte: Adaptada de Fayyad et al. (1996).

A classificacdo faz a predicdo e 0 mapeamento dos dados de um conjunto em uma ou
mais classes categoéricas (FAYYAD et al., 1996; MILLER; HAN, 2009). A geracdo de
modelos de classificacdo de dados € um processo composto de duas fases: aprendizado
e teste. Na primeira etapa, aplica-se um algoritmo de classificacdo sobre um conjunto de
dados de treinamento e, como resultado, tem-se a construcdo de um modelo de
classificacéo, o classificador propriamente dito. O conjunto de treinamento, geralmente,
equivale a um conjunto de amostras escolhidas aleatoriamente a partir da base de dados
que se deseja analisar. Cada instancia do conjunto de treinamento apresenta dois tipos
de atributos: o atributo classe, o qual indica a classe que a instancia pertence; e 0s
atributos preditivos, cujos valores sdo avaliados a fim de descobrir o modo como eles

relacionam-se com o atributo classe.

A fase de teste inicia-se ap0s o classificador ser construido e seu objetivo é estimar e

analisar a acuracia usando um conjunto de dados de teste. As amostras deste conjunto

tambem s&o selecionadas de maneira aleatoria, a partir da base de dados, e ndo podem

ser utilizadas na construcdo do classificador. Ou seja, as amostras de teste devem ser
9



diferentes das amostras que foram escolhidas para gerar o conjunto de treinamento. A
acuracia de um classificador em um conjunto de teste caracteriza a porcentagem de
amostras que sdo corretamente classificadas por ele. Se a acuracia € considerada
aceitavel, pode-se utilizar o classificador para classificar novas amostras em que o
rotulo de classe ndo é conhecido (HAN; KAMBER, 2006).

Antes de realizar a classificacdo e predicdo, é importante que os dados sejam pré-
processados através, por exemplo, da reducdo de ruidos e tratamento de valores ausentes
para um determinado atributo. Segundo Lu et al. (2004), € importante que algumas
condicGes devem ser satisfeitas antes de se implementar alguma técnica de detec¢do de
mudancas. Considerando as imagens de sensoriamento, é necessario que o registro e as
calibracbes atmosférica e radiométrica sejam precisas, além de, sempre que possivel,
fazer a selecdo de imagens com a mesma resolucdo espacial e espectral. Além disso, é
fundamental que fatores que ocasionem ruidos, como falhas nos dados e cobertura de

nuvens, também sejam tratados.

Tais procedimentos podem auxiliar na reducdo da confusdo durante a fase de
aprendizagem. Além disso, quando métodos que envolvem medi¢des de distancias sdo
utilizados na fase de aprendizado, os dados podem ser transformados através da
normalizacdo. Geralmente, este processo envolve ajustar para um conjunto de atributos
todos os valores em uma escala, de forma que estes se encontrem em um intervalo
especifico, como de -1,0 a 1,0, podendo evitar que alguns atributos, por apresentarem
uma escala de valores maior que outros, possam influenciar o classificador de forma

tendenciosa.

Algoritmos de mineracdo de dados sdo bastante utilizados em aplicacGes de
sensoriamento remoto. Por exemplo, Noma et al. (2013) comparam diversos métodos
de classificacdo, como arvores de decisdo, vizinhos mais proximos, Maquina de Vetores
de Suporte (SVM) e Floresta de Caminhos Otimos (OPF, Optimun Path Forest) para
mapear areas de vegetacdo. Os autores utilizam dados temporais correspondentes aos

indices EVI em uma regido do Mato Grosso com areas de agricultura, floresta e

10



pastagem. Neste caso, 0 método SVM apresentou os melhores resultados para o estudo

em questao.
3.3. Support Vector Machine (SVM)

Embasado na Teoria da Aprendizagem Estatistica (VAPNIK, 1995), o algoritmo de
maquinas de vetores de suporte (Support Vector Machines, SVMs). (BOSER et al.,
1992; CORTES; VAPNIK, 1995) tem recebido atencdo emergente da academia. O
método tem sido eficiente em classificacbes com dados de alta dimensionalidade,
muitas vezes com resultados superiores aos de outros algoritmos de aprendizado, como
as redes neurais (SUNG; MUKKAMALA, 2003; DING; DUBCHAK, 2001).

Apesar de o tempo da fase de treinamento dos algoritmos de SVM seja considerado
moderado, a precisdo do método é alta devido a sua capacidade de modelar limites de
decisdo ndo lineares complexos, apresentando uma boa generalizacdo. Como € um
classificador ndo-paramétrico, 0 SVM tem como caracteristica a independéncia de
modelos de distribuicdo estatistica (MELGANI; BRUZZONE, 2004).

O algoritmo SVM utiliza, de forma geral, um mapeamento ndo linear para transformar
os dados do conjunto de treinamento original em uma nova dimensdo. Dentro desta
nova dimensdo, o algoritmo faz uma busca pelo limite de decisdo linear 6timo para
separar duas classes: 0 hiperplano cuja margem de separacdo seja maxima (HAN;
KAMBER, 2006). O caso mais simples que o algoritmo trata é o de duas classes, em

que os dados sdo linearmente separaveis, como ilustrado na Figura 3.3.

Xy Xy

Figura 3.3. Exemplos de retas capazes de separar as classes (verde e laranja). H4& um nimero
infinito de retas que separam as duas classes.
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Como existem infinitas retas que podem separar essas classes, o problema, ent&o, reside
em encontrar aquela que mais se adequa no processo de classificacdo. Generalizando,
procura-se encontrar a superficie de deciséo entre as classes baseada no comportamento
geométrico das amostras no espaco de atributos, ou seja, busca-se o hiperplano que
minimize o erro de classificacdo. Para isso, 0 SVM pesquisa o hiperplano de méxima
margem de separacdo, onde a margem corresponde a distancia mais curta do hiperplano
para as amostras de treinamento mais proximas de cada classe (HAN; KAMBER,
2006), As amostras localizadas nos limites da margem de separacao sdo as responsaveis
por determinar o hiperplano, e sdo chamadas de vetores de suporte. A Figura 3.4 ilustra
a escolha de um hiperplano de selecdo 6timo, com os vetores de suportes contornados

com uma borda mais escura.

X4

v

Figura 3.4. Representacdo do hiperplano 6timo e dos vetores de suporte.

Em suma, a busca do hiperplano de separacdo 6tima é modelada como um problema de
otimizacdo e pode ser solucionada com a introducdo de uma funcdo langrangiana
(THEODORIDIS; KOUTROMBAS, 2008). Uma vez que 0s vetores de suportes e o
hiperplano de margem maxima de separacdo sdo encontrados, constroi-se o
classificador: a maquina de vetores de suporte, que pode ser utilizada para classificar

dados linearmente separaveis.

No entanto, aplicagcdes em situagOes reais cujos dados sejam linearmente separaveis sao
bastante dificeis de ser encontradas. Para contornar este problema, o algoritmo SVM

linear pode ser estendido para classificacdo de dados ndo linearmente separaveis, sendo
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capaz de descobrir limites de decisdo ndo lineares no conjunto de amostras de
treinamento. Para isso, faz-se a transformacdo dos dados de treinamento originais para
um novo espaco dimensional através do mapeamento ndo linear. Com os dados
transformados, o algoritmo procura por um hiperplano linear no novo espaco de
atributos (HAN; KAMBER, 2006). A Figura 3.5 ilustra o processo de transformagéo

dos dados de entrada em uma nova dimensao.

L2
Xy
Hiperplano de
separagdo

-

e ® |~

Figura 3.5. Exemplo de mapeamento para um espago de maior dimenséo, fornecendo uma
separacao linear.

A determinacdo dos parametros do hiperplano de separacdo na nova dimensdo
corresponde outra vez a um problema de otimizacdo quadratica langrangiana. No
entanto, quanto maior a dimensionalidade, maior sera o custo computacional envolvido,
fazendo-se necessario calcular o produto interno dos vetores em cada dimensdo. Para
resolver esta situacdo, pode-se substituir o produto interno presente no problema de
otimizacdo por uma funcdo Kernel K, de forma que todos os calculos séo realizados nas
amostras de treinamento iniciais, reduzindo potencialmente o custo computacional
(THEODORIDIS; KOUTROMBAS, 2008).

Alguns dos kernels mais empregados em aplicacfes gerais s@o as funcdes de base radial

(Radial Basis Functions, RBF) e as polinomiais, descritos a seguir.
e Linear: K(x;,x;) = (x;, x;).
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e Polinomial: K (x;,x;) = ((x;, ;) + 1)%.

i

e RBF:K(x;x)=e 27

Vale ressaltar que d € N* e y € R} sd0 parametros que precisam de ajustes no processo
de classificacdo. Com a selecdo do kernel, pode-se em seguida realizar o processo de
decisdo de forma similar ao processo de predicdo de dados linearmente separaveis.
Neste caso, porém, hd a introducdo do parametro C, que deve ser ajustado e é
responsavel pela regularizacdo associada & quantidade de amostras classificadas
erroneamente. Geralmente, tanto o parametro C quanto o parametro y do kernel RBF
sdo obtidos empiricamente, através de pesquisa exaustiva por meio de validagdo

cruzada.

Como vantagem, a complexidade do classificador € definida pelo nimero de vetores de
suporte em vez da dimensionalidade dos dados. Além disso, se outras amostras de
treinamento forem removidas e a fase de treinamento for repetida, e estas ndo sejam
vetores de suporte, 0 mesmo hiperplano de separacdo sera encontrado. Desta forma, o
namero de vetores de suporte pode ser usado para calcular o limite superior da taxa de
erro esperado no classificador, independentemente da dimensdo dos dados (HAN;
KAMBER, 2006).

Embora 0 SVM seja, originalmente, esquematizado para uma classificacdo binéaria, é
possivel compor varias SVMs para tratar problemas com mais de duas classes. As
principais abordagens usam como base a decomposicdo de um problema multiclasse em
subproblemas binarios e, em seguida, faz-se a reconstrucdo do problema por meio da
combinacéo dos resultados destes subproblemas.
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4. MATERIAIS E METODOS
4.1. Area de estudo

A érea de estudo faz parte do complexo do Cerrado, e apresenta regides naturais e
antrdpicas, com areas de pastagem cultivada. Nesta regido, ilustrada na Figura 4.1, esta
presente o Parque Nacional da Serra da Canastra e regides vizinhas, onde séo
encontradas todas as fitofisionomias do grupo das formacgdes campestres nativas (IBGE,
2012). Esta regido foi escolhida por apresentar regides de Campo Nativo e Pastagem

Cultivada.

-520 -420 ~440

Q kk/\_ o
i L}I"

190

/

20 -480 444

Figura 4.1 Area de estudo do trabalho, localizada no sudoeste do estado de Minas Gerais.
Recorte de uma imagem Landsat TM-5 (R5B4G3) da regido.

Os dados e as técnicas que foram utilizadas para a geracdo de mapas tematicos como
plano de informacdo resultante da classificagcdo proposta neste trabalho estdo
esquematizados no modelo OMG-T exposto a seguir (Figura 4.2). O modelo apresenta
uma descri¢do dos tipos de dados de entrada e as etapas de processamento dos dados
que foram usados para o desenvolvimento desta pesquisa.
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Figura 4.2 OMT-G do trabalho proposto.

4.2. Geo-objetos de referéncia

Campo Mative

_ Pastagem Culiivada

Cutros

O mapa de cobertura vegetal do Cerrado fornecido pelo Inventéario Florestal de Minas

Gerais do ano de 2009 foi utilizado para a obtencdo das formagdes campestres nativas

(Campo Limpo, Sujo e Rupestre). O mapa € o resultado do esfor¢o conjunto de diversas

instituicOes, dentre as quais a Universidade Federal de Lavras apresenta papel de

destaque na producdo dos mapeamentos obtidos (SCOLFORO et al., 2008). O shapefile

contém poligonos para todo o estado de Minas Gerais categorizados com as seguintes

classes: Campo, Campo Cerrado, Campo Rupestre, Cerrado, Cerraddo, Eucalipto,

Floresta Estacional Decidual Montana, Floresta Estacional Decidual Sub Montana,
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Floresta Estacional Semidecidual Montana, Floresta Estacional Semidecidual Sub
Montana, Floresta Ombrofila Alto Montana, Floresta Ombréfila Montana, Floresta

Ombrofila Sub Montana, Pinus, Urbanizacdo, Vereda, Agua.

E importante ressaltar que o mapa de cobertura vegetal citado contém duas classes que
representam as formacGes campestres nativas do Cerrado: a classe Campo, que combina
as fitofisionomias de Campo Limpo e Campo Sujo; e a classe Campo Rupestre, definida

pela fitofisionomia homénima.

Em relacdo as pastagens cultivadas do Cerrado, o Ministério do Meio Ambiente (MMA)
oferece um shapefile, relativo ao ano de 2006, que distingue a cobertura antrépica da
natural no bioma e faz a discriminagdo das areas antropicas do Cerrado, como mostra a
Figura 5.4. O mapeamento subdivide as areas antropicas em quatro classes: Agricultura,
Pastagem Cultivada, Florestamento/reflorestamento e Area Degradada por Mineracéo.
Dessa forma, 0 mapa do MMA foi também usado como referéncia para obtencdo de

areas de pastagem cultivada.

Como um shapefile cobre todo o estado de Minas Gerais e outro cobre todo o bioma, foi
realizada um segmentacdo de regifes para a area de estudo com a ferramenta GeoDMA
e, em seguida, a intersecdo dos dois shapefiles com o resultado desta segmentacédo para
que estes apenas contenham poligonos dentro da area de estudo. O sistema GeoDMA
GeoDMA (Geographic Data Mining Analyst) (KORTING et al.,, 2013) é uma
plataforma de cddigo aberto que possui implementadas técnicas de segmentacdo de
imagens, extracdo e selecdo de atributos, métodos de analise multitemporal para
deteccdo de mudancas e mineracgao de dados espaciais.

Ambos os mapas de referéncia resultantes foram gerados utilizando as ferramentas de
algebra de mapas disponiveis no software TerraView (INPE, 2013). Em seguida, todos
os poligonos do mapa de cobertura do Inventario de Minas Gerais correspondentes as
classes de formacdes vegetais, exceto Campo e Campo Rupestre, foram reclassificados
para a classe Outros. Além disso, as classes Campo e Campo Rupestre foram

reclassificadas para a classe Campo Nativo.
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Ja no mapa do MMA apenas os poligonos atribuidos a classe Pastagem Cultivada foram
considerados, criando um shapefile com apenas os poligonos categorizados para esta
classe. Em seguida, foi realizada a operacdo de diferenca entre os dois conjuntos de
poligonos, com o intuito de eliminar poligonos com sobreposicao e, consequentemente,

regides que apresentassem conflitos de classe.

Com isso, criaram-se dois arquivos shapefile sem poligonos sobrepostos: um com
poligonos associados a duas classes: Campo Nativo e Outros para 0 ano de 2009; e
outro com poligonos categorizados como Pastagem Cultivada para o ano de 2006. Pode-
se ressaltar que estes dois shapefiles podem ser unidos, resultando num arquivo com
todos os poligonos de interesse. Estes poligonos sdo usados nas etapas de extragdo de
atributos e treinamento, e também como referéncia para avaliar os resultados da

classificacao.
4.3. Imagens MODIS

A presenca de duas estacGes bem definidas no Cerrado pode auxiliar na deteccdo de
mudancas nas coberturas vegetais a partir da observacdo de séries temporais. Para
analisar esta situacdo, foram utilizadas as imagens do sensor MODIS, com corre¢édo
atmosférica e resolucdo espacial de 250 m, para os periodos seco e Umido da regido e o0s
dados temporais dos indices de vegetacdo EVI. Especificamente, foram utilizados perfis
anuais como vetores de caracteristicas para 2006 e 2009. Cada perfil anual foi extraido
da composicdo EVI de 16 dias do MODIS, resultando em 23 instantes para cada perfil.
A Figura 5.7 ilustra um resumo da sequéncia de imagens obtidas dos dados MODIS
para 0os 23 instantes dos anos de 2006 e 2009. Como descrito na secdo anterior, para
cada imagem, cada pixel corresponde a um valor de indice de vegetacao (EVI), de modo

que os valores ordenados desta sequéncia de imagens resulta em uma série temporal.
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Figura 4.3 Sequéncia de imagens para compor as séries temporais de EVI para 2006 e 2009.

Vale ressaltar que foi necessario realizar o georreferenciamento das imagens usando
como referéncia a base de dados da NASA (Global Land Cover Facility - GLCF). Além
disso, foi realizado o recorte das imagens para a area de estudo por meio do ambiente
ENVI.

4.4. Extracao de atributos, treinamento, avaliacéo e geracao de plano temético

Para a extracdo dos atributos preditivos, cada amostra foi considerada como o conjunto
de informacdes relativas a um poligono do conjunto de regides dos shapefiles, criados a
partir dos mapas de referéncia. Os atributos foram pré-processados, conforme descrito

na se¢do anterior, e foram transformados por meio da normalizacéo.

Em relacdo as imagens MODIS, para cada uma das 23 imagens dos indices EVI, os
atributos relacionados com os indices de vegetacdo foram extraidos a partir da criacdo
de algoritmos usando a biblioteca TerraLib 5. Foi necessario implementar um algoritmo
para associar a media dos valores de todos os pixels (no caso, os indices de vegetacao)
para cada um dos poligonos. Os atributos dos indices de vegetacdo correspondem,
assim, a média dos valores dos pixels dentro de cada poligono, para cada imagem EVI
no instante T; (i=1,2, ...,23).
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Para evitar o problema de pixels de borda, foi utilizada uma abordagem para definir os
atributos de indices de vegetacdo para cada poligono. Usando a biblioteca TerraLib 5,
foi implementado um algoritmo que define o valor do atributo EVI para cada poligono
em cada uma das imagens T; a T3, equivalente a média dos “pixels puros” do poligono

em questédo, conforme ilustrado na Figura 4.4.

Imagem

\;

[ Pixel puro

Figura 4.4 Abordagem de pixels puros.

Foi considerado, no célculo do valor EVI para um poligono em cada uma das 23
imagens, apenas 0s “pixels puros”, ou seja, 0s pixels cujos seus vizinhos também
pertencem a mesma classe, evitando, assim, que pixels de borda influenciem no calculo
da média dos valores de EVI de um dado poligono. A partir desta estratégia,
consequentemente, poligonos muito pequenos, que estdo inclusos em Unico pixel sdo
desconsiderados do conjunto de amostras. A Figura 4.5 ilustra o trecho de cddigo onde
¢ definido se um determinado pixel em um poligono pode ser definido como ‘puro’, a
partir da observacdo de alguns dos pixels vizinhos. Por meio das operacdos de algebra
de mapas disponiveis na biblioteca TerraLib 5, é analisado se os pixels vizinhos

também estdo contidos no poligono em questao.
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purePixel = true;

inputRasterGrid->gridToGeo(column, row - 1, X, ¥);
coordPixelUp = new te::gm::Point(x, y, sridInputRaster, @);
purePixel = purePixel && polygon->contains(coordPixelUp);

inputRasterGrid->gridToGeo(column, row + 1, x, y);
coordPixelDown = new te::gm::Point(x, y, sridInputRaster, 8);
purePixel = purePixel && polygon->contains(coordPixelDown);

inputRasterGrid->gridToGeo(column - 1, row, X, y);
coordPixelleft = new te::gm::Point(x, y, sridInputRaster, @);
purePixel = purePixel && polygon->contains(coordPixellLeft);

inputRasterGrid->gridToGeo(column + 1, row, X, ¥);
coordPixelRight = new te::gm::Point(x, y, sridInputRaster, ©);
purePixel = purePixel && polygon->contains(coordPixelRight);

Figura 4.5 Trecho de cédigo elaborado em TerraLib 5 que verifica para um determinado pixel se
alguns dos seus pixels vizinhos estdo contidos no mesmo poligono.

Com a geracdo da série temporal para cada um dos poligonos, o algoritmo elaborado
neste trabalho também faz o calculo e armazenamento das varidveis derivadas da série
temporal extraida, sendo estas varidveis também utilizadas como atributos nos
experimentos realizados. As varidveis extraidas a partir da série temporal sdo os valores

de: minimo, maximo, amplitude, soma, moda, média e desvio padréo.

Foi utilizada a estratégia de divisao percentual do conjunto de total de amostras, sendo
2/3 das amostras para o conjunto de treinamento e 1/3 para o conjunto de teste. Para o
método SVM, utilizou-se a biblioteca LibSVM (CHANG; LIN, 2011), que disponibiliza
ferramentas para criacdo de algoritmos que particionem um conjunto de dados em
treinamento e teste, treinem o classificador e realizem a predicdo do conjunto de teste,

além de estimar os parametros C e y do modelo e kernel do classificador.

No processo de avaliacdo, as matrizes de confusdo e os indices Kappa (COHEN, 1960)
foram usados. A partir da matriz de confusdo, podem-se calcular medidas estatisticas
descritivas, como a acuracia dos resultados, para que a confusdo entre classes possa ser
claramente apresentada e entendida (CONGALTON; GREEN, 2008). No caso da
classificagdo SVM, os calculos da matriz de confuséo e do indice Kappa global foram

implementados a partir de algoritmos em linguagem R e C++.

E importante salientar que a presenca inerente de ruidos nas imagens, tais como falhas

nos dados temporais e cobertura por nuvens, podem restringir a utilizacdo dos
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indicadores de fenologia vegetal para a classificacdo da cobertura do solo, podendo
contribuir na reducdo da acuracia dos resultados (LAMBIN; LINDERMAN, 2006).

Apobs utilizar e avaliar o classificador SVM, sdo construidos como saida do processo de
classificacdo planos de informacdo referentes aos mapas tematicos para cada um dos
experimentos classificados, sendo possivel gerar uma camada de informac&o a partir da

integracdo e processamento dos dados de entrada.
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5. RESULTADOS E DISCUSSOES

Para a geracdo e andlise dos resultados, trés experimentos foram realizados. Cada
experimento usa um conjunto de atributos especifico no processo de classificacdo, como

mostra a Tabela 5.1.

Tabela 5.1 — Resumo dos conjuntos de dados utilizados em cada experimento.

Experimentos | Atributos preditivos utilizados
1 23 atributos (Série temporal)
2 Atributos extraidos a partir da série temporal
3 Série temporal e atributos extraidos a partir da série
temporal

As classes de interesse utilizadas neste estudo foram: Campo Nativo, Pastagem
Cultivada e Outros. O método de classificacdo SVM foi utilizado nos trés experimentos.
Os parametros do método SVM foram ajustados para cada teste, usando a técnica de
busca exaustiva com validagdo cruzada. O indice Kappa foi calculado para todos 0s
resultados de classificagdo com o intuito de mensurar a concordancia entre os resultados

dos classificadores e o conjunto de referéncia.

A partir dos algoritmos implementados em TerraLib 5 utilizando a abordagem de pixels
“puros” descrita na se¢do anterior, foi extraido um conjunto com um total de 508
amostras para realizar os trés experimentos, onde cada amostra € relativa a atributos de
um poligono. Como a estratégia de divisdo percentual de 2/3 das amostras para o
conjunto de treinamento e 1/3 para o conjunto de teste foi utilizada, o conjunto de
treinamento continha 337 amostras e o de teste, 171 amostras.

No processo de classificagdo do Experimento 1, avaliou-se o potencial das series
temporais das imagens EVI como Unico conjunto de atributos na classificagéo, a fim de
analisar a contribuicdo das séries temporais em si. A classificagdo resultou em uma
acuracia de 84,21% e indice Kappa de 0,74. A matriz de confusdo do Experimento 1 é

ilustrada na Tabela 5.2.
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Tabela 5.2 — Matriz de confusdo do Experimento 1

Class./Ref. ‘ Campo Nativo Outros Pastagem cultivada
Campo Nativo 47 3 5
Outros 8 18 3
Pastagem Cultivada 3 5 79

A partir da classificacdo realizada pelo SVM, p6de ser criado o plano de informacéo
correspondente a0 mapa tematico equivalente aos resultados do Experimento 1. A
Figura 5.1 ilustra 0 mapa tematico do Experimento 1 e 0 mapa temaético relativo ao
conjunto verdade, respectivamente.

® Legenda

B Campo Nativo

Outros

I Pastagem Cultivada

Figura 5.1 Mapa temético gerado a partir da classificacdo do Experimento 1 (& esquerda) e mapa
temético com conjunto verdade (a direita). Os planos de informag&o tematicos estéo
sobrepostos em uma imagem Landsat TM-5 (R5B4G3).

No Experimento 2, foi avaliada a contribuicdo das varidveis extraidas a partir de cada
uma das séries temporais. Os atributos preditivos utilizados foram os valores de
minimo, méximo, amplitude, soma, moda, média e desvio padrdo, todos também
extraidos e implementados em um algoritmo em TerraLib 5. Os resultados utilizando
apenas estas informacdes ndo implicaram em uma boa classificacdo, se comparada com
o Experimento 1. O valor de acuracia foi de apenas 76,60%, com um indice Kappa de
0,61. A matriz de confusdo para o Experimento 2 pode ser observada na Tabela 5.3, em
que se pode observar que varias amostras de Campo Nativo foram classificadas como

Pastagem Cultivada.
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Tabela 5.3 — Matriz de confusdo do Experimento 2

Class./Ref. ‘ Campo Nativo Outros Pastagem cultivada
Campo Nativo 39 2 14
Outros 9 16 4
Pastagem Cultivada 4 7 76

Em seguida, o plano de informacdo referente ao mapa tematico do Experimento 2 foi

gerado, como ilustrado na Figura 5.2.

® Legenda
i " Campo Nativo
Outros

B Pastagem Cultivada

Figura 5.2 Mapa tematico gerado a partir da classificacdo do Experimento 2 (& esquerda) e mapa
tematico com conjunto verdade (a direita). Os planos de informag&o tematicos estao
sobrepostos em uma imagem Landsat TM-5 (R5B4G3).

Por fim, no Experimento 3 foi analisado se a combinacéo dos atributos do Experimento
1 e do Experimento 2 alcancaria melhores resultados. A partir da avaliagdo dos
resultados, pode-se perceber um pequeno aumento na acurécia para 0 SVM em relagdo
aos outros testes aplicados. O Experimento 3 alcancou o melhor resultado das
classificacOes realizadas e atingiu acuréacia de 85,96% e indice Kappa de 0,77, apenas
com um aumento na acurécia de 1,75% em relacdo ao Experimento 1, sem trazer um
acréscimo mais significativo. A Tabela 5.4 ilustra a matriz de confusdo para o

Experimento 3.

Tabela 5.4 — Matriz de confusdo do Experimento 3

Class./Ref. ‘ Campo Nativo Outros Pastagem cultivada
Campo Nativo 48 2 5
Outros 9 17 3
Pastagem Cultivada 1 4 82
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O mapa tematico gerado a partir da classificagdo para o Experimento 3 pode ser

observado na Figura 5.3.

Legenda
B Campo Nativo
Outros

I Pastagem Cultivada

Figura 5.3 Mapa temético gerado a partir da classificacdo do Experimento 3 (& esquerda) e mapa
tematico com conjunto verdade (a direita). Os planos de informag&o tematicos estao
sobrepostos em uma imagem Landsat TM-5 (R5B4G3).

Em relacdo ao custo computacional, o algoritmo implementado em TerraLib 5 para
extragdo dos atributos, observando apenas os pixels “puros” do poligono, apresentou um
tempo de cerca de 5 horas para realizar a extragdo do conjunto de atributos. Ao observar
a classificacdo por SVM, quando utilizado sem o ajuste de parametros, o classificador
realiza as predi¢cGes em questdo de milissegundos, porém os valores de acurécia obtidos
para as classificagdes ndo ultrapassaram mais que 60% sem tal ajuste. Para ocorrer uma
melhora no processo de classificacdo, € necessario que seja feita a estimacdo dos
parametros C e y mais adequados, a qual foi a principal responsavel pelo aumento no
custo de processamento, acrescentando um tempo médio de 15 segundos para cada um

dos experimentos.

Do ponto de vista operacional, a criagcdo de um modelo de classificagdo por SVM com
os atributos do Experimento 3 apresentaram resultados similares ao Experimento 1, ja
que a melhora na acuracia foi pequena para 0 mapeamento das trés classes. Além disso,
pode-se considerar que, a partir da construgdo de mapas tematicos como saida do
processo de classificacdo, o trabalho pode contribuir na integracdo de dados de
sensoriamento remoto em sistemas de informacdo de geografica, uma vez que foi

possivel gerar uma camada de informacédo a partir dos dados de entrada.
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6. CONCLUSOES E TRABALHOS FUTUROS

O trabalho teve o intuito de classificar e criar mapas tematicos de areas de formacdes
campestres nativas e regides de pastagens cultivadas no Cerrado brasileiro a partir da
implementacdo de algoritmos e de técnicas de geoprocessamento. Para isso, uma regido
do Parque da Serra da Canastra, situada em Minas Gerais, foi utilizada como éarea de
estudo, uma vez que podem ser encontradas areas correspondentes as classes de

interesse nestas localizages.

O processo de analise de dados de sensoriamento remoto foi realizado com auxilio dos
ambientes computacionais GeoDMA e da biblioteca LibSVM. Algoritmos foram
implementados na biblioteca TerraLib 5, em linguagem R e C++ para a classificagdo
das amostras, avaliacdo e validacdo dos resultados, além da possibilidade de considerar
apenas os pixels “puros” para o calculo das amostras. Além da implementacdo dos
algoritmos, véarias operacGes de geoprocessamento foram utilizadas para que os planos
de informacgbes teméticos fossem gerados no final do processo de classificagdo, tais

como algebras de mapas, reclassificacdo de geo-objetos, recorte e registro de imagens.

Trés experimentos foram conduzidos, combinando atributos preditivos relativos e
derivados das séries temporais de indices de vegetacdo para os anos de 2006 e 2009 da
area de estudo. Indices de vegetagdo EVI provenientes do sensor MODIS foram
utilizados para a extracdo dos atributos preditivos, o treinamento e a avaliacdo do

conjunto de amostras.

No tocante ao tempo de processamento, a extragdo das amostras teve um custo de cerca
de cinco horas a partir do algoritmo implementado. O método SVM apresentou um
custo computacional minimo para classificagdo dos resultados, sendo que o fator

predominante para este custo foi a estimacéo dos parametros mais adequados.

O algoritmo SVM apresentou bons resultados na separacdo entre campo nativo e

pastagens cultivadas para as amostras em questdo. O melhor resultado obtido teve

27



acurécia de 85,96% e indice Kappa de 0,77, combinando todos os atributos referentes a

série temporal e as variaveis que foram extraidas a partir desta.

E importante ressaltar que o plugin GeoDMA estd em processo de transicdo para a
linguagem TerraLib 5 (foi originalmente criado em TerraLib 4). A construgdo do
algoritmo SVM no plugin ja estd em andamento, faltando ajustar alguns fatores
relativos a compatibilidade e padronizacdo dos parametros com a sintaxe da TerraLib 5
e com os algoritmos de classificacdo ja existentes na ferramenta. O novo sistema ainda
estd em fase preliminar e, como trabalhos futuros, pretende-se concluir a construcdo do

classificador SVM e também da interface para comunica¢do com o usuério.
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