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 Resumo: A degradação florestal é um fenômeno que, a longo prazo, reduz a biodiversidade e empobrece 

os ecossistemas. O estudo e modelagem da degradação florestal permite compreender e inferir sobre os 

fenômenos que a geram ou a intensificam. Através de modelos de regressão é possível “prever” o 

comportamento de determinada variável a partir da observação de outras. Em se tratando de dados 

geográficos, que comumente possuem relação espacial, existem modelos específicos que permitem tratar 

essa dependência espacial tornando a modelagem adequada a este tipo de dado. O escopo desde estudo se 

concentra em modelar a intensidade de degradação florestal por meio de regressão múltipla. A seleção de 

variáveis que entraram no modelo de regressão múltipla foi feita através da observação dos valores de R 

quadrado obtidos de regressões simples realizadas entra cada variável independente e dependente. Após, 

rodou-se o modelo de regressão múltipla, eliminou-se as variáveis com maiores valores de VIF 

(multicolinearidade) e rodou-se novamente o modelo, observando os valores de P (significância estatística) 

e o valor do R quadrado ajustado (poder explicativo do modelo), que neste caso foi de 43%. Então realizou-

se o teste de Moran I aplicado aos resíduos do modelo de regressão múltipla para constatação da 

dependência espacial dos dados. Constada a dependência, foi necessária aplicação do teste de 

multiplicadores de Lagrange para escolha de qual método de regressão espacial seria mais adequado para 

os dados em questão. O teste de Lagrange indicou que o modelo de regressão espacial mais adequado era 

o Conditional AutoRegressive – CAR (ou Spatial Error Model), que obteve resultados superiores na 

modelagem desse tipo de dado, com R quadrado ajustado em torno de 66%.  
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1. Introdução 

A floresta amazônica ocupa uma área de aproximadamente 6,1 milhões de 

quilômetros quadrados dos quais 5 milhões estão localizados no Brasil, que correspondem 

a Amazônia legal (FERREIRA et al., 1993; IBGE, 2012). A sua extensão territorial 

representa cerca de 30% de todas as florestas tropicais do planeta e contém 1/3 da 

biodiversidade da Terra (REIS e RIBEIRO, 2014). Além disso, a floresta amazônica 

apresenta papel importante da estabilidade dos processos que ocorrem na atmosfera do 

planeta, além de ser grande reserva de água doce (REIS e RIBEIRO, 2014). 

A Amazônia legal foi criada em 1966 juntamente com a Superintendência do 

Desenvolvimento da Amazônia (SUDAM), compreendendo nove estados brasileiros 

(Acre, Amapá, Amazonas, parte oeste do Maranhão, Mato Grosso, Pará, Rondônia, 

Roraima e Tocantins), e é nessa década que se tem uma maximização de sua ocupação 

decorrente da política desenvolvida pelo governo militar (SILVA et al, 2015).  

A partir da década de 70, ainda em razão da política de ocupação, os impactos 

sobre a floresta crescem consideravelmente, principalmente através do desmatamento 

para uso do solo (NOGUEIRA et al, 2006). Juntamente com o desmatamento, a 

degradação florestal exerce impactos consideráveis sobre os ecossistemas e o clima 

(IPCC, 2007).  
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De acordo com o INPE (2008ª), degradação florestal é o processo gradual e de 

longo-prazo da perda da cobertura florestal por meio da extração seletiva de madeira e da 

ocorrência de incêndios florestais.  

Fatores como desmatamento e uso do solo podem acelerar o processo de 

degradação florestal (BALCH et al. 2011) e perda de biodiversidade. Este problema já 

vem sido debatido desde 1980 juntamente com outros temas que envolvem a mudança 

climática global e a Amazônia, em particular, constitui um cenário territorial importante 

no que se refere aos desdobramentos práticos dos desafios e impasses colocados 

internacionalmente no que diz respeito à conservação e uso sustentável da biodiversidade 

(ALBAGLI, 2001). 

Estudar esses fatores e as variáveis que os geram pode auxiliar na construção de 

modelos que ajudam na compreensão dos impactos da ocupação do homem sobre a 

floresta. De acordo com ESCADA et al (2005), a caracterização e mapeamento do uso da 

terra são fases importantes para intermediar a construção de modelos com base nos reais 

processos, considerando que as alterações da paisagem não ocorrem de maneira uniforme 

no espaço.  

Embasado nesses pressupostos, o presente trabalho tem como objetivo apresentar 

um modelo de regressão que permita explicar a intensidade de degradação florestal a 

partir de dados gerados por PINHEIRO (2010) de uma porção da Amazônia no estado do 

Mato Grosso.  

 

2. Materiais e métodos 

2.1. Área de estudo 

A área de estudo do presente trabalho compreende a porção centro-sul da órbita 

ponto 226/068 do sensor TM do satélite Landsat, com coordenadas geodésicas do 

centroide 54° 31' 46.885" W e 11° 59' 35.208" S. A área possui 1600 quilômetros 

quadrados (40 por 40 km), está localizada no estado de Mato Grosso e está inserida do 

bioma amazônico e, segundo dados do IBGE, o clima da região é o Equatorial e o Tropical 

quente e úmido com períodos de seca variando de três a quatro meses. O equatorial é 

úmido com uma estação seca que dura mais ou menos 3 meses (geralmente de junho a 

setembro). As temperaturas médias são sempre superiores a 18º C em todos os meses.  



 
Figura 1- área de estudo: porção sudeste da órbita/ponta 226/068 do sensor TM do 

Landsat. 

Os principais municípios inseridos nessa órbita/ponto são os municípios de Cláudia, 

Colíder, Feliz Natal, Itaúba, Marcelândia, Nova Santa Helena, Nova Ubiratã, Paranatinga, 

Santa Carmem, Sinop, Sorriso, Terra Nova do Norte, União do Sul e Vera, e mais 

precisamente, na área de estudo, os municípios de Santa Carmem, União do Sul e Feliz 

Natal. O surgimento da maior parte desses municípios se deu após os anos 70, durante o 

período de construção da BR 163 que ligaria Cuiabá-MT a Santarém-PR (FERREIRA, 

2013). Possuem como atividade econômica principal a agricultura e como atividades 

secundárias a pecuária e a atividade madeireira. 

2.2. Dados 

Os dados para a realização deste trabalho foram obtidos de diferentes fontes: os dados 

de focos de calor foram obtidos através do portal de queimadas do INPE, dados de 

desmatamento foram obtidos do portal do PRODES/INPE, os dados da malha viária 

foram obtidos por meio da Secretaria de Estado de Infraestrutura de Mato Grosso – 

SIFRA e por meio de interpretação visual de imagens e os dados de planos de manejo 

florestal sustentável foram obtidos por meio do Sistema Integrado de Monitoramento de 

Licenciamento Ambiental – SIMLAM público da Secretaria de Estado de Meio Ambiente 

de Mato Grosso – SEMA. Os dados de degradação florestal foram gerados por 

PINHEIRO (2010).  

 

2.3. Preparação das variáveis 

A variável dependente é a intensidade de degradação florestal. Esta variável foi obtida 

do dado produzido por PINHEIRO (2010). Este dado representa uma série temporal que 

concentra num plano celular de resolução espacial de 1 quilômetro quadrado a intensidade 

de degradação florestal anual representado por valores numéricos entre zero e um, em 

que o zero representa floresta intacta, o 1 representa corte raso e os valores intermediários 

representam os níveis de degradação. A construção da variável dependente se deu através 

da soma desses valores numéricos no período de tempo de 1994 a 2004. Essa somatória 



representa um indicador de intensidade de degradação florestal para o período e, como o 

que o presente trabalho pretende explicar é a intensidade de degradação florestal, as 

somas que totalizaram zero e 11, ou seja, floresta intacta e corte raso, respectivamente, 

durante todo o período, foram excluídas da análise.  

O período inicial de estudo foi estabelecido em função do início da intensificação da 

legislação florestal na região, e o período final foi estabelecido com base em um fator 

histórico marcante do ponto de vista ambiental que foi a operação curupira, deflagrada na 

região em 2004 pela polícia federal. 

A operação curupira foi a maior operação realizada na investigação de crimes 

ambientais na Amazônia. Nela foram expedidos mais de 150 mandados de prisão e neles 

incluíam mandados para funcionários da Fundação Estadual do Meio Ambiente do Estado 

de Mato Grosso – FEMA e do IBAMA, que fraudavam documentos conhecidos como 

ATPFs (autorização de transporte de produtos florestais), necessários para o transporte 

de madeira, cadastro de irregular de empresas reflorestadoras e madeireiras fantasmas 

(MOURA, 2006).  

As variáveis dependentes foram construídas através de um ambiente de SIG, por 

preenchimento de plano celular de mesma resolução espacial da variável dependente (1 

km²). Os operadores do preenchimento do plano celular variaram de acordo com a 

natureza da variável. Também foi utilizado métricas de paisagem para geração de algumas 

variáveis extraídas através do GeoDMA, Geographical Data Mining Analyst (GeoDMA) 

desenvolvido por Korting et al., (2008). 

Células são polígonos podem ser preenchidos com valores de atributos calculados a 

partir de dados e entradas vetoriais e matriciais. Tem como objetivo homogeneizar 

informações de diferentes fontes em uma mesma base espaço temporal (DPI/INPE, 

2010).  

Através do plug-in de preenchimento de um único plano celular foi possível criar as 

variáveis independentes em uma única tabela, onde cada coluna representou uma variável 

diferente obtidas a partir dos diferentes operadores disponíveis. A tabela 2 mostra uma 

sumarização dos dados, fontes e operadores utilizados bom como as variáveis geradas e 

as hipóteses elaboradas para cada variável.  

 

    

 



Variável Premissa  Operação Dado Fonte 

Densidade de focos de calor. Células com maior densidade de de focos de calor 

possuem intensidade de degradação mais alto.  

Densidade de Kernel. 

 

Focos de calor 

 

Portal de queimadas do INPE 

(1994 a 2005) 

 

Número de focos de calor. Células com maior número de focos de calor 

possuem intensidade de degradação mais alto. 

Contagem dos focos de calor dentro das 

célula (plugin de preenchemento de 

células) 

Distância de focos de calor. Células com menor distância dos focos de calor 

possuem intensidade de degradação mais alto. 

Mapa de disntância euclidiana gerados a 

partit dos focos de calor. 

Distância dos polígonos de desmatamento.  Células com menor distância dos polígonos de 

desmatamento possuem intensidade de 

degradação mais alto. 

Mapa de disntância euclidiana gerados a 

partit dos polígonos de desmatamento. 

Desmatamento Prodes (2005) 

Área de desmatamento. Células com maior área de desmatamento 

possuem intensidade de degradação mais alto. 

Mapa de células com a área de 

desmatamento acumulado de 1994 a 2005. 

Densidade de borda. Células com maior densidade de borda possuem 

intensidade de degradação mais alto.  

Mapa de células com a densidade de 

bordas dos polígonos de desmatamento. 

(GeoDMA) 

Total de Borda. Células com maiores valores do total de borda 

possuem intensidade de degradação mais alto. 

Mapa de células com o comprimento de 

bordas dos polígonos de desmatamento. 

(GeoDMA) 

Número de Fragmentos. Células com maior número de fragmentos 

possuem intensidade de degradação mais alto. 

Mapa de células com número de 

fragmentação. (GeoDMA) 

Distância da malha viária.  Células com menor distância das estradas possuem 

intensidade de degradação mais alto. 

Mapa de distância euclidiana gerado a 

partir das linhas da malha viária .  Malha viária 

Secretaria de Estado de 

Infraestrutura de Mato Grosso 

- SINFRA 

Distância dos polígonos de PMFS Células com menor distância dos polígonos de 

PMFS possuem intensidade de degradação mais 

alto. 

Mapa de distância euclidiana gerado a 

partir dos polígonos de PMFS.  

Planos de manejo florestal 

sustentável – PMFS 

Sistema Integrado de 

Monotiramento de 

Licenciamento Ambiental 

SIMLAM público da 

Secretaria de Estado de Meio 

Ambiente de Mato Grosso – 

SEMA (1994 a 2005) 

 

Área de PMFS. Células com maior área de polígnos de PMFS 

possuem menor intensidade de degradação. 

Mapa de células contendo área dos 

polígonos de PMFS 

Tabela 2 – Resumo (da esquerda para a direita): dados utilizados, a fonte de origem destes, a operação aplicada sobre cada dado para obtenção das 

variáveis independentes, a premissa de cada variável independente em relação a variável dependente (intensidade de degradação florestal) e o nome 

de cada variável independente gerada.   



2.4. Modelos de regressão linear globais 

2.4.1. Modelo de regressão linear simples 

De acordo com NETER et al. (1996), o modelo de regressão linear simples tem como 

objetivo prever a relação linear entre a variável dependente e a variável independente, como 

representado através da equação 1:  

𝑌𝑖 = 𝛽0 + 𝛽1 ∙ 𝑋𝑖 + 𝜀                                                       (1) 

em que 𝑌𝑖 é a variável dependente, 𝑋𝑖 representa a i-ésima observação da variável independente, 

𝜀 é uma constante que representa os erros ou resíduos. 

Para seleção de quais variáveis entrariam no modelo de regressão múltipla, realizou-se, entre 

cada variável independente e dependente, uma regressão simples e observou-se os valores do 

R quadrado e a significância estatística através do valor P. As variáveis selecionadas seriam 

aquelas que tivessem maiores R quadrados e menores valores P. 

Os modelos múltiplos seguem o mesmo pressuposto do modelo simples, entretanto, 

possuem mais de uma variável independente. Após a seleção das varáveis feita pelo modelo de 

regressão linear simples, realizou-se então uma regressão múltipla para verificação da 

multicolinearidade, através do índice de variância inflado – VIF, significância estatística por 

meio da observação dos valores P e dependência espacial através do índice de Moran I.   

2.4.2. Modelo de regressão espacial. 

Os modelos de regressão espacial são modelos que buscam resolver a limitação que a 

dependência espacial (correlação) exerce entre duas amostras da mesma variável aleatória que 

possui distribuição espaço-temporal. A autocorrelação espaço-temporal é uma característica 

comum em dados geográficos e leva a perda do poder explicativo da inferência estatística (DRUCK 

et al., 2004).  

Uma maneira de verificar se há dependência espacial entre as variáveis é a aplicação do teste 

de Moran I aos resíduos. O índice global de Moran é obtido através de um teste estatístico de 

normalidade em que a hipótese nula é de independência espacial (I = 0) contra a hipótese alternativa, 

onde há dependência espacial (I ≠ 0) (SILVA et al., 2010). 

Para tentar resolver tais limitações impostas pela autocorrelação espaço-temporal, os modelos 

de regressão espacial incorporam os efeitos espaciais na modelagem da relação das variáveis. Na 

abordagem com efeitos espaciais globais por exemplo, tida como a mais simples, entende-se que é 

possível capturar a estrutura da autocorrelação espacial em um único parâmetro, adicionando-o ao 

modelo de regressão simples. Existem dois modelos alternativos de regressão espacial: o 

Conditional AutoRegressive – CAR (ou Spatial Error Model), expresso na equação 2 e 3, que 

considera que efeitos espaciais são ruídos e devem ser removidos e o Spatial AutoRegressive – SAR 

(ou Spatial Lag Model), equação 4, que atribui a autocorrelação espacial à variável dependente 

(DRUCK et al., 2004).  

 
𝑌𝑖=𝛽∙𝑋𝑖+𝜀                                                                                  (2) 

𝜀=𝜆∙𝑊𝜀+𝜉                                                                                  (3) 

Na equação 3, 𝑊𝜀  é o componente do erro com efeito espacial, 𝜆 é o coeficiente 

autorregressivo e 𝜉 é a componente do erro com variância constante e não correlacionada.     
 

𝑌𝑖 = 𝛽∙𝑋𝑖 + 𝜌∙𝑊∙𝑌𝑖 + 𝜀                                                         (4) 

Na equação 4, 𝑊 é a matriz de proximidade espacial e o produto 𝑊∙𝑌𝑖 expressa a 

dependência espacial em 𝑌𝑖  e 𝜌 é o coeficiente espacial autorregressivo. Para a distinção de qual 

modelo utilizar, aplica-se o teste dos multiplicadores de Lagrange (ANSELIN, 2003).  



3. Resultados e Discussões. 

A escolha de quais variáveis entraram no modelo de regressão múltipla foi feita com base 

nos valores do R quadrado. Foi realizado uma regressão simples entre cada variável 

independente com a variável dependente e, aquelas com maiores valores de R quadrado e 

valores de P significantes, entraram no modelo de regressão múltipla para comparação da 

colinearidade através do índice de variância inflada (VIF). Este índice fornece a informação de 

que duas variáveis estão “dizendo” a mesma coisa. As variáveis escolhidas para entrar no 

modelo de regressão múltipla foram a densidade de borda, área desmatada e total de borda. 

A tabela 3 relaciona as variáveis independentes e seus respectivos valores de R quadrado 

obtidos do modelo de regressão simples.  

Y 

 

DGRAD_2004 

 
R-Quadrado valor-P 

X 

NUM_FOCOS 0,04488168 2,98E-14 

AREADESMAT 0,38551704 3,40E-135 

AREA_PMFS 0,01586152 7,33E-06 

DISTDESMAT 0,14318972 3,60E-44 

DIST_PMFS 0,01393679 2,66E-05 

DENS_BORDA 0,42695068 2,75E-154 

NUM_FRAG 0,24116366 1,87E-77 

TOTA_BORDA 0,42695068 2,75E-154 

DENSKERNEL 0,02904815 1,14E-09 

DIST_FOCO 0,06049564 8,12E-19 

DIS_MALHA 0,02736725 3,48E-09 

Tabela 3- resumo da aplicação dos modelos de regressão simples de cada variável independente 

com a variável dependente com 5% de significância. As variáveis com maiores R quadrados 

(DENS_BORDA, AREADESMAT e  TOTA_BORDA) foram selecionadas para o modelo de regressão 

múltiplo. 

 Com esses resultados, realizou-se uma regressão múltipla com as três variáveis 

independentes selecionadas. Nesta etapa verificou-se através do VIF que as variáveis densidade 

de borda e total de bordam eram correlacionadas. Através da análise dos valores P, eliminou-

se então do modelo a variável total de borda. Então, uma nova regressão múltipla foi realizada 

com as variáveis densidade de borda e área desmatada. A tabela 4 mostra os resultados obtidos 

pelo modelo.  

Coeficientes:         

 Estimados Erro Padrão Valor de t Pr(>|t|) 

Intercepto  0.951641 0.037172 25.601 < 2e-16 *** 

AREADESMAT 1.026.807 0.249983 4.108 4.26e-05 *** 

DENS_BORDA 0.044170 0.004231 10.439 < 2e-16 *** 

Códigos de Significância:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 

Erro padrão Residual 1.154       

Graus de Liberdade 1257    

R² Múltiplo 0.4345    

R² Ajustado 0.4336    

Estatística F 483 P-valor  < 2.2e-16   

Tabela 4 – regressão múltipla: a tabela mostra que as variáveis independentes explicaram 

apenas 43 % da variável resposta (observando-se o valor do R quadrado ajustado). Valores P 

de cada coeficiente se mostraram significativos bem como o valor P da estatística F que mostra 

que há contribuição significativa das variáveis dependentes para o modelo. 



Como vimos, o modelo em questão “explicou” apenas 0,4336 da variável dependente. 

Como as variáveis foram obtidas a partir de dados geográficos, realizou-se então o teste de 

Moran I para verificação da dependência espacial. A figura 2 mostra o resultado do teste de 

Moran I aplicado aos resíduos do modelo de regressão múltipla. A figura 3 mostra o mapa dos 

resíduos, tornando possível a visualização da distribuição espacial dos resíduos das observações 

das variáveis dependentes na área estudada.  

 
Figura 2 – teste de Moran I aplicado aos resíduos do modelo de regressão múltipla: através do 

valor do índice de Moran I é possível constatar que há dependência espacial, pois este é 

diferente de zero. O valor z-score nos permite concluir que há cluster (agrupamento) das 

observações das variáveis independentes.  

 



 
Figura 3 – mapa de resíduos: através do mapa de resíduos é possível a constatação visual da 

dependência espacial dos dados geográficos, uma vez que é possível observar o agrupamento 

das observações das variáveis independentes ao longo da área estudada. 

 

 Constatada a dependência espacial, conclui-se que o modelo de regressão múltipla não 

é adequando para este tipo de situação, uma vez que este não trata a dependência espacial dos 

dados geográficos e isso não permite fazer inferências com confiabilidade.  
Após a constatação da autocorrelação espacial, aplicou-se o teste de Lagrange para 

determinação de qual modelo espacial global é mais adequado utilizar. Para esta situação, o modelo 

espacial do tipo CAR seria o mais adequado. Esta decisão foi tomada comparando-se a significância 

estatística dos LMs de cada modelo, conforme mostra a tabela 5. 

 

 

 

 

 

 

 

 

 

Tabela 5 – teste de Lagrange: para determinação de qual método utilizar, comparou-se 

primeiramente os LMs do erro e do lag verificando-se seus respectivos valores de p. Como 

ambos apresentaram significância estatísticas (valor de p bem próximos de zero), utilizou-se 

como critério de desempate os RLMs do erro e do lag. Aquele que possuiu menor valor de p 

foi considerado o método mais adequado.  

 

Teste LM Valor de p 

LMerr = 1317.6 < 2.2e-16 

*RLMerr = 428.23 < 2.2e-16 

LMlag = 892.65 < 2.2e-16 

*RMlag 3.3232 0.06831 



Determinado o melhor método, aplicou-se então o modelo de regressão espacial do tipo 

CAR aos dados. A tabela 6 mostra os resultados da regressão espacial global do tipo CAR.   

Coeficientes:         

  Estimados Erro Padrão Valor de t Pr(>|t|) 

Intercepto 0.8868625 0.1166668 76.017 2,93E-11 

AREADESMAT 0.8635290 0.1882186 4.874 4,49E-03 

DENS_BORDA 0.0503439 0.0030899 162.933 < 2.2e-16 

Lambda: 0.8135 LR teste 855.28 p-valor <2.22e-16 

Log Vizinhança -1.538.921       

AIC 3087.8    

AIC para o modelo linear 3941.1       

Tabela 6 – regressão espacial global do tipo CAR: valores dos coeficientes se mostraram 

significativos estatisticamente; o p-valor do LT teste se mostrou significativo e o AIC da 

regressão espacial se mostrou ligeiramente menos em relação ao AIC do modelo linear.  

 

Através da comparação dos valores de AIC é possível perceber superioridade do modelo 

de regressão espacial em relação ao modelo de regressão linear, pois este modelo mostrou valor 

de AIC menor do que o modelo de regressão múltipla. De acordo com DRUCK et al. (2004), o 

menor valor de AIC representa melhor qualidade no ajuste do modelo de regressão. A tabela 7 

sumariza a comparação dos valores de AIC e R quadrado ajustado do modelo de regressão 

espacial e do modelo de regressão múltiplo.  

 

 
Modelo Regressão Múltiplo Modelo Regressão Espacial  

AIC 3941.1 3087.8 

R² ajustado 0,43 0,66 

Tabela 7 – sumarização da comparação da eficiência dos modelos: através da comparação dos 

valores de R² ajustado, percebe-se que o modelo de regressão espacial apresentou resultados 

superiores no ajuste do modelo, “explicando” em torno de 66% da variável dependente. Outro 

método comparativo é o valor de AIC, citado anteriormente.  

  

 Pode-se então afirmar que o modelo de regressão espacial se mostrou superior ao de 

regressão múltipla, pois tratou a dependência espacial incorporando-a ao modelo. Os valores 

de R² ajustado e de AIC permitiram chegar a esta conclusão. A figura 4 mostra a comparação 

dos resíduos da regressão múltipla e da regressão espacial.  

 



 
Figura 4 – comparação dos mapas de resíduos da regressão espacial e regressão linear múltipla: 

através do mapa de resíduos é possível a constatação visual da retirada parcial dependência 

espacial dos dados geográficos pelo modelo de regressão espacial do tipo CAR. Observamos 

que ainda existem determinados pontos na área de estudo que representam clusters 

(agrupamento) das observações, visto que as variáveis utilizadas no modelo de regressão 

espacial “explicaram” apenas 66% do fenômeno estudado. 

 

4. Conclusões 

O estudo em questão permite concluir que o modelo linear múltiplo não é adequado para os 

dados em questão, uma vez que existe dependência espacial das observações. Esta verificação 

foi possível em virtude do teste de Moram I aplicado aos resíduos da regressão linear múltipla. 

O modelo de regressão espacial global do tipo CAR se mostrou mais adequado para as variáveis 

empregadas visto que tanto o LM e RLM se mostraram significantes quando se aplicou o teste 

de multiplicadores de Lagrange.  

A correlação espacial não é tão forte, uma vez que o índice AIC da regressão espacial se 

mostrou ligeiramente menor do que o AIC da regressão múltipla, e o R quadrado ajustado 

“explicou” apenas 66% do fenômeno estudado.  

As variáveis independentes que mais explicaram a intensidade de degradação florestal 

foram as variáveis oriundas do dado de desmatamento (área desmatada e densidade de bordas) 

mostrando que há forte sinergia entre desmatamento e degradação florestal. O estudo não 

considerou variáveis importantes como proximidade as áreas de pastagem, proximidade de 

centros urbanos, presença de Indústria madeireira, presença de projetos de colonização que 

poderiam ajudar na construção de um modelo mais aderente. 

É importante destacar que há necessidade de repensar a maneira diferente o fogo, visto que 

as variáveis extraídas dos dados de focos de calor não se mostraram significativas para entrarem 

no modelo mesmo existindo vários estudos que relacionam o fogo com a degradação florestal. 

Esta correlação pode ter sido representada pela densidade de bordas, uma vez que na região a 

ocorrência de fogo está mais ligada com as classes de uso e ocupação do solo que fazem 

fronteiras com a floresta. 

Por fim, para se conseguir melhores resultados na modelagem em estudos futuros pode ser 

necessário ampliar o período de análise considerando marcos históricos como início da 

colonização, entrada do agronegócio (redução das áreas de pastagem), início do 

estabelecimento efetivo de planos de manejo, controle e combate ao desmatamento. 
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