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RESUMO

A Região Metropolitana do Vale do Paraíba e Litoral Norte situa-se no estado de
São Paulo e é constituída por 5 sub-regiões, contendo 39 municípios e possui grande
importância para o desenvolvimento regional, constituindo uma região de relevância
socioeconômica. Métodos de desagregação são úteis para analisar uma informação
em escala mais grosseira para uma escala mais refinada. Este recurso é bastante
importante quando levamos em consideração a falta de dados mais recentes que
possibilitem redistribuir a densidade populacional em unidades de análise menores.
Este trabalho tem por objetivo explorar a técnica de desagregação por meio do
algoritmo de machine learning do Random Forest, que utiliza um conjunto de árvores
aleatórios visando o ajuste de um modelo de regressão através de um conjunto
de variáveis explicativas e a variável de entrada, a variável resposta. Para isso, o
algoritmo gera um modelo baseado em dois conjuntos de dataframes: conjunto de
treinamento, em que serão utilizados o total populacional para cada município; e o
conjunto de dados para os setores, onde será realizada a desagregação. Dentre as oito
variáveis explicativas para o modelo, a mais bem avaliada no processo foi a variável
proveniente do sensor VIIRS (NOAA).

Palavras-chave: Distribuição populacional. RMVPLN. Random Forest. Análise es-
pacial. Regressão.
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ABSTRACT

The Metropolitan Region of Vale do Paraíba and North Coast is located in the state
of São Paulo and consists of 5 sub-regions, containing 39 municipalities and has
great importance for regional development, constituting a region of socioeconomic
relevance. Disaggregation methods are useful for analyzing coarser scale information
to a finer scale. This feature is quite important when we take into account the lack of
more recent data that make it possible to redistribute population density into smaller
units of analysis. This work aims to explore the disaggregation technique through
the machine learning algorithm of Random Forest, which uses a set of random trees
to adjust a regression model through a set of explanatory variables and the input
variable, a response variable. For this, the algorithm generates a model based on two
sets of dataframes: training set, in which the total population for each municipality
will be used; and the data set for the sectors, where the disaggregation will be carried
out. Among the eight explanatory variables for the model, the best evaluated in the
process was the variable from the VIIRS sensor (NOAA).

Keywords: Population distribution. RMVPLN. Random Forest. Spatial analyses.
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1 INTRODUÇÃO

A Região Metropolitana do Vale do Paraíba e Litoral Norte é criada a partir do
estabelecimento da lei estadual de nº 1166, em janeiro de 2012 (SÃO PAULO, 2012),
possuindo em seus limites 39 municípios, compartimentada em 5 sub-regiões: São
José dos Campos, Taubaté, Guaratinguetá, Cruzeiro e Caraguatatuba. Possui popu-
lação estimada de 2,5 milhões de habitantes e PIB de cerca de 136 bilhões de reais
(FERREIRA, 1987).

Considerando o contexto regional, a região possui dinâmicas econômicas e sociais in-
trínsecas em relação a outras regiões que a cercam. Nesse sentindo entender como se
dá a distribuição da população dentro desses limites é de suma importância para as
tomadas de decisões por parte dos entes político-administrativos, sendo fundamen-
tadas por meio de informações disponibilizados por meio de técnicas demográficas.

O Instituto Brasileiro de Geografia e Estatística (IBGE) provê informações demo-
gráficas e estatísticas para toda a população brasileiro, traçando perfis para o país
por meio do Censo Demográfico, realizado a cada 10 anos. 2010 ocorreu o último
ano de recenseamento e, atualmente, em 2021, ainda não foi realizado o Censo pre-
visto para 2020. Considerar ações com base em dados defasados é um dos proble-
mas a serem considerados quando se trata da tomada de decisões que são voltadas
para as pessoas pertencentes ao território. Além disso, o censo provê, especifica-
mente, distribuição mais eficiente de recursos para os entes administrativos (estados
e municípios), planejamento da saúde, políticas de educação, questões migratórias e
econômicas (SORICHETTA, 2015).

Na falta de censos atualizados, um recurso que possibilita atenuar este problema
seria a utilização de estimação por meio de modelos de regressão, que viabilizem a
redistribuição de uma projeção para anos mais recentes, geradas de uma área mais
grosseira para uma área de resolução espacial mais refinada (BUENO, 2014).Neste
sentido há uma grande necessidade predizer o desenvolvimento e crescimento po-
pulacional é propenso de ocorrer e o resultado de suas consequências (LIAW et al.,
2002). Leasure e colaboradores (2002) propõe uma abordagem de desagregação, ba-
seado em técnicas de máquina de aprendizagem do algoritmo Random Forest, que
estabelece um modelo de regressão cujo o ajuste é utilizado para redistribuir a po-
pulação dos municípios para setores censitários ou outra resolução que menor, como
as grades (LEASURE et al., 2021).

Diante do exposto, o objetivo deste trabalho é realizar um experimento com a téc-
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nica de desagregação de densidade populacional através do pacote randomForest
cujo algoritmo estabelece pesos para as diferentes áreas-alvo para a distribuição dos
municípios da RMVPLN para os setores censitários. Serão utilizados dados da fun-
dação SEADE, vinculada ao estado de São Paulo, que realiza projeções com base
em informações de cartórios e dados vitais. Os demais dados que caracterizam as
variáveis explicativas foram selecionados com base na literatura, espacialmente re-
lacionados com a região.
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2 ÁREA DE ESTUDO

Localizada no estado de São Paulo, detém divisa com os estados de Minas Gerais
e Rio de Janeiro, a RMVPLN engloba em seus limites 39 municípios, divididos
em 5 sub-regiões (Cruzeiro, Guaratinguetá, Litoral Norte, São José dos Campos e
Taubaté). A figura 2.2 apresenta a densidade total para cada município da região.

A integração da RMVPLN é oficializada por meio da lei Complementar nº 1166/12,
de 9 de janeiro de 2012 (SÃO PAULO, 2012), reforçando, dessa forma, a unidade
territorial e preconiza em seus incisos I e III, do artigo 2º, o planejamento regional
para o desenvolvimento socioeconômico, melhoria da qualidade de vida, a utilização
racional do território, dos recursos naturais, a proteção do meio ambiente, dos bens
matéria e imateriais. No ano de 2010, cerca de 94% da RMVPLN vivia em áreas
urbanas heterogêneas, consistindo de diferenças marcantes entre os municípios que
compõe este território (MELO et al., 2016).

Figura 2.1 - Mapa de localização.
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Figura 2.2 - Mapa da distribuição populacional dos municípios. Fonte: SEADE - 2015

3 MATERIAIS E MÉTODOS

A estrutura do trabalho divide-se em dois momentos (figura 3.1) na qual serão
selecionados os dados a serem utilizados com base na literatura que considerem a
relação com a variável resposta. Feito isso, serão separadas tuas tabelas nas quais
serão utilizados para as camadas de treinamento, onde serão utilizados os totais de
população, e a tabela de treinamento, contendo os setores em que serão realizadas as
distribuições. O segundo momento consta a definição dos parâmetros para o modelo
e a utilização destes resultados para o cálculo dos pesos que definirão as distribuições
para os setores, seguido da análise dos resultados obtidos.
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Figura 3.1 - Fluxograma de trabalho.

3.1 Banco de dados

O banco de dados foi elaborada a partir da revisão de literatura que possuam relação
com o contexto regional e seguem o modelo de preparação realizado pelo cálculo dos
valores médios por meio da estatística zonal, além de utilização de distâncias das
variáveis até a borda. Para além das variáveis explicativas e variáveis respostas
(tabela 3.1), foram utilizados shapefiles dos limites municipais e limites setoriais
(IBGE) 1.

Foram utilizadas duas tabelas diferentes para cada uma das camadas utilizadas :
uma tabela contendo as coordenadas os limites municipais, a variável resposta e as
variáveis explicativas; e a tabela contendo os setores com as coordenadas e cada
observação de valores para os setores.

A variável resposta é proveniente da projeção da fundação SEADE para o ano de
2015, contendo o total projetado para cada município da RMVPLN. A variável
resposta é utilizada em função de sua densidade: primeiro, utilizando o logaritmo
da densidade populacional, já que a densidade populacional é melhor comparável

1Instituto Brasileiro de Geografia e Estatística https://www.ibge.gov.br/estatisticas/downloads-
estatisticas.html

2Brazil Population Map Metadata (STEVENS et al., 2015a)
3NOAAs National Centers for Environmental Information-

https://ngdc.noaa.gov/eog/viirs/index.html
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Tabela 3.1 - Tabela dos dados utilizados 2

Tipos Descrição

rmvpln_esaccilc_dst011_100m_2015 Distância das bordas de área cultivada
de uso e cobertura ESA (2015)

rmvpln_esaccilc_dst040_100m_2015 Distância até a borda de árvores lenhosas
de uso e cobertura ESA (2015)

rmvpln_wdpa_dst_cat1_100m_2015 Distância até a reserva natural restrita da
IUCN e bordas da área de largura (2015)

rmvpln_srtm_topo_100m SRTM elevação 2000

rmvpln_osm_dst_roadintersec_100m_2016 Distância até a interseção da estrada
principal OSM 2016

rmvpln_osm_dst_waterway_100m_2016 Distância para as principais hidrovias
da OSM 2016

rmvpln_viirs_100m_2015 Dados de luzes noturnas 2015 0

rmvpln_esaccilc_dst190_100m_2015 Distância até as bordas de superfícies
artificiais de uso e cobertura ESA (2015)

Projeção da população SEADE (2015) Informação de Cartórios Civis e coleta
eventos vitais e registros

do que quantidade entre unidade espaciais que variam de tamanho e, segundo, a
transformação logarítmica faz com que a distribuição seja normal (Gaussiana), o
que pode ser melhor do que uma simples distribuição das variáveis (STEVENS et al.,
2015b).

3.1.1 Fundação SEADE

A fundação SEADE é vinculada à Secretaria de Governo do estado de São Paulo
e com mais 40 anos de atividade, possuindo importante papel na produção, análise
e disseminação de informações relativas ao âmbito socioeconômicos, estatísticos e
demográficos.

O Sistema de Projeções do SEADE permite acesso a uma gama de dados após o
período censitário, desagregada para os 645 municípios, 96 distritos e regiões admi-
nistrativas, num período de 2011 a 2050. A fundação utiliza informação de Cartórios
Civis e coleta eventos vitais e registros, como nascimentos, casamentos e óbitos. Para
realizar a projeção da população, a SEADE utiliza-se do método de componentes
demográficos que possibilita uma projeção de modo eficaz.

7



3.1.2 Recursos de análise

As ferramentas utilizadas para auxiliar nas análises do tema proposto para esse tra-
balho foram o software R, por meio do Rstudio, versão 4.1.1, e o software QGIS,
versão 3.18.1. Além disso, foi utilizado o pacote denominado randomForest, dispo-
nível para o R4.

3.2 Random Forest

O Random Forest, apresentado por Leo Breiman, em 2001, é um sistema ensemble,
ou seja, é um sistema multiclassificador muito efetivo e versátil para uma infinidade
de problemas e aplicações no mundo real (ZHANG; MA, 2012). O RF é um algoritmo
de machine learning que utiliza um conjunto predeterminado de árvores de decisão
e realiza tanto a classificação, a partir de variáveis categóricas, e regressão, com
variáveis contínuas (CUTLER et al., 2012).

A estrutura de cada árvore que compõe a floresta é caracterizada pela raiz, que
representa o fenômeno a ser estudado; os nós, ondem serão realizadas as decisões,
podendo gerar outros nós, denominados nós filhos; e as folhas, que geram o resultado
(figura 3.2). Ao realizar a regressão, o RF é gerado pela média de todos os resultados
das árvores daquela floresta. Por combinar n modelos individuais em cada árvore,
a predição resultante, em tese, aproxima-se mais do valor real, confiável (BREIMAN,
2001).

Figura 3.2 - Estrutura da árvore de decisão.

4Pacote Random Forest (RCOLORBREWER; LIAW, 2018)

8



Computacionalmente, o RF possui algumas vantagens como a dependência de pou-
cos parâmetros; consegue medir o erro de estimação na regressão; e pode ser utilizado
para problemas de alta dimensão. Ademais, do ponto de vista estatístico o RF pro-
videncia algumas métricas de análise, como: medidas das variáveis de importância;
substituição de valores ausentes; e detecção de outliers (ZHANG; MA, 2012). Na re-
gressão, cada nó subdivide-se para formar novos nós, se os valores do resultado do
nó forem y1, y2,. . . .,yn, um dos critérios de divisão é o quadrado médios residual.

3.2.1 Ajuste do modelo

O pacote do RF requer alguns argumentos e a função a ser estabelecida para que o
modelo seja rodado. Uma função utilizada aqui é o tuneRF que otimiza os parâme-
tros relacionados ao argumento que define o número de variáveis randomicamente
amostradas como candidatas em cada divisão (mtry). Como o processo da raiz é a
aleatoriedade, a função tuneRF define o valor ideal com base nas taxas de erro do
out-of-bag (OOB).

A cada vez que o modelo roda seu conjunto de dados, uma árvore de regressão é
ajustada para uma subamostra do dado de forma aleatória. Dessa forma, isso previne
o sobreajuste e também serve de elemento para o cálculo de validação cruzada. Para
o ajuste, é necessário saber a definição de alguns parâmetros para a função tuneRF
(RCOLORBREWER; LIAW, 2018):

• sampzize: configura o tamanho da amostra;

• replace: define se as amostras devem ser repostas;

• ntree: número de árvores que serão utilizadas. O valor default é de 500;

• importance: o modelo calcula a variável de importância para análises fu-
turas;

• nodesize: tamanho mínimo dos nós terminais (folhas) das árvores.

3.2.2 Método de desagregação do RF

O objetivo da desagregação é estimar determinada informação de uma resolução
maior para uma resolução menor (BIELECKA, 2005). Dessa forma, para que seja
realizada a desagregação é necessário redistribuir o total da população de cada mu-
nicípio para os setores através do cálculo pesos que serão utilizados para determinar
a população para cada setor:
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weigthi = exp(predictedi)∑lj
i=1(predictedi)

onde

predictedi é o modelo de predição para as áreas de cada setor i;

lj é o número total dos setores censitários em cada município_j.

Os pesos calculados são utilizados para estimar a população em cada setor censitário,
utilizando a fórmula abaixo:

populationi = totalj × weigthi (3.2)

onde

totalj é a população total para cada município j;

weigth i é a proporção da população que vive em cada setor censitário i.

3.2.3 Critério para avaliação do modelo

O critério de avaliação do modelo de regressão do RF avaliando as estimações ge-
radas dos municípios para os setores censitários. Para isso é necessário a agregação
da predição à camada de setores por meio do código de georreferência, permitindo a
identificação de cada município dos quais os setores estão situados. Uma das formas
de analisar a qualidade do modelo é através da função da saída em que serão plota-
dos valores associados ao erro: a média dos resíduos quadrados e a porcentagem da
variância explicada, que corresponde ao pseudo R2(LEASURE et al., 2021). A primeira
é obtida por meio da permutação dos dados de OOB na qual cada árvores situa-se
o erro de previsão na parte do out-of-bag dos dados. Esse erro é registrado e, em
seguida, é repetido o processo após cada permutação realizada em cada variável pre-
ditora.A média dos resíduos quadrados (MSE) é diretamente dependente da escala
de saída e pode ser obtida pela divisão da soma dos resíduos quadrados pelo número
de graus de liberdade. A segunda medida é a diminuição total das impurezas do nó
da divisão na variável, em média é sobre todas as árvores. Para a regressão é medido
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pela soma residual dos quadrados.

3.2.4 Eleição da variável de importância

A importância das variáveis é medida de várias formas, dentre elas, a diferença entre
o erro quadrado médio (MSE), cujas as variáveis são randomicamente permutadas
para cada árvore e o cômputo do total de decréscimo em cada nó de pureza quando
a variável é usada para dividir a árvore de regressão. O nós de pureza é resultado
da soma dos resíduos quadrados e as amostras que são classificadas no mesmo nó
terminal da árvore de regressão. Se a divisão na árvore baseada na variável explica-
tiva não diminui a soma dos quadrados residuais, então esta variável possuirá baixa
importância para o modelo.

3.2.5 Avaliação dos resultados da desagregação

Pode-se avaliar o resultado da desagregação do modelo através da comparação de
uma amostra independente de setores censitários ou outra escala mais refinada na
qual já se tenha o conhecimento da contagem populacional ou somar o resultado
da desagregação de cada setor e analisar se o valor somado é o mesmo do agregado
para o município.
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4 RESULTADOS

Apesar de inserir um número de 901 árvores no momento de ajuste dos parâmetros,
o modelo final utilizou apenas 500 (figura 4.3). A função tuneRF encontrou o melhor
número de árvores a serem utilizadas, pois após 500 árvores o modelo não apresenta
melhora significativa, como demonstrado na figura 4.1.

Figura 4.1 - Transformação com logaritmo.

O modelo selecionou para o modelo apenas 6 das 8 variáveis explicativas utilizadas
(figura X), apresentando a média dos resíduos quadrados de cerca de 0,0274, medida
que configura o erro do modelo, e percentual de explicação do modelo a partir das
variáveis candidatas de 72,41%, análogo ao pseudo R2, o que indica um razoável
ajuste do modelo.

O erro do modelo, demonstrado na figura abaixo, demonstra que a partir de 400
árvores o erro tende a permanecer invariável, ou seja, um número mais elevado de
árvore, em tese, não representa em melhora significativa do modelo.

Dentre o conjunto de variáveis explicativas utilizadas no modelo, há evidências fortes
de que a variável de maior relevância para o modelo é o dado do sensor VIIRS, que
utiliza a inferência de atividade humana com base nas luzes noturnas, seguido da
variável de topografia, proveniente do SRTM. As variáveis desprezadas pelo modelo
foram as distâncias das principais vias rodoviárias e distâncias de reservas naturais.
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Figura 4.2 - Resultado do modelo.

Figura 4.3 - Taxa de erro em função do número de árvores.

Foram evidenciados outliers entre os dados previstos e o logarítimo da predição
(figura 4.5), o que demonstra alguns pontualmente locais de densidade populacional.

O gráfico de dispersão entre os erros (OOB) e a predição realizada (OOB) apresenta,
permitindo avaliar pontos de anomalia para as observações que não foram utilizadas
nas árvores, mas que servem para avaliar a acurácia do modelo. Desta forma, é
possível localizar um outlier entre -3,6 e -3,4, no eixo de predição (OOB).

Algumas limitações podem ser evidenciadas na técnica de desagregação do algo-
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Figura 4.4 - Variável de importância para o modelo.

Figura 4.5 - Predição do modelo em relação ao vetor de densidade.

ritmo, que são relacionadas à extrapolação de dados de diferentes escalas espaciais,
pois o RF não consegue lidar com dados de treinamento e de predição distintos,
como é o caso deste presente trabalho. Como são utilizadas algumas variáveis ex-
plicativas que apresentam singularidades para uma mesma área pode configurar em
mudanças na dimensão desses eventos. Como exemplo, a figura 4.4 abaixo demons-
tra o plot das variáveis do sensor VIIRS e de topografia. Para a primeira variável (à
esquerda) nota-se menor variabilidade de para o sensor na escala municipal e muita
na escala referente aos setores censitários. Por outro lado, o boxplot da direita apre-
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Figura 4.6 - OOB residual em relação ao OOB da predição.

senta uma distinção, considerando o dado de topografia para a região; a topografia
para os setores censitários tendem a ser mais próximas do que a topografia para
municípios. Como muitos municípios são parcamente adensados, é de se esperar que
valores médios estão em municípios grandes em relação aos setores censitários.

Figura 4.7 - Variáveis explicativas em distintas escalas.
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4.1 Mapa desagregado

Considerando que a variável avaliada como a melhor para explicar o modelo de re-
gressão foi os dados provenientes do sensor de luzes noturnas (VIIRS), o resultado
da desagregação apresentou ser eficiente, pois conseguiu evidenciar, em escala mais
fina, locais de densidade populacional mais demarcadas na região. Como por exem-
plo, na cidade de São José dos Campos, que possuiu 672556 habitantes no ano de
2015, cidade esta que possuiu o maior volume populacional.

A desagregação para este município demonstra uma possível ocupação das franjas
urbanas, que possui bastante ligação com o desenvolvimento histórico da sub-região
de São José dos Campos, bem como a relação de proximidade entre esta e a Região
Metropolitana de São Paulo.

A sub-região de Cruzeiro que inclui os municípios de Arapeí, Areias, Bananal, Cru-
zeiro, Lavrinhas, Queluz, São José do Barreiro e Silveiras, é caracterizada pela menor
expressividade de densidade populacional dentre todas as sub-regiões do Vale do Pa-
raíba.

Depreende-se, portanto, que o processo de adensamento populacional se concentra,
em grande parte, nas áreas no entorno da principal rodovia que liga a RMVPLN
dos limites do estado do Rio de Janeiro até o limite com a Região Metropolitana
de São Paulo. Pode-se afirmar que considerando a densidade mais demarcada mais
próxima da grande São Paulo, a relação é bem mais expressiva do que em relação a
divisa estadual com o Rio de Janeiro.

A sub-região de Taubaté apresentou uma discrepância em relação ao município que
dá nome a sub-região, pois apresentou uma distribuição muita parca, levando a
crer que neste ponto a desagregação distribui de forma mais homogênea. Deve-se
considerar, também, que o dado que foi utilizado para realização da desagregação
foi proveniente do sensor VIIRS, que pode ter interferido numa distribuição mais
efetiva e condizente com a realidade.
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Figura 4.8 - Mapa de densidade populacional gerado pelo modelo RF.

17



5 CONSIDERAÇÕES FINAIS

A utilização da desagregação através do algoritmo do Random Forest se mostrou
eficiente em redistribuir a população total dos municípios para menores unidades
de análise, consistindo numa ferramenta útil e necessária quando há a ocorrência de
falta de informação mais precisa, como a não realização do Censo do IBGE.

A utilização do VIIRS se mostrou útil para a desagregação, no entanto, é necessá-
rio considerar outras variáveis explicativas que seriam mais adequadas ao modelo.
Provavelmente a inserção de novas variáveis condizentes com a região poderia gerar
resultados mais robustos.

O algoritmo do Random Forest apresenta ser muito útil no que concerne a atenu-
ação de multicolinearidade, evitando assim possível problemas de sobreajuste, que
poderiam comprometer a eficiência do algoritmo. Além disso, o pacote ainda carece
de explicações mais claras de seu funcionamento, pois isso o caracteriza como uma
“caixa-preta”.

A utilização do Random Forest requer algumas atenções em relação às dimensões
das variáveis utilizadas, pois mesmo que o algoritmo não necessite de nenhuma
padronização das observações, necessita de entender a questão da diferença de com-
portamento das variáveis em relação as escalas abordadas.
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